Algunas aportaciones a la segmentacion de
imagen digital basadas en el Mapa
Autoorganizativo

Imanol Echave Calvo

The Date



Resumen

[.a presente tesis se enmarca en la frontera entre dos disciplinas y métodologias
bhasicas para atacar los problemas de tratamiento de senal y, especificamente, de
tratamiento de imagen. La primera esta basada en métodos adaptativos de min-
imizacion del error cuadratico. la segunda plantea del modelado bayesiano de
la imagen y trata de obtener la estimacion de maxima probabilidad a posteriori
de la imagen procesada. Fn el primer caso las técnicas numéricas aplicadas son
técnicas de minimizacion mediante descenso del gradiente, en el segundo se apli-
can técnicas de relajacion estadistica (simulated annealing) o simplificaciones que
dan respuestas locales al problema de minimizacion global planteado. En esta
contexto, proponemos la utilizacion de los métodos de clustering neuronales no
supervisados (el algoritmo SOM en particular, como técnicas de preproceso de
la imagen en un marco bayesiano. Justificamos este proceso y lo denominamos
Filtrado Bayesiano basado en la Cuantizacién Vectorial (VQ-BF). Finalmente pro-
ponemos la aplicacion en dos campos dispares: la clasificacion no supervisada de
imdgenes de resonancia magnética (MRI) y el calculo del flujo éptico. Para que
esta aplicacion sea factible se precisa de un algoritmo de clustering rapido para
evitar los tiempos de respuesta fuera de los limites que imponen las aplicaciones en
tiempo real. Para este proposito estudiamos las diversas arquitecturas competiti-
vas neuronales que encontramos en la literatura y las probamos empiricamente en
un contexto de un problema de cuantizacion del color de la imagen. los resultados
empiricos apoyan al Mapa Auto-Organizativo (SOM) como la mejor alternativa.
Finalmente, consideramos el problema de la determinacion del numero de clases
en la clasificacion no supervisada bajo la perspectiva de los denominados "filtros
de Occam”. En esta metodologia de filtrado se utilizan algoritmos de compresion
para la eliminacion del ruido impulsivo aditivo. La estimacion de la magnitud
del ruido se realiza estudiando la curva de la razon de compresion versus la dis-
torsion después de la compresion. FEn nuesto caso, el algoritmo de compresion
es la cuantizacion vectorial realizada mediante el libro de codigo obtenido por la
arquitectura competitiva.



INDICE GENERAL

1 Introduccién

1.1

1.2

Las aplicaciones . . . . . . . . ...
1.1.1  Laimagen de resonancia magnética (MRI) . . . . . .. ..
1.1.2  El calculo del flujo optico . . . . . . . .. ... ... ...
1.1.3  La cuantizacion del color . . . . . . . . .. ... ... ...
Los utiles matematicos . . . . . . . ...
1.2.1  Redes neuronales competitivas . . . . . . . ... ... ...
1.2.2  Modelado bayesiano de la imagen . . . . . .. . .. .. ..
Objetivos iniciales de la tesis y grado de consecucion . . . . . ..
Estructura de la memoria de la tesis . . . . . .. ... ... ...
Publicaciones realizadas durante el desarrollo de la tesis . . . . . .

2 Redes neuronales competitivas

2.1
2.2

2.3
2.4

2.5

2.6

2.7

Introduccion . . . . ..o Lo
Formulacion bayesiana de los problemas de clasificacion . . . . . .
2.2.1  Funciones discriminantes basadas en la distribucion normal
Aprendizaje supervisado versus no supervisado . . . . . . . .. ..
Aprendizaje no supervisado . . . . .. ..o L.
2.4.1  Estimacion no supervisada de maxima verosimilitud . . . .
Agrupamiento y cuantizacion vectorial sobre datos estacionarios. .
2.5.1  Comentarios sobre el problema de la validacion . . . . . .
Redes Neuronales Competitivas . . . . . ... ... ... .. ..
2.6.1  Algoritmo Competitivo Simple. . . . . ... . ... .. ..
2.6.2  La regla competitiva general . . . . . ... ... L.
2.6.3  Mapa Auto-Organizativo (Self-Organizing Map) . . . . . .
2.6.4  FEsquema de Competicion Suave (SCS) . . . .. .. .. ..
2.6.5 Neural Gas . . .. . ... oo
2.6.6  Cuantizacion Vectorial Borrosa (FIVQ). . . . . .. .. ..

Agrupamiento no estacionario y cuantizacion vectorial adaptativa

11
11
12
13
15
15
16
16
17
19
20



2.7.1  Cuantizacion vectorial adaptativa . . . . . . . ... .. .. 55

2.7.2  Muestreo y estacionariedad local . . . ... ... .. 58

2.7.3  VQ adaptativo y agrupamiento no estacionario. . . . . . . 59
2.7.4  Applicacion de las redes neuronales competitivas como AVQ

para agrupamiento no estacionario . . . . . ... ... L. 60

2.8 Conclusiones . . . . . . ..o 61

Convergencia en un solo paso sobre la muestra: estudio empirico 63

3.1 Ajuste de los parametros de control . . . . .. ..o 64
3.2 Resultados experimentales sobre datos estacionarios . . . . . . .. 67
3.2.1  lLos datos estacionarios . . . . . . ... ... L. 67
3.2.2  FEl algoritmo bésico de referencia: K-medias . . . . . . .. 70
3.2.3  Resultados del algoritmo competitivo simple (SCL.) . . .. 70
3.2.4  Resultados de SOM, FIVQy SCS . . . ... ... ... .. 71
3.3 Resultados experimentales en Cuantizacion del Color no estacionaria. 76
3.3.1 Los datos experimentales no estacionarios . . . . . .. .. 77
3.3.2  Los algoritmos de referencia: Heckbert e Isodata . . . . . . 78
3.3.3  El aprendizaje competitivo simple (SCL). . . . . . . .. .. 81
3.3.4  Sensibilidad a los parametros de control del SOM, FIVQ y
SOS o 82
3.3.5 Sensibilidad a las condiciones iniciales. . . . . . .. .. .. 84
3.3.6  FLVQ online versus batch . . . . ... ... ... ... .. 8H
3.3.7  Vecindarios constantes . . . .. . ... L. 85
3.4 Conclusiones . . . . . . . .o 86
Filtrado basado en la cuantizacién vectorial 96
4.1 Notacion . . . . . . .. e 96
4.2 Kl modelo para los bloques de imagen . . . . .. ... ... . 98
4.3 Kl modelo para el VQ-BF . . . .. ..o 100
4.4 Filtrado con VQ-BF y preservacion de bordes . . . . . . .. .. 102
4.5 Célculo del codebook usando SOM . . . . . . .. ... . ... .. 102
4.6 Conclusiones . . . . . . . . Lo 104
Calculo del flujo 6ptico 105
5.1 Aplicaciones del flujo optico. . . . . .. ..o L 106
5.2 Revision de antecedentes . . . . .. o000 107
5.2.1 Restriccionde brillo . . . . .. o000 oL 108
5.2.2  Célculo del flujo 6ptico mediante correlacion . . . . . . .. 109



5.2.3 Métodos Bayesianos . . . . ..o 110

5.3  FEl procedimiento completo . . . . . .. .. ..o 112

5.3.1  FElI SOM y el célculo del flujo éptico . . . . . . ... .. .. 112
5.4 FExperimentos y resultados . . . .. .00 0oL L 113
5.5 Conclusiones y vias de trabajo futuro . . . . . . . ... ... .. 117

Segmentaciéon de imagen de Resonancia Magnética Nuclear us-

ando VQ-BF 120
6.1 Revision del estado del arte . . . . . . . o000 0oL 121
6.2 Las imagenes experimentales . . . . . . . .. ... 123
6.2.1  Datos del modelo experimental animal . . . . ... .. .. 123
6.2.2 Datos clinicos . . . . . ... oo 124
6.3 El procedimiento semi-automatico de segmentacion . . . . . . .. 124
6.3.1  Segmentacion no supervisada mediante VQ-BF . . . . .. 125
6.3.2  Identificacion supervisada del volumen . . . . . . . .. .. 126
6.4 Analisis estadistico . . . ... .00 oL 128
6.5 Resultados . . . . . .. .o 129
6.5.1  Datos experimentales sobre animales . . . . . ... .. .. 129
6.5.2 Datos clinicos . . . . . ... 135
6.5.3 Resultados basados en el ROC simplificado . . . . . . . .. 139
6.6  Discusion y conclusiones . . . . .. ..o 140

Determinacién del niimero de clases mediante filtros de Occam 144

7.1 Introduccion . . . . . oL 144
7.2 Filtros de Occam y la cuantizacion vectorial (VQ) . . . . . . . .. 145
7.3 Resultados experimentales . . . . . .. ..o 148
7.4 Conclusiones . . . . . . .. . e 152

Apéndice A: Introduccién al método del gradiente estocastico 154

8.1 Método de Robins-Monro . . . . . .. .. ..o 154
8.2 Convergencia en probabilidad del método de Robins-Monro . . . . 156
8.3 Aplicacion a la minimizacion: el método del gradiente estocastico 158
8.4 Método de la ecuacion diferencial ordinaria . . . . .. . .. .. .. 158
9 Apéndice B: Convergencia del SOM en el caso escalar 161
10 Apéndice C: Filtros de Occam 164
10.1 La estimacion de la magnitud del ruido . . . . . . .. ... 0. .. 167



11 Apéndice D: Derivaciéon de FLVQ 168



INDICE DE FIGURAS

Muestras de datos para los experimentos sobre agrupamiento con
datos estacionarios mostrando los libros de codigos iniciales usados

en los experimentos (a) muestra con 120 puntos, (b) muestra con

600 puntos . . . . . L oL L 68
Exploracion de la sensibilidad del SOM al radio del vecindario

(vg = 1,2,3) y alavelocidad de convergencia al SCL (r = 1,2,4,6,8).
Resultados obtenidos sobre la muestra pequena comenzando libros

de codigos identificados en la figura 3.1 . . . . .. ..o 72
Exploracion de la sensibilidad del FIVQ al exponente inicial (mg = 2,4,7)
y a la velocidad de convergencia al SCI. (r =1,2,4,6,8). Resul-
tados obtenidos sobre la muestra pequena comenzando libros de
codigos identificados en la figura 3.1 . . . . ... o000 73
Exploracion de la sensibilidad del SCS a la desviacion estandar
inicial (o9 = 0.01,0.1,1,2,4,6,8,10) y a la velocidad de convergen-

cia al SCL (r = 1,2,4,6,8) . Resultados obtenidos sobre la muestra
pequena comenzando libros de codigos identificados en la figura 3.1 74
Datos no estacionarios. Distribucion de los colores de los pixeles

en el cubo RGB para cada imagen en la secuencia experimental . 88
Resultados de distorsion para los libros de cddigos calculados con

los algoritmos de referencia. La cuantizacion a 16 colores en (a,c,e.g)

y a 256 colores en (b,d,f;h). (a,b) Los resultados de referencia
obtenidos con el algoritmo de Heckbert. (c,d) Los resultados obtenidos
con el algoritmo de k-medias con el criterio de parada dado en el
texto. (e,f) el Numero de iteraciones necesitados por el k-medias

para alcanzar el criterio de parada. (g,h) resultados de distorsion

de los libros de cddigos obtenidos con una iteracion del algoritmo
k-medias sobre cada imagen . . . .. ..o oL L 89



3.7

Distorsion en cada imagen resultante de la cuantizacion de las
Imégenes a tamano completo con los libros de codigos calculados
por el SCI, en las muestras de las Imagenes. (a,c,e) 16 represen-
tantes de color y muestras de 1600 pixeles. (b,d,f) 256 represen-
tantes de color y muestras de 25600 pixeles. (a,b) Resultados de
distorsion. (c,d) Resultados de distorsion relativos. (e,f) resulta-
dos de sensibilidad comenzando por libros de codigos diferentes del

proporcionado por el algoritmo de Heckbert en la primera imagen.

Distorsion en cada imagen resultante de la cuantizacion de las
Imégenes a tamano completo con los libros de codigos calculados
por el SOM, FIVQ y SCS con ajustes optimos de los parametros de
vecindad deducidos de las tablas 3.6 y 3.7. (a,c,e) 16 representantes
de color y muestras de 1600 pixeles. (b,d.f) 256 representantes de
color y muestras de 25600 pixeles. (a,b) Resultados de distorsion.
(c,d) Resultados de distorsion relativos. (e,f) substracion en cada
imagen de la distorsion obtenida por SCI.. . . .. ... ... ...
Distorsion en cada imagen que muestran la sensibilidad a las condi-
ciones iniciales del SOM, FIVQ y SCS. Los libros iniciales de
codigos se escogen como se indica en el texto. Los parametros de
vecindad se ajustan como en la figura 3.8 (a,c,e) 16 representantes
de color y muestras de 1600 pixeles. (b,d.f) 256 representantes de
color y muestras de 25600 pixeles. (a,b) Resultados del FILVQ. (¢,d)
Resultados del SCS. (e,f) Resultados del SOM. . . . ... ... ..
Aplicaciones online versus aplicaciones batch de FILVQ. Resultados
de distorsion relativa por imagen de la cuantizacion a 16 colores cal-
culado sobre Ta muestra de 1600 pixeles. (a) con exponente inicial
mo=Ty ((b)conmg=2 . .. . ...
El efecto de vecindarios constantes. Distorsion por imagen de la
cuantizacion de la imagen completa con los libros de codigos calcu-
lados a partir de las muestras. (a,c,e) 16 representantes de color so-
bre la muestra de 1600 pixeles y (b,d,f) 256 representantes de color
sobre las muestras de 25600 pixeles. Los ajustes de los parametros
en la figura 3.8 versus (a) v = 8, (b) v = 128, (¢,d) m = 2, (e,f)
o=0.0 . . .

Esquema del calculo del flujo éptico basado en el preproceso medi-

ante VQ-BF . . . .o

90

91

92

93

95



6.1

6.2

6.3

6.4

6.5

Imagenes originales y procesadas en la secuencia de panning (ini-
cial, media, final). Por filas: original, procesada con VQ-BF con 4
clases, estimacion densa del flujo optico basada en la correlacion de
regiones y la estimacion dispersa del flujo basada en la correlacion
de pixeles C C

Imégenes originales y proceqadaq en ]a secuencia de zooming (ini-
cial, media, final). Por filas: original, procesada con VQ-BF con
4 clases, estimacion densa del flujo optico basada en la correlacion
de regiones y estimacion dispersa del flujo basada en la correlacion
de pixeles
Imégenes originales y proceqadaq en la secuencia de gen‘re (ini-
cial, media, final). Por filas: original, procesada con VQ-BF con
4 clases, estimacion densa del flujo optico basada en la correlacion
de regiones y estimacion dispersa del flujo basada en la correlacion
de pixeles

Descripcion grafica del procedimiento de segmentacion de imagen
MR propuesto . e .
Imégenes axiales del raton ‘rraq me‘re dlaq de mocu]amon A Tmagen
pesada en T2 original. B Imagen tras la aplicacion del VQ-BF. C
Imagen objetivo dibujada manualmente indicando la region
Nimero promedio de pixeles pertenecientes a la zona inflamada
para las rodajas indicadas, el cuadrado indica la medida manual y
el circulo la medida automatica. C

Nimero preomedio de voxeles clasificados como infeccion manual-
mente (cuadrado) y por el sistema semi-automatico cuando la roda-

ja examinada ha sido usada para entrenar el clasificador. Niumero

promedio de voxeles clasificados como infeccion, sobre cada misma
rodaja cuando esa misma se ha usado para entrenar el clasificador
del sistema de reconocimiento semi-automatico.

Segmentacion de las Imédgenes del hipocampo izquierdo, correspon-
dientes a 28 rodajas, usando secuencias de pulsos eco-gradiente T'1
estandard. las areas detectadas por el algoritmo semi-automatico
se superponen en cada imagen.

115

116

118

125

130

132

133

136



6.6

7.1

7.2

7.3

A. Area hemi-sagital del Corpus Callosum obtenida por el pro-
cedimiento semi-automatico propuesto. B Visualizaciones 3D del
Corpus Callosum tras la superesion de los pixeles mal clasificados
por un algoritmo de crecimiento de regiones . . . . . . .. .. L.

Algunas de las rodajas de la imagen 3D de un embrion utilizada en
el experimento de determinacion del nimero de clases mediante la
aproximacion de los filtros de Occam. . . . . . ... ... ...
Algunas de las vistas de algunas de las clases identificadas con
bloques de tamano 5xHxh . . . . ..o o oL
Curvas de ratio distorsion calculadas por SOM con un paso sobre
la muestra para distintas dimensiones de los vectores codigo.



INDICE DE TABLAS

Resultados del algoritmo de las k-medias en los datos y libros de
codigos de la figura 3.1. Las distorsiones iniciales antes de la apli-
cacion del k-medias, distorsiones obtenidas por los libros de codigos
del K-medias, Niimero de iteraciones necesarias para alcanzar los
libros de codigos finales . . . . . . . ..o
Resultados de la adaptacion en un paso con SCI.. Distorsion de las
muestras cuantizadas usando los libros de codigos calculados por el
SCIL en un solo paso sobre la muestra . . . . . .. ... . ... ..
[.os mejores resultados de SOM, FIVQ y SCS en la adaptacion en
un paso sobre las muestras de la figura 3.1 para cada uno de los
libros de codigos mostrados en ella. Destacamos los resultados que

mejoran a los dados para el algoritmo de las k-medias en la tabla 3.1.

Los vecindarios iniciales del SOM, FIVQ y SCS que producen los
resultados en la tabla 3.3. . . . . . ... . o000
Velocidades de convergencia a SCI. para SOM, FIVQ y SCS que
producen los resultados dados en la tabla 3.3. . . . . . .. . ...
Exploracion de la sensibilidad en el caso de 16 colores. Distorsion
global de la cuantizacion de las muestras de tamano n = 1600 de
cada imagen de la secuencia tras el calculo de los libros de codigos
con SOM, FIVQ y SCS bajo las diferentes combinaciones de ajustes
de los vecindarios iniciales y la velocidad de convergencia a SCI.

Exploracion de la sensibilidad en el caso de 256 colores. Distorsion
global de la cuantizacion de las muestras de tamano n = 25600 de
cada imagen de la secuencia tras el calculo de los libros de codigos
con SOM, FIVQ y SCS bajo las diferentes combinaciones de ajustes
de los vecindarios iniciales y la velocidad de convergencia a SCI.

69

69

71

75

75

80



6.1

6.2

6.3

6.4

Distorsion global de las secuencias de Imagenes por la cuantizacion
de las Imédgenes completas usando los libros de cddigos calculados
sobre las muestras (excepto en el caso del algoritmo de Heckbert).
[La inicializacion refleja los libros de codigos iniciales usados para la
secuencia completa. Heckbert denota el libro de codigo de Heckbert
para la primera imagen de la secuencia . . . . . ... ...

Comparacion del musculo inflamado (en porcentajes) medido por
el analisis histopatologico (H) y usando los metodos asistidos por
computador (ANN). Sumario de los porcentajes de tejidos inter-
lesion inflamatorios (los restantes tejidos se consideran bien necro-
sis bien acumulacion de esporas) en nueve animales (dos rodajas
histologicas por cada uno) inoculados con A. Fumigatus. La fila
Dia indica el Numero de dias desde la inoculacion . . . . . .. ..
Comparacion de las medidas volumetricas (¢cm3) manuales y au-
tomatizadas . . . ... oL
Volumenes de hipocampo (en cm3) obtenidos manualmente por dos
expertos (M1 y M2) y por el metodo automatizado (C1y C2) usan-
do las tres rodajas centrales del volumen etiquetado manualmente
en M1 y M2 para entrenarel MLLP . . . . . . .. ... ... ...
Indices para un analisis ROC simplificado. (Los valores entre par-
entesis son las desviaciénes estandard) . . . . .. ..o L.

10

94

134

135

139



1. INTRODUCCION

La literatura sobre proceso de imagen y sobre redes neuronales es extensisima,
por lo que toda nueva aportacion es usualmente muy matizada y local. Si se
nos permite la metafora culinaria, los ingredientes de tesis son de dos clases: los
problemas a resolver y las técnicas numéricas utilizadas. Fn esta tesis doctoral
se desarrollan aplicaciones de procesado de la imagen digital basada en el algorit-
mo del Mapa Auto-organizativo ( Self-Organizing Map) (SOM). En particular se
considera la posibilidad de utilizar el SOM como herramienta para la estimacion
de patrones de bloques de las imagenes para su filtrado posterior. Al proceso lo
hemos denominado Filtrado Bayesiano basado en la Cuantizacién Vectorial (VQ-
BF) y lo hemos aplicado en dos campos radicalmente distintos: el calculo del
flujo dptico en aplicaciones de vision por computador y el procesado de iméagenes
de resonancia magnética. Fn este capitulo de introduccion revisaremos breve-
mente ambos aspectos de la tesis antes de proporcionar una vision mas sumaria,
y esquematica dada por la especificacion de objetivos, estructura de la tesis y
publicaciones realizadas durante el proceso de desarrollo de los trabajos.

1.1.Las aplicaciones

[Las dos aplicaciones en las que hemos centrado nuestra atencion son al nivel de la
segmentacion de la imagen. Como es bien conocido de la literatura general sobre
proceso digital de imagen y vision por computador [28], [47], [116], la estructura
de un sistema de vision por computador se descompone en las siguientes etapas:

e Captura: se obtiene la imagen mediante algiin dispositivo sensor, en nuestro
caso camaras opticas convencionales.

e Preproceso: se transforma la imagen mediante algoritmos numéricos para
eliminar los diversos efectos de la incertidumbre, que en proceso de senal se
agrupan genéricamente bajo el nombre de ruido. La incertidumbre espacial
se corrige mediante algoritmos de registro, el ruido térmico que produce
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ruido impulsivo aditivo se corrige mediante filtrado frecuencial o espacial,
las variaciones de iluminacion se corrigen mediante la estimacion del campo
de iluminacion, y un largo etctera.

e Segmentacion: la segmentacion produce la particion de la imagen en re-
giones que se espera tengan un significado especifico. Esta particion puede
realizarse atendiendo a los contornos de las cosas mediante el analisis de
bordes o atendiendo a las agrupaciones de pixeles similares en regiones es-
paciales segiin criterios de crecimiento de regiones o de texturas.

e Reconocimiento e interpretacion: en muchos casos el objetivo final de los
procesos de imagen es el reconocimiento de alguiin objeto presente en la im-
agen o el eitquetado de los pixeles de la imagen para que sena interpretados
por el operador humano. A veces parte de este proceso de reconocimiento
consiste en la construccion de modelos geométricos de la realidad a partir
de las imagenes captadas.

1.1.1.La imagen de resonancia magnética (MRI)

Las imagenes de resonancia magnética (MRI) permiten visualizar con gran con-
traste los tejidos blandos y ha revolucionado la capacidad de diagnosticar las
patologias que los afectan. la visualizacion de resonancia magnética esta basada
en el fendmeno conocido como resonancia magnética nuclear (RMN) y las MRI
son mediciones agregadas de la composicion de los tejidos al nivel molecular. Fl
hecho de que la estructura molecular permanece constante dentro del tejido y
varia entre distintos tejidos determina la efectividad de la MRI. L.a MRI tiene
una alta resolucion espacial y proporciona mucha informacion sobre la estructura
anatomica, permitiendo estudios patoldgicos o clinicos cuantitativos, la derivacion
de atlas anatomicos digitalizados y también la guia antes y durante la intervencion
terapéutica. Las aplicaciones iniciales de la MRI requirieron principalmente que
la imagen fuera lo suficientemente clara y libre de artefactos como para sopor-
tar las tareas de diagndstico cualitativo de patologias.Muchas de las tareas que
se requieren de los radidlogos son repetitivas, lo que justifica la introduccion de
métodos automatizados de proceso de la imagen. Por ello existe una necesidad
creciente de resultados cuantitativos basados en el andlisis automatizado de la
imagen. FEl proceso automatizado puede ir desde la eliminacion de ruido impul-
sivo, mediante filtros frecuenciales y otros como los filtros anisotropicos, hasta
las operaciones de registro y segmentacion. El registro de las imagenes consiste

12



en el alineamiento de diferentes imagenes para obtener una vision mas completa.
Se aplica en la mezcla de imagenes de miiltiples modalidades y la comparacion
de los pacientes con atlas anatomicos. La segmentacion de la imagen consiste en
su descomposicion en regiones. Los criterios de identificacion de regiones varian
de aplicacion en aplicacion. La segmentacion de la imagen es critica en aplica-
ciones como la diagnosis de la esquizofrenia, la deteccion de tumores y la cirugia
basada en realidad aumentada. Los métodos de segmentacion deben ser fiables y
reproducibles. Por ejemplo, en estudios de enfermedades degenerativas cerebrales
como la esquizofrenia, el mal de Alzheimer [126], esclerosis multiple, es necesario
medir de forma precisa la cantidad de materia gris, materia blanca, lesiones en
la. materia blanca, liquido cerebro-espinal y sus distribuciones espaciales y cam-
bios temporales. lLas imagenes de resonancia magnética presentan dificultades
especificas para su proceso y segmentacion. Son imagenes de muy bajo contraste
entre tejidos con fuerte ruido que puede ser debido a diversas circunstancias de la
captura de la imagen. Por ejemplo, el ruido aditivo, que sigue una distribucion
Rician, es producto tanto de las limitaciones en la precision numérica, como del
ruido térmico en la captura de la senal por parte de la antena emisora-receptora.
La descripcion completa y detallada de los procesos de captura de la MRI y de
los diversos artefactos que pueden afectarla se pueden encontrar en [25], [31], [59],
[88], [112], [128]. En la literatura se han aplicado métodos automaticos y semi-
automaticos para la segmentacion y la medicion volumétrica. En nuestro caso
hemos propuesto un método hibrido, con una fase de entrenamiento supervisa-
da y otra, previa, no supervisada. Sobre las iméagenes de resonancia magnética
(MRI) hemos realizado experimentos de filtrado, segmentacion no supervisada
y de clasificacion supervisada. Todos los experimentos se han realizado sobre
imagenes cedidas por la antigua Unidad de Resonancia Magnética del Instituto
Pluridisciplinar de la Universidad Complutense de Madrid, actualmente Instituto
de Estudios Biofuncionales. La aplicacion fundamental ha sido la de clasificacion
supervisada para la detectar zonas infecciosas en un experimento de seguimiento
de la evolucion de un modelo de infeccion por la bateria Aspergillus Fumigatus.
También se han realizado experimentos para la segmentacion del Corpus Callosum
en imagenes de resonancia magnética del cerebro.

1.1.2.El calculo del flujo éptico

El movimiento de los objetos en el mundo o el movimiento de la camara producen
movimientos en la imagen. Fl flujo dptico es el movimiento aparente en el plano
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imagen producido por el movimiento real en el mundo. Este movimiento aparente
puede ser utilizado de diversas maneras para diversas aplicaciones que van desde
el seguimiento de objetos, las estimacion de modelos tridimensionales, hasta la
autolocalizacion de agentes autonomos. las variaciones en la imagen pueden
deberse también a otros fendmenos como los cambios de iluminaciéon o el ruido
de captura de la camara. Los algoritmos de seguimiento de objetos, por ejemplo,
deben ser capaces de distinguir estos cambios en la imagen de los relacionados
con movimientos de objetos en el mundo. El calculo del flujo dptico es, po tanto,
una de las tareas cldsicas en vision por computador [63], [58].

El algoritmo mas clasico de calculo del flujo de movimiento es el propuesto
por Horn [63]. Se basa en la constancia de la intensidad de la imagen, esto es
en la idea de que la intensidad es constante si corregimos los movimientos que
se han producido en la escena. El algoritmo es basicamente a nivel de pixel y
tiene el inconveniente de que las superficies suaves, casi constantes, no producen
deteccion del movimiento excepto en las fronteras de los objetos. Lo que se conoce
como el efecto de la apertura. Interesan otras soluciones mas robustas y de mayor
eficiencia en tiempo de cdlculo. Otras aproximaciones, que se revisan en el capitulo
5 estan basadas en el modelado bayesiano de la imagen y la deteccion mediante
correlacion. Como se verd, el algoritmo propuesto esta relacionado mas bien con
estos ultimos algorithmos.

Una de las caracteristicas de interés de los algoritmos de cédlculo del flujo dptico
es si producen o no estimaciones densas del flujo. La estimacion es densa si ten-
emos un vector de movimiento para cada pixel de la imagen. Las estimaciones
densas pueden ser mas deseadas para algunas aplicaciones como el seguimiento
de objetos, donde se pueden segmentar los objetos en la imagen en funcion de los
vectores de movimiento de los pixels. Debido a la importante carga de calculo,
se han realizado Nimerosas proposiciones de algoritmos basadas en puntos espe-
ciales de la imagen y contornos de los objetos dando lugar a estimaciones dispersas
(sparse) del flujo. Sin embargo, nosotros estamos interesados en estimaciénes den-
sas en las que para cada pixel de la imagen tenemos el vector de su desplazamiento
aparente en la imagen. Kl algoritmo propuesto, en breve resumen, consiste en la
segmentacion en regiones de las imagenes y el célculo de las correspondencias de
las regiones estimadas en las imagenes consecutivas.
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1.1.3.La cuantizacién del color

[a cuantizacion del color es el proceso de obtener una paleta de colores o un
conjunto de colores representantes de una imagen. Kn su origen [61] el problema
se planteaba como un problema de visualizacion. Dado que los monitores de los
ordenadores tenian una memoria limitada se representaban las imagenes como
maftrices cuyos elementos eran indices a una tabla de colores. Estas limitaciones
desaparecieron a principios de la década de los anos 90, sin embargo el interés
por los algoritmos de cuantizacion del color no desaparecio sino que se transformé
en una herramienta para el analisis y segmentacion de la imagen. Por ejemplo,
muchos algoritmos de localizacion de ohjetos (i.e. caras) se basan en la obtencidn
de regiones de color definidas a partir de procesos de cuantizacion de color. Estas
regiones pueden ser facilmente identificadas y correladas entre imagenes sucesi-
vas de una secuencia. Fn esta tesis, la cuantizacion del color es un problema
benchmarck para la evaluacion dela calidad relativa de los distintos algoritmos
competitivos.

1.2.Los utiles matematicos

El algoritmo VQ-BF propuesto, puede exponerse de forma muy resumida como
el procesado de cada pixel en funcion de su vecindario comparandolo contra una
paleta de bloques de las imagenes que ha sido estimada de la imagen o de una
coleccion de imagenes similares mediante algorimos de agrupamiento, en este caso
el SOM. En el caso de la segmentacion no supervisada el algoritmo VQ-BF se
encarga de estimar las posibles clases de los pixels a partir de la clasificacion no
supervisada (clustering) de los bloques en la imagen, entendidos como vecindarios
de los pixeles. En la clasificacion supervisada, el VQ-BF realiza el papel de un
preproceso que facilita la clasificacion supervisada realizada por métodos tipicos
(i.e. redes neuronales artificiales). FEl VQ-BF puede aplicarse también como
método de filtrado si el valor de intensidad del pixel se sustituye por el valor
correspondiente al pixel central del bloque mas similar al vecindario del pixel. En
resumen, los recursos matematicos involucrados son algoritmos de agrupamiento
(clustering) realizados mediante algoritmos de redes neuronales competitivas y el
modelado bayesiano de la imagen.
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1.2.1.Redes neuronales competitivas

En el area general de las redes neuronales artificiales, las redes neuronales com-
petitivas son algoritmos dedicados a la clasificacion no supervisada, esto es, a
resolver los problemas de agrupamiento de datos basados en representantes. los
representantes son los pesos de las conexiones en terminologia neuronal. las redes
neuronales artificiales se conceptuan y justifican desde diversos puntos de vista.
Son, en muchos casos, algoritmos adaptativos online de minimizacion del error
cuadratico. En otras ocasiones [1] se presentan como implementaciones altamente
paralelas alternativas a las implementaciones secuenciales convencionales, sin em-
bargo esta perspectiva se esta abandonando progresivamente. Fn el caso de las
redes neuronales competitivas, se trata de algoritmos de minimizacion de una de-
terminada funcion de distorsion, que varia de un esquema de red a otro. Fn el
capitulo 2 presentamos distintas alternativas de redes neuronales competitivas en
este marco conceptual.

Las propiedades de convergencia de estas redes son muy pobres, esto es, nece-
sitan largos periodos de entrenamiento para obtener los resultados deseados, al
menos en la teoria. Nuestras necesidades exigen respuestas en tiempo breve, por lo
que es necesario considerar alternativas rapidas de entrenamiento. Fxploramos la
posibilidad y validez de los entrenamientos en una tinica pasada sobre la muestra,
de los datos.

También se puede considerar las redes neuronales desde el punto de vista de
la teoria de la decision y clasificacion bayesiana. Bajo este punto de vista son
algoritmos de clasificacion no supervisada. Fn el caso mas sencillo, el algoritmo
competitivo simple, se trata de un algoritmo de clasificacion de maxima proba-
bilidad a posteriori asumiendo que la distribucion de probabilidad de los datos es
una mezcla de distribuciones gausianas, y el algoritmo de entrenamiento es una
version online del algoritmo de estimacion de maxima verosimilitud, coincidiendo
también con el algoritmo de maximizacion de la expectacion (Frpectation Maxi-
mization KM). En los casos mds sofisticados, no estd claro cual es el modelo de la
distribucion de probabilidad de los datos y los algoritmos de entrenamiento son
variaciones sobre el algoritmo competitivo simple.

1.2.2.Modelado bayesiano de la imagen

Se presenta en los trabajos de [41] que introducian el simulated annealing co-
mo algoritmo estocastico de optimizacion global. Formula las operaciones de
transformacion de las imagenes, incluidas las de clasificacion a nivel de pixel, co-
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mo estimaciones de maxima probabilidad a posteriori en un marco de modelado
bayesiano. Usualmente, el modelo de la probabilidad condicionada corresponde
al modelo de ruido aditivo y el modelo de la probabilidad a priori corresponde
con condiciones de regularizacion de la solucion, por ejemplo condiciones de suavi-
dad de la imagen. Fl proceso habitual consiste en formular el problema especi-
ficando los modelos de probabilidad a priori y condicional, estos modelos son
habitualmente exponenciales, bien gausianos bien modelos markovianos, los de-
nominados Markov Random Field (MRF) que proporcionan modelos espaciales
de la intensidad de la imagen. La expresion de la probabilidad a posteriori toma
la forma de una distribucion exponencial, la distribucion de Gibbss o Boltzmann
en el caso clasico, y su exponente se asocia a una funcion de energia. la esti-
macion de maxima probabilidad a posteriori se realiza aplicando algin algoritmo
de relajacion o bisqueda aleatoria, el mas clasico el simulated annealing, a la
minimizacion de la funcion de energia.

En nuestro caso, el algoritmo que definimos se asocia a una decision de maxima
probabilidad y lo que tratamos de deducir es el modelo a priori, asumiendo un
modelo gausiano del ruido. Esto es, se realiza el camino en el sentido opuesto al
convencional. T.o que nos dice el modelo a priori es el grado de robustez del que
esta dotado el algoritmo.

1.3.0bjetivos iniciales de la tesis y grado de consecucion

LLos obejtivos generales al momento de plantear los trabajos de la tesis eran:

e [.a obtencion de un algoritmo de segmentacion de imédgenes robusto y efi-
ciente en términos de tiempo de calculo. FEste es un objetivo sumamente
genérico que en esencia plantea el marco global de la tesis, sitia el area de
trabajo.

e [.a obtencién de métodos de segmentacion de imagenes de resonancia magnética
(MRI). Las iméagenes de MRI se caracterizan por tener un bhajo contraste
y ser muy ruidosas, si bien el estado del arte de los sistemas de captura
ha mejorado considerablemente. Estas caracteristicas de la imagen exigen
que los algoritmos de segmentacion sean al mismo tiempo extremadamente
robustos al ruido y muy sensibles para poder discriminar tejidos con poco
contraste. Hemos logrado obtener algoritmos novedosos y que presentas
algunas propiedades de robustez muy interesantes. Son dos tipos de algo-
ritmos esencialmente distintos: los no supervisados que procesan la imagen
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utilizando sélo los resultados de los algoritmos de clustering, vy los hibridos
que utilizan aplican algoritmos de entrenamiento supervisados sobre los re-
sultados del procesado no supervisado.

e [.a obtencion de métodos robustos de calculo del flujo dptico. El flujo optico
es la herramienta basica para la observacion del movimiento en las imagenes
y secuencias de iméagenes. Es una herramienta potencialmente muy util en
aplicaciones diversas, como las roboticas y las de interaccion persona com-
putador. los métodos convencionales son muy sensibles al ruido y a los
cambios de iluminacion. Nuestro objetivo era la definicion de un algoritmo
basado en la descomposicion en regiones, bajo la hipdtesis de que dichas
regiones se mantendran estables a lo largo de la secuencia de imagenes. l.a
aplicacion de nuestros algoritmos de proceso basados en el SOM produce
efectivamente regiones bastante estables. l.os cambios bruscos de ilumi-
nacion producen efectos no recuperables y los gradientes en las grandes
superficies pueden también ser fuente de artefactos extranos.

Nuestro grupo de trabajo tenia una cierta tradicion en la aplicacion de redes
competitivas, en especial el SOM, al momento de comenzar los trabajos de la tesis
doctoral, de ahi que nuestro interés inicial se concentrase en este tipo de algoritmos
como herramientas computacionales. FEn relacion con ellos nos planteamos los
siguientes objetivos

e Determinar la posibilidad de aplicacion rapida de los algoritmos. Para la
aplicacion en situaciones de tiempo real, es preciso que la carga computa-
cional del algoritmo no sea excesiva y permanezca acotada. lLas redes neu-
ronales y otros algoritmos similares se caracterizan por un tiempo de con-
vergencia muy lento de acuerdo a las condiciones impuestas por el algoritmo
de descenso de gradiente estocastico. Nos proponiamos evaluar la pérdida
de calidad que produce una realizacion en un sélo paso sobre la muestra.
Hemos realizado un estudio exhaustivo en un dominio concreto, el de la
cuantizacion del color. FEstos resultados no tienen una validez universal
pero creemos que son un buena orientacion para estudios y trabajos poste-
riores. Los trabajos desde un punto de vista analitico estan en curso en el
contexto de otras tesis doctorales de nuestro grupo de trabajo y se orientan
al estudio de las propiedades analiticas de los algoritmos competitivos como
algoritmos de continuacion de puntos de equilibrio y como algoritmos de
convexidad gradual.
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e Definir la forma en que un algoritmo neuronal competitivo puede ser utiliza-
do en el proceso de la imagen para propositos de filtrado y/o clasificacion.
En el caso de las imagenes en color, la segmentacion basada en el color
se formula inmediatamente como un proceso de agrupamiento estadistico
(clustering), esto no es tan inmediato en el caso de que se pretenda procesar
grupos o bloques de pixeles. En este sentido propusimos y probamos dos
esquemas de tratamiento de las imagenes en los que los bloques de pixeles
juegan un papel de elementos de textura que se aprenden a través del algo-
ritmo de clustering, cualquiera que sea este.

o Intentar justificar formalmente los algoritmos de proceso definidos. El mar-
co mas general para la interpretacion de los procesos realizados sobre las
imagenes nos parece que es el marco bayesiano. lLa pregunta a responder
es ;cual es la interpretacion bayesiana de un proceso realizado siguiendo
un determinado algoritmo? En este sentido, el razonamiento bayesiano no
sirve para la definicion de un nuevo algoritmo sino para la justificacion e
interpretacion de uno dado. La definicion formal del VQ-BF y la deduccion
de sus propiedades se enmarcan en este proceso.

e Estudiar el problema de la determinacion del nimero de clases. FEste es
uno de los problemas clasicos en los problemas de clasificacion no super-
visada. En el contexto de la presente tesis, este problema se concreta en la
determinacion del nimero de clases de textura que bastaran para modelar
las caracteristicas de la imagen. Para atacar este problema nos inspiramos
en los denominados algoritmos de Occam y conseguimos algunos resultados
preliminares en el tratamiento de la imagen de MRI.

1.4.Estructura de la memoria de la tesis

[.a memoria se estructura en dos partes bien diferenciadas, la primera corresponde
a la presentacion de las arquitecturas competitivas, incluido el SOM y su ejecucion
en un 1nico paso sobre la muestra como una alternativa viable computacional-
mente y con buenos y sorprendentes resultados. Parte de este trabajo se ha
realizado en colaboracion con Ana Isabel Gonzalez de Acuna y nos hemos apoy-
ado en algunos de sus resultados recientes.En la primera parte de la memoria se
incluye la definicion general del algorimo VQ-BF y su anélisis dentro del marco
del procesado bayesiano de las imédgenes. La segunda parte de la memoria corre-
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sponde con la descripcion de las dos aplicaciones probadas y la presentacion de
los resultados.

El capitulo 2 se introduce las redes neuronales competitivas y algoritmos de
agrupamiento adaptativos similares, en el marco clasico de la teoria bayesiana de
la decision, mostrando que se trata de esquemas de descenso de gradiente.

El capitulo 3 presenta la justificacion empirica de la utilizacion de un algoritmo
de entrenamiento con un solo paso sobre la muestra, en el marco de un problema
de cuantificacion del color. Se concluye con la recomendacion del SOM como el
mejor en términos de tiempo de respuesta y calidad.

El capitulo 4 presenta el filtrado bayesiano de la imagen utilizando repre-
sentantes de bloques de pixeles, que se corresponden con los libros de codigos
obtenidos mediante algoritmos de agrupamiento adaptativo. Denominamos VQ-
BF a este algoritmo.

El capitulo 5 presenta la aplicacion del filtrado bayesiano basado en la cuanti-
zacion vectorial (VQ-BF) para el calculo del flujo Gptico en secuencias de imagenes.

El capitulo6 presenta la aplicacion del filtrado bayesiano basado en la cuanti-
zacion vectorial (VQ-BF) a la segmentacion de imdgenes de resonancia magnétic
nuclear, en dos casos concretos: la medida de un proceso inflamatorio y la medi-
cion de estructuras del cerebro humano.

El capitulo 7 presenta una aplicacion de los filtros de Occam para la deter-
minacion del nimero 6ptimo de vectores codigo en el caso de la segmentacion no
supervisada de imagenes de resonancia magnética, mas precisamente de la imagen
de un embrion humano.

El apendice A revisa el método del gradiente estocastico en el que se basan
las redes neuronales competitivas.

El apéndice B recoge la prueba de la convergencia topologica del SOM en el
caso escalar.

ET apéndice C recoge la definicion de la metodologia de los filtros de Occam.

El apéndice D recoge la derivacion formal de la regla adaptativa FIVQ.

1.5.Publicaciones realizadas durante el desarrollo de la tesis

Se han realizado o participado en su realizacion, durante el desarrollo de estas
tesis las siguientes publicaciones en obras colectivas, usualemente procedentes de
CONgresos:

e Fast face localization for mobile robots: signature analysis and color process-
ing, M. Grana, A. I. Gonzalez, B. Raducanu, I. Echave; en Intelligent robots
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and computer vision XVII: Algorithms, Techniques and Active Vision, D.
P. Casasent (ed) SPTE Conference Proceedings. Vol. 3522 pp.387-398

Bayesian V(Q image filtering design with fast adaptation competitive neural
networks;A. 1. Gonzalez, M. Grana, . Echave, J. Ruiz-Cabello; IWANN99,
Alicante, Junio 1999, en Engineering Applications of Bio-inspired Artifi-
cial Neural Networks, J. Mira, J. V. Sanchez-Andres (eds), Springer-Verlag,
LNCS 1607, pp.341-249, ISBN: 3-540-66068-2

Real time optical flow computation based on adaptive color quantization
by competitive neural networks, M. Grana, [. Echave, Photonics Fast 99,
Boston, USA, 19-22 Sept. 1999, en Intelligent Robots and Computer Vision
XVIIT pp. 165-174, D.P.Casasent (ed.) SPTE Press ISBN: 0-8194-3430-2

VQ based image filtering, M. Grana, A.l. Gonzalez, 1. Echave, J. Ruiz
Cabello, en Pattern Recognition and Image Analysis pp.471-478 M.1. Torres,
A. Sanfeliu (eds.) TSBN: 84-95120-80-1

VQ based Bayesian image filtering, M. Grana, 1. Echave, J. Ruiz-Cabello,
ICTP2000, TEEFE press, ISBN: 0-7803-6300-0

Neural network segmentation and classification of serial T1-weighted imag-
ing of murine Aspergillus fumigatus thigh myositis, P. Aviles, I. Rodriguez, I.
Echave, M. Grana, J. Ruiz-Cabello, D. Gargallo-Viola; ATLA, Third world
Congress on Alternatives and Animal Use in the Life Sciences, Bologna,

Italy, 29 Agosto-2 Septiembre 1999

Increased robustness in visual processing with SOM-based filtering, E. Fer-

nandez, 1. Echave, M. Grana, LJCNN’2000, TEEE, AT*TA, Como, Italia,
Julio 2000, S-T Amari, C. Lee Giles, M. Gori, V. Piuri (eds), IEEE press,
pp. VI-131-134, ISBN: 0-7695-0619-4

Competitive Neural Networks for robust computation of optical flow, E.
Fernandez, 1. Echave, M. Grana, ESANN'2000, Brujas, Be, Abril 2000, en
ESANN 2000, M. Verleysen (ed.) pp. 89-94 Brussels: D-Facto publications
ISBN: 2-930307-00-5

Magnetic resonance imaging to monitor the biology of inflammation, J. Ruiz
Cabello, T Rodriguez, P. Avilés, M. Grana, [. Fchave, J. Regadera, D. Gar-
gallo, M. Cortijo, 3th European Biophysics Congress, Munchen Ge. Sept.
2000, en Furopean Biophysics Journal (springer) 29(4-5) pp.363
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e MR image processing using neural networks and vector quantization, I. Ro-
driguez, M. Grana, I. Fchave, P. Barreiro, M. Cortijo, J. Ruiz-Cabello,
ESMRMB’00, 7th Annual Meeting of the Furopean Association ofMagnetic
Resonance in Medicine and Biology, Paris, sept. 2000, en Magnetic Reso-
nance Materials in Physics, Biology and Medicine (MAGMA) (elsevier) vol
11 supl 1, sept 2000, p.143

o Segmentation of infected tissues in MRI based on VQ-BF filtering, M.
Grana, [. Echave, J. Ruiz-Cabello, M. Cortijo, ICSP’02, Beijing, China,
Agosto 2002, en TCSP’02 pp. 1540-1543, Yuan B., Tang X. (eds.) TEEE
Press, ISBN: (0-7803-7488-6

Las siguientes publicaciones en revistas se produjeron también durante el de-
sarrollo de la tesis:

e Monitoring acute inflammatory processes in the mouse muscle by MR imag-
ing and spectroscopy: a comparision with pathological results, J. Ruiz
Cabello, M. Cortijo, I. Echave, M. Grana y otros, NMR in Biomedicine
(2002) 15:204-214

o Computer-assisted enhanced volumetric segmentation magnetic resonance
imaging data using a mixture of artificial neural networks, R. Perez de Alejo,
J. Ruiz-Cabello, M. Cortijo, 1. Echave, J. Regadera, J. Arrazola, P. Avilés,
P. Barreiro, . Gargallo, M. Grana, Magnetic Resonance ITmaging (2003)
21(8):901-912
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2. REDES NEURONALES COMPETITIVAS

[Las redes neuronales competitivas son la herramienta computacional fundamental
en esta tesis. Kste tipo de redes neuronales son en esencia métodos adaptativos
para resolver problemas de agrupamiento (Clustering) y cuantizacion vectorial
(Vector Quantization). Dado que los métodos de agrupamiento se pueden enmar-
car en la teoria bayesiana de la decision, en este capitulo comenzamos revisando
los fundamentos y el entronque de estos procesos en dicho marco teorico.

En la seccion 2.1 damos introduccion al capitulo. En la seccion 2.2 recordamos
la formulacion bayesiana del problema de la clasificacion y su aplicacion a las
redes neuronales competitivas. En la seccion 2.3 recordamos las diferencias entre
la clasificacion supervisada y la no supervisada. Fn la seccion 2.4 recordamos el
planteamiento del problema de entrenamiento no supervisado como un problema,
de estimacion de maxima verosimilitud. En la seccion 2.5 se plantea el problema
sobre datos estacionarios. En la seccion 2.6 se presentan las arquitecturas de redes
neuronales competitivas consideradas. En la seccion 2.7 se plantea el problema de
la cuantizacion vectorial adaptativa sobre datos no estacionarios. En la seccion
2.8 se presentan alguna conclusiones del capitulo.

2.1.Introduccion

El agrupamiento particional basado en representantes de los agrupamientos y
la. cuantizacion vectorial son problemas relacionados que pueden ser mostrados
como idénticos en términos generales. El agrupamiento (Clustering) [28] [39] [67]
[135] es un proceso que trata de descubrir la estructura en la muestra de datos.
la calidad de la solucion se mide por una funcién criterio, basada en alguna
medidad de similitud, que debe incorporar todos los aspectos que definen un buen
agrupamiento para una aplicacion dada.

L cuantizacion vectorial ( Vector Quantization) [42] trata de encontrar un con-
junto de representantes que minimice el error de cuantizacion esperado, basado en
alguna distancia apropiada. Ambos problemas se pueden formular como proble-
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mas de optimizacion no convexos y no lineales. las redes neuronales competitivas
son una clase de procedimientos de minimizacion del gradiente estocastico que se
han venido aplicando a estos problemas.

La regla de aprendizaje competitivo basica, que denominamos Aprendizaje
Competitivo Simple (Simple Competitive Learning) (SCL), se puede deducir co-
mo un algoritmo de minimizacion de la varianza intra-grupo en terminologia de
agrupamiento o, en terminologia de cuantizacion vectorial, de la distorsion de la
cuantizacion, mediante el método de descenso de gradiente estocastico. En teoria,
otras reglas competitivas pueden derivarse como la minimizacion mediante el gra-
diente estocastico de otras funciones objetivo. Sin embargo, la mayor parte de
las reglas de aprendizaje de redes neuronales competitivas han sido propuestas
sobre un razonamiento intuitivo y es, en algunos casos, extremadamente dificil o
imposible deducir analiticamente la formulacion de la funcion objetivo que seria
minimizada por estas reglas.

Para estudiar la convergencia de las distintas reglas competitivas asumimos
que la aplicacion final es el diseno de un cuantizador vectorial minimizando una
funcion objetivo que es el error cuadratico medio (least mean squares) o distor-
sion euclidea. FEn otras palabras, estamos considerando que todas las posibles
funciones objetivo se convierten, cuando se lleva al limite un parametro de con-
trol, en la distorsion. La regla de aprendizaje basica y que debe ser superada
por proposiciones mas sofisticadas es el algoritmo SCI.. Vemos a las otras reglas
competitivas como elaboraciones sobre el SCI. que convergen a él en funcion del
valor de un parametro de control. las motivaciones, bajo este punto de vista,
para la proposicion de estas reglas competitivas serian dos:

1. Mejorar la velocidad de convergencia del algoritmo, o equivalentemente,
mejorar la calidad de los resultados con el mismo costo computacional [23].

2. Obtener robustez frente a las variaciones en las condiciones iniciales.

Las arquitecturas concretas que vamos a considerar son el mapa auto-organizativo
(Self Organizing Map) (SOM) [79], [80], una version online del algoritmo de cuan-
tizacién vectorial borrosa (Fuzzy Learning Vector Quantization) (FINQ)' [8] vy

"Una nota de precaucién: la proposicién original de FIVQ ponia el énfasis en su aplicacicién
como un algoritmo batch. Aplicamos esta definiciéon como un algoritmo online porque tratamos
de ajustar el algoritmo al esquema de entrenamiento en un solo paso sobre la muestra. Sin
embargo, para mostrar los resultados completos hemos incluido resultados experimentales de
las versiones batch y online del algoritmo FIVQ.
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el algoritmo de competicion suave (Soft-Competition Scheme) (SCS) [8], [153].
[Las distintas arquitecturas de entrenamiento competitivo se caracterizan por sus
funciones de vecindad respectivas 2. Tos parametros de las funciones de vecindad
controlan la expresion precisa de la funcién objetivo minimizada por la regla de
aprendizaje competitivo y su convergencia hacia el SCI.. Nos hemos concentrado
en SOM, FIVQ y SCS. La programacion eficiente de estos parametros de control
puede proporcionar algoritmos rapidos, robustos y eficientes para la minimizacion
de la distorsion.

El problema de la generalizacion de los resultados y conclusiones a funciones
de distorsion generalizadas radica en la definicion apropiada de la secuencia de
funciones, las reglas adaptativas y el control de la convergencia funcional.

[a principal resticcion computacional en los experimentos que se describen
es la adaptacion en un solo paso sobre la muestra. Hemos impuesto también la
misma programacion de la velocidad de aprendizaje en todos los algoritmos para
tratar de aislar los efectos y la influencia de las distintas funciones de vecindad.
Por el mismo motivo, la reduccion de los vecindarios es la misma funcion expo-
nencial para SOM, FIVQ, SCS. Los mejores resultados se obtienen cuando la la
convergencia funcional al SCI. es rapida.

Otras aproximaciones a la mejora de la robustez del SCI. encontradas en la
literatura, como las basadas en el mecanismo de conciencia [2] [27] o el Neural-
Gas [96] no han sido considerados en este trabajo porque no encontramos que
sea inmediata la convergencia funcional de sus funciones objetivo a la distorsion
euclidea.

[a consideracion de datos variantes en el tiempo conduce a la formulacion de
la cuantizacion vectorial adaptativa y el agrupamiento no estacionario. Formu-
lamos estos problemas como la bisqueda dinamica de los representantes optimos
basandose en los datos muestreados en cada instante de tiempo. las redes neu-
ronales competitivas han sido de poca utilidad en este problema debido a su lenta
convergencia. [42]. Las aproximaciones mas comunes estan basadas en los algorit-
mos de relleno de los libros de codigo [35], los cuales plantean serios problemas de
ajuste. las redes neuronales con entrenamiento en un paso tienen las siguientes
caracteristicas que las hacen apropiadas para este problema:

1. Se pueden afinar facilmente (especialmente el SOM).

2. Son muy robustas y son relativamente rapidas.

?Que son denominadas funciones de interferencia en [72]
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3. Su complejidad computacional crece linealmente con la dimension del espa-
cio y los tamanos de los libros de codigo y la muestra.

2.2.Formulacion bayesiana de los problemas de clasificacion
Comenzamos introduciendo la notacion basica que vamos a utilizar:

o x € R? vector aleatorio de caracteristicas que se calcula sobre los objetos en
el mundo.

o O ={wy,..,w.} conjunto finito de estados de la naturaleza o clases.
e A={ay,..,a,} conjunto de acciones posibles resultado de una decision.

o ) (a;|w;) costo de realizar la accion «; cuando se detecta que el estado de
la naturaleza es w;.

o p(x|w,;) densidad de probabilidad (d.d.p.) de x condicionada al estado de
la naturaleza o clase, también denominada verosimilitud.

o p(x) densidad de probabilidad total de x independiente del estado de la
naturaleza, también denominada evidencia.

o P (w,;|x)probabilidad a posteriori del estado de la naturaleza dado el vector
de caracteristicas x.

o P (w;) probabilidad a priori del estado de la naturaleza.

Definition 1. Riesgo condicional: esperanza de la pérdida (costo) asociada a
1Na accion

R0 x) = Mot key) P (s ) 2.1

Definition 2. Riesgo total: esperanza de la pérdida extendida al espacio de
caracteristicas

R = / R(o(x)]x)p(x)dx (2.2)

donde o (x) denota la regla de decisién a : R? — A
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Definition 3. La regla Bayesiana de decision minimiza el riesgo total R:
escoge a; para la que R («; |x) es minimo.

Estas tres definiciones establecen que cualquier algoritmo de decision puede
definirse como un algoritmo de minimizacion de una funcién objetivo, el riesgo
total, y que la estrategia dptima es la bayesiana por que garantiza la minimizacion
de dicha funcion objetivo. La clasificacion puede considerarse como un caso es-
pecial de algoritmo de decision, si consideramos que las acciones consisten en el
reconocimiento del estado de la naturaleza

o =w; 1=1,..,c (2.3)

La funcion objetivo es la funcion de pérdida simétrica 0 — 1 que se define formal-

mente como
0 1=y

ML it

Fl riesgo condicional toma la forma del error de clasificacion, esto es la probabil-

A ii=1,.,c (2.4)

idad de que el objeto perteneza a otra clase distinta de aquella a la que lo hemos

asignado:
(&

Rloclx) = 3 Plogh) =1 P(wlx) (25)
=155
[La regla bayesiana de decision se convierte en la regla de clasificacion de error
minimo y se puede fomular como sigue:

Decide w = w; si P(w;|x) > P(wg|x);Vk #£ 7 (2.6)

En general se considera un conjunto de funciones asociadas a las clases, las
funciones discriminantes

g (x) 1=1,..,¢ (2.7)

de forma que el sistema que implementa la regla de clasificacion puede expresarse
de forma candnica como

Decide w = w; si 1 =argmax {g (x)} . (2.8)
k=1..c

Usando estas funciones discriminantes, se definen las regiones de decision

Ry = {x|i =argmar a0 Vej= 1 (29)
k=1..c
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que particionan el espacio de caracteristicas en funcion de la clasificacion asignada
a los vectores de caracteristicas por la regla de clasificacion.

Para el clasificador Bayesiano de minima razon de error la funcion discrimi-
nante es directamente la probabilidad a posteriori de la clase:

p(x|wi) P (w;)
Y p(X|w;) P(w;)

que puede reescribirse sin que varien las regiones de decision resultantes de las

gi (x) = P(w;|x) = (2.10)

siguientes maneras
i (x) = p(x|wi) P (wi), (2.11)
g (x) = log p(x|wi) +log P (w:) (2.12)
Para dos regiones de decision contiguas, la ecuacion

gi (%) = g; (x) (2.13)

define la superficie de decision que las separa.

2.2.1.Funciones discriminantes basadas en la distribucién normal

[a funcion de densidad de probabilidad normal univariante es

1 12— \2
p(r) = —a—e 1)
2mo

donde E[x]=py E (v — /,L)Q] = 02, donde F[.] es la esperanza matematica. Fn
el caso multivariante x € R? la funcién de densidad de probabilidad normal tiene
la siguiente expresion:

1
1,
r) 7[5

—5(x—n)' =7 (x—p)

p(x)=

donde E[x] = p =[]y E[(x —p)(x —p)] = ¥ = [6;5]. La matriz de co-
varianza Y es simétrica y semidefinida positiva. Habitualmente se asume que es
definida positiva |X| > 0. Como es sabido, si 3 es diagonal, los componentes
del vector aleatorio x son independientes: p(x) = H;]:1 p(x;). Los puntos de
idéntica probabilidad tienen distancia de Mahalanobis 12 = (x — )’ 7' (x — )
constante y las superficies de equiprobabilidad tienen forma hiperelipsoidal.
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Cuando las funciones de densidad de probabilidad condicional del vector de
caracteristicas tienen la forma normal el tipo de funcion discriminante natural es
logaritmico

1 . 1
9i (x) = —5 (x—p) B (x—p;) — 5109 ] + log P (w;) (2.14)

En el caso particular en que las matrices de covarianza son la identidad y las
probabilidades a priori de las clases son idénticas, la funcion discriminante consiste
en la distancia euclidea respecto del centro de la clase:

g (x) = —||x — n]| (2.15)

2.3.Aprendizaje supervisado versus no supervisado

Dada una muestra S = {xy,..,x,} de los vectores de caracteristicas, usualemente
se entiende por resolver el problema de la clasificacion la construccion del clasi-
ficador, esto es la estimacion de los parametros de los modelos probabilisticos
involucrados: probabilidades a priori de las clases, parametros de las densidades
condicionales, o la estimacion directa de las probabilidades a posteriori.

El aprendizaje supervisado (o mejor la construccion supervisada del clasi-
ficador) asume que la muestra estd particionada asignandose a cada vector de
caracteristicas la clase de la que ha sido extraido:

S - S] USQU...USM (2]6)
S NS5 ;i # 5.

En esta situacion algunos parametros del clasificador, como las probabilidades «

priori de las clases pueden estimarse de forma inmediata:

Si
S|

P (w;) = (2.17)

Otros parametros, como los de los modelos de las funciones probabilidad condi-
cionada asumidas, pueden estimarse maximizando la verosimilitud de la parte
de la muestra correspondiente a una clase. Sea S; = {xj,..,x,} la particion de

la muestra correspondiente a la clase w;, y pg (X |w;) el modelo de la funcién de

densidad, donde 8 es el vector de parametros desconocidos. Si las muestras en
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S; provienen independientemente de pg (X |w; ), la probabilidad de obtener S es
proporcional a,

o (55) = [T o (x5 ko)

donde pg (9) es la verosimilitud de 8 respecto de S. Dado el modelo pg (x) la
estimacion maximo verosimil de 8 respecto de S es el valor ) que maximiza pg (5)
como funcion de 6. Usualmente se maximiza el logaritmo de la verosimilitud para
simplificar los calculos.

Por ejemplo, en el caso de que el modelo de la funcion de densidad sea la
funcion normal pg (X |w; ) ~ N (p;,X;) los parametros a estimar son @, y ¥;, y la

3

estimacion maximo verosimil viene dada por

- TN

b, = glev (2.18)
k=1

~ I e—, . EON

S oA (A (2:19)
" k=1

Si no se dispone de la informacion sobre la clase a la que pertenece cada vector
en la muestra, el aprendizaje es no supervisado. El problema de la construccion
no supervisada del clasificador se convierte en un problema combinatorio, en el
que deberiamos evaluar los parametros del modelo probabilistico para cada posible
particion de la muestra y escoger la particion de mayor verosimilitud. Obviamente,
esta aproximacion es inviable para muestras de un tamano no pequeno. Por
ello, todos los métodos que se proponen para el aprendizaje no supervisado son
subdptimos en la medida en que son métodos de optimizacion locales que no
resuelven el problema de optimizacion global sino que encuentran un 6ptimo local.

2.4.Aprendizaje no supervisado
Consideramos conocidos

1. el nimero de clases ¢
2. las probabilidades a priori P(w;) 1 =1,..,¢

3. los modelos de las d.d.p. condicionadas p(x|w;;8;)i=1,..,¢
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Los parametros desconocidos se agregan en el vector 8 = (6,50 =1,..,¢). Con-
sideramos en general que los vectores de caracteristicas siguen de una d.d.p. mez-
cla de las d.d.p. condicionadas, lo que se puede expresar de la forma

p(x10) = 3 pixleri6:) P () (2.20)

donde las probabilidades a priori de las clases P (w;) son considerados como los
parametros de la mezcla y las p(x|w;;0;) son las densidades componente. la
d.d.p. de los vectores de caracteristicas p(x |@) es identificable si para todo 8" #
existe al menos un valor del vector de caracteristicas x* para el que p(x*|0") #
p(x*]0). En el aprendizaje no supervisado si p(x |6 ) no es identificable la mejor
solucion que podemos obtener consiste en la particion del espacio de caracteristicas
en regiones que corresponden a las clases pero sin que podamos indentificar la clase
precisa. Esto es, la mejor solucion posible consiste en una permutacion aleatoria
de las clases de la solucion dptima.

2.4.1.Estimacién no supervisada de maxima verosimilitud

Consideramos S = {xy,..,%,} muestras del vector de caracteristicas que sigue la
d.d.p. p(x]0). La verosimilitud de S es

T

0)=1]r(x.10) (2.21)

k=1

p(S

y el estimador maximo verosimil es el valor del vector de parametros 8 que max-

imiza p(510). La log-verosimilitud

I =1log p(S

6) = log p(x.16) (2.22)

tiene los maximos en los mismo puntos que la funcion de verosimilitud, es
equivalente a ella a efectos de estimacion de los vectores de parametros optimos y
mucho mas manejable cuando las densidades de probabilidad son exponenciales.

Asumimos que p(S1]0) es diferenciable respecto de 6. El gradiente de la log-

verosimilitud [ respecto del vector de parametros desconocidos de un componente



de la mezcla es de la forma:

T

Voa,p(x:10)
p(xx0)
Vo, > iy p(xp|wi; 85) P (w))
p(xx0)

Vel =

(]

(2.23)

k=1

3 |l

k=1

Dado que 8; y 8; son funcionalmente independientes si ¢ # j, y sustituyendo
la expresion de la probabilidad a posteriori obtenemos

Ve, = Z P(w; [x1;8) Ve, log p(xy|wi; 6). (2.24)

k=1

Sila funcion de log-verosimilitud es convexa, el estimador de maxima verosimil-
itud es el 8; que anula el gradiente y puede obtenerse como solucion del sistema

P <(.<)7j

k=1
En el caso habitual en que desconocemos las probabilidades a priori de las

de ecuaciones

T

Xp; /97> V. log p <Xk ‘wi; §> =0 i1=1,..,¢ (2.25)

clases, se deducen de la condicion de gradiente las siguientes expresiones para los
estimadores de maxima verosimilitud:

~ 1 e A~ ~ '
(wi) = gz P <w7: Xk;9i> 1=1,.,0¢, (2.26)
k=1
p <w7 Xp; 07> Vg.log p <Xk ‘wi; §> =0 1=1,..,¢, (2.27)
k=1
~ ~ p <Xk ‘wm/9\7> ﬁ(w7)
P (wf Xk;(%) = — L (2.28)
P <Xk ‘w7;0i> P(w7)

[La ecuacion 2.28 proporciona una aproximacion a la particion de la muestra
en muestras de cada clase. La probabilidad a posteriori puede considerarse como
un coeficiente suave de pertenencia del elemento de la muestra a la clase. De esta
forma se resuelve simultaneamente el problema combinatorio de la asignacion de
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muestras a clases y el de la estimacion de los modelos probabilisticos que se basan
en las ecuaciones 2.26 y 2.27. lLa iteracion de las ecuaciones 2.26-2.28 a partir
de estimaciones iniciales arbitrarias es un método de optimizacion local que seria
valido para funciones con un 1inico maximo, lo que obviamente no es el caso de
la funcién de log-verosimilitud. Este conjunto de ecuaciones se corresponde con
el conocido esquema de Maximizacion de la Expectacion (Expectation Maximiza-
tion) en el que las variables ocultas son las probabilidades a posteriori de las
clases. Fl paso E lo constituyen las ecuaciones 2.26 y 2.27 mientras que el paso
M lo constituye la ecuacion 2.28.
Cuando las densidades componente de la mezcla son densidades normales:

p(x|ws;8;) ~ N (p;, %) (2.29)

y consideramos que los parametros desconocidos son solo las medias u;, = 6,
estamos ante un problema de agrupamiento basado en representantes, o de cuan-
tizacion vectorial. Sisustituimos la expresion de la d.d.p. normal en las ecuaciones
2.26-2.28 obtenemos las ecuaciones que aplicadas de forma iterativa a partir de
buenas estimaciones iniciales g, (0) de las medias de las clases, nos permiten cal-
cular las estimaciones de las medias y de la particion de la muestra:

N “ p ;xes 1 .
K = Zxk n (ui |Xk u),\ 3P = ]7"'7C7 (230)
k=1 Ek:] P ((.()i |Xk’ ll’)
p(xy |wis ) P(w;)
Y p(Xelwi ) Pw;)

Cuando se asume que las matrices de covarianza son la identidad ¥; = T para

’3(% ) =

todas las clases y se aplica como regla de decision la regla bayesiana ¢; (xz) =
— P (w; |xx; p) para determinar la asignacion de un vector de la muestra a una
clase y realizar la particion especificada por la ecuacion 2.16:

X € S; &1 =argmin {ka—ule} , (2.31)
j=1..c

entonces tenemos el algoritmo mas simple de aprendizaje no supervisado. Fste
algoritmo ha sido denominado de muy diversas maneras: Isodata simple [28], K-
medias [39], LBG en tratamiento de senal. Este algoritmo consiste en, a partir de
unas estimaciones iniciales arbitrarias g, (0), .., . (0) , iterar la estimacion de las
medias de las clases <

po(t+1) =Y T (2.32)

XES;

33



donde la particion de la muestra se ha calculado de acuerdo a la ecuacion 2.31.
Es importante notar que este algoritmo se deduce como la maximizacion de la
funcion de log-verosimilitud, que bajo las restricciones que llevan al algoritmo de
K-medias, es equivalente a la minimizacion de la funcion de distorsion euclidea de
la cuantizacion de la muestra usando los representantes de las clases como vector

=3 x - (2.33)

=1 x€S8;

de codigos:

Se puede ampliar el algoritmo incluyendo las estimaciones de las matrices de
covarianza, pero no entraremos en estos detalles aqui. Hemos de notar que el
algoritmo de K-medias corresponde a un método de agrupamiento en el que la
distancia entre vectores es la euclidea y la funcion objetivo es la distorsion euclidea.

2.5.Agrupamiento y cuantizacion vectorial sobre datos esta-
cionarios.

Antes de presentar las redes neuronales competitivas, revisaremos la definicion de
los problemas genéricos a los que se aplican, los de la cuantizacion vectorial ( Vector
Quantization) y el agrupamiento ( Clustering) basado en particiones. Seguimos el
trabajo cldasico de [42] con variaciones pequenas de notacion.

Un cuantizador vectorial @ de dimension d y tamano ¢ es un mapa de un
espacio real d-dimensional en un conjunto finito Y de vectores representantes
(codevectors), usualmente denominado el libro de cddigos (codebook).

Q:R" =Y (2.34)

donde Y = {y1,y,,....y.} ycaday; € RYconi € T = {1,2,...,¢}. Asociado con

cada libro de codigos hay una particion del espacio input:
R = {x€eR’|Q(x) =y} (2.35)

O R, = R% ﬂ R =1 (2.36)

=1 =1

Un cuantificador vectorial se puede descomponer en dos operaciones : el cod-
ificador vectorial £ y el decodificador vectorial D.

Q(x)=D £(x)=D(E(x)) = %. (2.37)
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El1 codificador realiza la correspondencia del vector input en el conjunto indice, el
decodificador realiza realiza la correspondencia inversa, desde el conjunto indice
al espacio input devolviendo el vector cddigo indexado. :

£ R'o7T (2.38)
D : IR

El codificador esta completamente determinado por la particion definida por la
expresion 2.35, mientras que el decodificador esta determinado por el libro de
codigos. Esta notacion esta claramente sesgada hacia las aplicaciones de compre-
sion de senal, donde el codificador produce el codigo a ser enviado o almacenado y
el decodificador recupera una aproximacion a la senal original. Dada una medida
del error de reproduccion

e(x,X)=¢(x,D(€(x))), (2.39)

el rendimiento del cuantizador vectorial se mide por la esperanza de este error de
reproduccion

£ = Fxle(xX)] = ‘/5 (x,X) p(x)dx. (2.40)

donde p(x) es la d.d.p. de los vectores input. Cuando la fuente que genera los
vectores input es estacionaria esta d.d.p. permanece invariante en el tiempo. Dada
una muestra X = {x,...,x, } el rendimiento definido por la expresion 2.40 puede
ser estimado calculando el error medio sobre la muestra

! Z (2.41)

Teniendo en cuenta la estructura del cuantizador vectorial, podemos reescribir

3

estas expresiones como sigue (P; es la probabilidad a priori de la region):
¢ = 2R / e(xy:) p(x|x €Ri)dx (2.42)
- Jr

= Y PEx[e(xyi) [x €Ri].

y su estimacion se puede reescribir como sigue

-1 ZZ X, i) (2.43)

/71)(61?
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[.a medida de error mas extensamente usada, y la que vamos a usar efectiva-
mente en nuestros trabajos experimentales es la distancia euclidea

en(xy)=Ix—yl'=x-y)(x—y)), (2.44)

que es la base para el calculo de la distorsion euclidea

& = > PEIx—yill*Ix €Ri] (2.45)
=1

~2 (& ] k23

o= D - Ix -yl ey (2.46)
=1 /,74:1

Una clase especial de cuantizadores vectoriales son los cuantizadores del vecino
mas cercano, en el que la particion del espacio input se define como sigue

R, ={x|i = argmin{e(x,y;);0=1,...,¢c}}, (2.47)

cuando la medida de similitud es la distancia euclidea al cuadrado, los cuanti-
zadores del vecino mas cercano se convierten en cuantizadores de Voronoi, basa-
dos en una teselacion de Voronoi del espacio input. Debe notarse que la particion
del espacio input inducida por el cuantizador del vecino mas cercano depende
fuertemente de la medida de error considerada.

Definition 4. FEl problema del diserio de un cuantizador vectorial es la biisqueda
del libro de codigos que minimiza la distorsion

77787{77 £ (2.48)

Basado en la muestra de datos, este problema se formula como la minimizacion
de la distorsion estimada sobre la muestra

77787{77 £ (2.49)

El agrupamiento particional [28], [67], [135], [39] es un método estadistico no
paramétrico de exploracion de los datos. Es la busqueda de una particion de los
datos que optimiza una funciéon de criterio de agrupamiento dada. Fn la notacion
introducida arriba:

o~

{N717777Zt : ¢ (2.50)
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donde {¥y, ..., N} es la particion de la muestra inducida por la particion del espacio
{R1,...,R.}. Hacemos énfasis en la naturaleza estacionaria de esta definicién
para distinguirla claramente del agrupamiento en el caso no estacionario que se
introduce mas adelante. Kl problema del diseno del cuantizador vectorial basado
en los datos de la muestra es equivalente al del agrupamiento particional de la
muestra cuando el criterio de agrupamiento es una generalizacion de la varianza
entre agrupamientos. Cuando la medida de error de la cuantizacion es la distancia
euclidea al cuadrado y la particion se basa en la regla del vecino mas cercano,
tanto la cuantizacion vectorial como el agrupamiento se pueden formalizar como
el siguiente problema de optimizacion

.52 o S 2
min {p =min — YoX I - yall* 6 (2.51)

i=1 5=1

donde 4;; el coeficiente de pertenencia es la siguiente funcién

1 72 =argmin {||X; — Vi E ,
. { g min (I~ i’} .

0 sino.

Se han propuesto un gran nimero de métodos para resolver este problema.
Para los cuantizadores basados en la regla del vecino mas cercano el mas popular
es el algoritmo de Lloyds generalizado (Generalized Lloyds Algorithm) (GLA) [42]
también denominado como Isodata en la literatura de reconocimiento de patrones
o K-medias en andlisis estadistico de datos [28] [39] [135]. Dado un libro de
codigos inicial Y (0) = (y1(0),y5(0),...,y.(0)) el algoritmo de K-medias realiza

2;1:1)(.7577.7(7%7])‘7._] e
i byt 1) T T

hasta que se produce una condicion de parada, que puede ser definida en términos

la iteracion

yi(t) = J2, ... (2.53)

absolutos o relativos expresados por las ecuaciones 2.54 y 2.55, respectivamente

G0 —Ent—1) < o (2.54)
G () —En(t—1)
Eplt—1)

El pardmetro ¢ es el nimero de iteracion y &;; (1 — 1) es es la pertenencia eval-

€. (2.55)

unada usando el libro de cédigos calculado en la iteracion anterior. El algoritmo
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K-medias o Isodata es un algoritmo de bisqueda local que da buenos resultados
para buenascondiciones iniciales. Los intentos de combinar Isodata con el enfri-
amiento simulado para convertirlo en un procedimiento de minimizacion global
son precedentes del esquema de competicion suave (SCS) [138], [155] [120], [121],
[122], [123].

Las fuentes del método de cuantificacion vectorial borrosa (Fuzzy Learning
Vector Quantization) (FLVQ) son los trabajos de Bezdek [6], quien propone un
método de agrupamiento borroso basado en la minimizacion de la funcién criterio

T (U, Y, R) ZZUM "% — vl (2.56)

7=1 =1

donde ||.|| 4 es una norma de producto interno que constituye una generalizacién
lineal de la distancia euclidea. la solucion optima cuando m > 1 conduce a la
condicion de pertenencia borrosa [6] dada por

—1

c 2 #
Ui = Z (M) \ (2.57)

k=1 ||X7 *kaA

y a la condicion de los centroides borrosos

T

> % ()"

7=1

S ()"

j=1

yi = ) (2.58)

como la extension natural de las condiciones para la solucion éptima del problema
de agrupamiento duro basado en la minimizacion de la distorsion euclidea [42]. Fl
algoritmo borroso de las c-medias (Fuzzy ¢-means) (FCM) es una reformulacidn
del Tsodata basado en las condiciones dadas por las ecuaciones 2.58 y 2.57. lLa
pertenencia borrosa se convierte en la pertenencia dura en el limite del parametro

m/7

hm (Um‘)m = 57;]4 (259)

m—1%t
por lo que el FOM se convierte en el Isodata, y la funcion criterio del agrupamiento
borroso se convierte en la distorsion (si A es la matriz identidad)

o~

lim J, (U, Y, N) = £}, (2.60)

m—1+
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2.5.1.Comentarios sobre el problema de la validacién

Un punto importante es la validacion de los algoritmos de agrupamiento y cuan-
tizacion vectorial. Algunas veces, puede formularse como la optimizacion de una
cierta funcién objetivo, que puede ser asumida como una generalizacion de la
distorsion. Si varios algoritmos van a ser comparados en base a una funcion de
distorsion, una comparacion justa debe asegurarnos que cada uno de ellos esta
minimizando la misma o una funcion equivalente en el sentido de que los dptimos
buscados caen en los mismos lugares del espacio de bisqueda. Este no es habitual-
mente el caso. Por esta razon, los autores recurren a procedimientos de validacion
indirectos. Por ejemplo [8], [72], [136], [108] usan los datos de las flores ITris de la
siguiente manera:

1. Se aplica el algoritmo no supervisado de agrupamiento a los datos. los
agrupamientos encontrados se etiquetan.

2. Los algoritmos en competencia se comparan en base al nimero de errores de
clasificacion producidos en relacion al etiquetado original de los datos Iris.

Pensamos que este procedimiento no da una verificacion general de la validez
y eficiencia de los algoritmo, entre otras cosas por que a veces no se tienen en
cuenta la no identificabilidad de las clases reales mediante métodos no supervisa-
dos. Otras aproximaciones descansan en la evaluacion subjetiva de los resultados.
Por ejemplo en [95] el resultado final es la segmentacion de las imagenes produci-
da por el agrupamiento de las caracteristicas de textura. Fn muchos casos de
segmentacion de imagenes basada en el agrupamiento [116], [109], [137], [143] Tos
autores recurren a los resultados visuales como la validacion final del procedimien-
to. También en [95] se usa un test de Kolmogorov-Smirnov sobre las distancias
regularizadas de Mahalanobis entre representantes de agrupamientos bajo la asun-
cion de agrupamientos gausianos para evaluar la compacidad de los agrupamientos
resultantes. En [139], [140], [141] el objetivo es obtener cuantizaciones equiprob-
ables del espacio input. Sus resultados son las probabilidades de activacion de
las unidades sobre conjuntos de datos especificos, y algunos ejemplos graficos de
la cuantizacion obtenida en espacios y d.d.p. especificos. Cuando el objetivo es
la preservacion topoldgica [79], [133] los resultados son representaciones graficas
de instancias cuantizadas. Para aplicaciones de codificacion y comunicaciones, la
distorsion euclidea y la tasa de senal-ruido (Signal to Noise Ratio)(SNR) se usan
habitualmente como las medidas de rendimiento [42].
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Por simplicidad y generalidad, hemos asumido que la distorsion es la medida
de rendimiento apropiada para validar los algoritmos. Es la asuncion minima y
la tomada en muchas instancias de la vida real, incluyendo el problema de la
cuantizacion del color.

2.6.Redes Neuronales Competitivas

En el marco de las aplicaciones de agrupamiento y cuantizacion vectorial, la fun-
cion de error estd relacionada con la calidad del agrupamiento y con el error
de cuantizacion, respectivamente. El algoritmo de minimizacion del gradiente
estocéastico de la funcion criterio del agrupamiento y de la distorsion euclidea,
respectivamente, produce los distintos algoritmos de aprendizaje de las Redes
Neuronales Competitivas (RNC) [62], [73], [79], [60], [135], [84].

Comenzamos con la definicion del algoritmo de Aprendizaje Competitivo Sim-
ple (SCL) que minimiza la distorsion euclidea. Tras ello damos las formulaciones
de los algoritmos SOM, FIVQ y SCS en el marco de la regla competitiva general.
Discutimos la funcion objetivo minimizada por cada una estas reglas de apren-
dizaje y su relacion con la distorsion euclidea. Kl argumento es que, como se
discutia en [23], el SOM y otras RNC pueden ser tomadas como inicializaciones
robustas para el SCI., cuando el objetivo es la minimizacion de la distorsion eu-
clidea. Argumentos similares aparecen en la literatura [122], [123], [8], [136], [138],
[153], [155] justificando los diversos intentos de definicién de algoritmos robustos
de agrupamiento o VQ.

2.6.1.Algoritmo Competitivo Simple

Resulta de la aplicacion del método del gradiente estocastico a la minimizacion
de la funcion objetivo dada por la distorsion de la muestra respecto de los centros
de las clases usando la distancia euclidea [39], [62], [60], [79], [83], [135], lo que
hemos dado en Tlamar distorsion euclidea para diferenciarla de otras funciones de
distorsion mas generales:

(&

Er=> > Ikl (2.61)

i=1 XES;

donde ¢ es el nimero de clases, y; es el centro de la i-esima clase. Como ya hemos
mencionado en la seccion 2.2 la minimizacion de la distorsion euclidea corresponde
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a la estimacion maximo verosimil de los parametros de la distribucion mezcla
asumiendo que las d.d.p. componente siguen una distribucion normal con matriz
de covarianza identidad. Ademas, S; es la particion de la muestra correspondiente
a la 7-esima clase. FEsta funcion objetivo es la misma que la minimizada por el
algoritmo de K-medias.

La distorsion euclidea puede escribirse como

€ (Vo) = 37 B[~ will " x €] (2.62)

donde R; denota la region asociada a la clase w; representada por y;. El vector Y
denota el conjunto de todos los representantes (medias) de las clases. Fx [.] denota
la esperanza sobre el dominio de definicion y la d.d.p. de la variable aleatoria x.
Dado que los centros de clases son independientes funcionalmente obtenemos

(()5}7‘ yi, X
— Z Fe[-2(x—y.)|[x €R;] 1<i<c (2.63)
y el gradiente instantaneo tiene la forma
d
Wf% ) —2(x—yi)d;i (x,Y). (2.64)
Aplicando el método de Robins Monro para minimizar la distorsion euclidea
d
yilt+1) =yi(t) —a(t) 5= . (2.65)
Ay |xq

obtenemos el algoritmo de Aprendizaje Competitivo Simple (SCI)
yi(t+1) =yi(t) +ar(x () —y; (1) 6 (x (1), Y) (2.66)

donde los coeficientes de pertenencia especifican la funcion discriminante que clasi-
fica los vectores de caracteristicas
. . 2
 =argmin k
1 i =argmin {||x — v,
(Si ()(7 Y) — k=1..,c s (267)

0 sino

y que, como ya se ha dicho, es equivalente a las funciones discriminantes dadas
por los logaritmos de las probabilidades a posteriori.

La convergencia del SCI, al libro de codigos optimo dependera de las condi-
ciones iniciales, dada la naturaleza local del algoritmo de descenso de gradiente.
[a calidad de los resultados también dependera de la velocidad de aprendizaje
a (1) cuya programacion se discute mas adelante en términos generales.
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2.6.2.La regla competitiva general

Pueden considerarse en general como métodos de agrupamiento basados en el
descenso por el gradiente estocédstico que tratan de minimizar funciones objetivo
particulares. La més inmediata es la dispersion o distorsion Euclidea que da Tugar
a la regla Competitiva Simple y que es el equivalente estocastico al algoritmo
Isodata o algoritmo de las K-medias. Revisaremos algunas de las mas conocidas,
pero nuestro interés esta en el algoritmo de los mapas auto-organizativos (SOM)
que es la regla que vamos a aplicar como método de estimacion de los libros de
codigos (codebooks) que utilizaremos en nuestras aplicaciones practicas.

El SCT es el caso mas sencillo de la expresion general de la regla de aprendizaje
para RNC la cual tiene la siguiente forma general (  es el orden de presentacion
de los vectores input).

Ayi()=a(t) Vi (Y.xut) - (xi-y, (1) k=1,.c (2.68)

donde a (1) es la velocidad de aprendizaje o factor de ganancia y Vi (Y, x,,1) es la
funcion de vecindad que define el conjunto de unidades que se adaptan junto con
la vencedora al presentarse un vector intput. Esta funcion de vecindad varia de
un tipo de red a otra y condiciona fuertemente las propiedades de la red relativas
a su convergencia durante el aprendizaje, estabilidad numérica y propiedades de
la red una vez entrenada. La velocidad de aprendizaje es un factor numérico que
obedece a las condiciones que se imponen a los algoritmos de tipo Robins-Munro
para garantizar su convergencia.

Si consideramos que la funcion de vecindad permanece fija durante el proceso
de adaptacion

Vi (Y, x,,1) =V, (Y, x); V1. (2.69)

Podriamos hipotetizar que la regla de aprendizaje es un proceso de descenso del
gradiente estocdstico, que realiza la minimizacion de alguna funcion objetivo.
Esto significa que estamos asumiendo que la funcion de vecindad es proporcional
al opuesto del gradiente instantaneo de la hipotética funcion objetivo

d
‘/k (va) o = (f)—ykfv X7 (270)

donde el factor de proporcionalidad es el vector diferencia (x;—y, (1)) y que,
bajo las condiciones apropiadas, esta funcion puede ser deducida de la funcion de
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vecindad como sigue:

fv = Fx [Z /Vk(YaX) (x — y&) dys (2.71)

- 2_:/ / Vi (Y, x) (x — y) p(x) dyrdx.

Mientras Vi (Y, x) # 0x (x,Y) esta funcion objetivo (ecuacion 2.71) serd difer-
ente de la distorsion Fuclidea. El interés de una funcion objetivo particular de-
pendera de las caracteristicas del agrupamiento buscadas para una aplicacion
particular.

Usualmente las funciones de vecindad varian durante el proceso de adaptacion
o aprendizaje. Esto es, son dependientes del tiempo de adaptacion. La forma
analitica de la funciéon minimizada viene a ser entonces mucho mas compleja, en
muchos casos permanece desconocida. Una aproximacion conveniente es ver la
regla de aprendizaje (2.68) como realizando una cascada de minimizaciones sobre
una secuencia de funciones objetivo.

(=30 [ [ VYo (x 3 p(x) v (2.72)

E1 limite de esta secuencia de funciones objetivo sera determinado por el limite
de sus respectivas funciones de vecindad:
t]i}rpo Vi (Y, x,t) = V7 (Y,x) :>t]i>rpo Ev (1) = &y (2.73)

La aplicacion de la ecuacion 2.68 es, por tanto, un procedimiento encaminado
a minimizar la funcion objetivo limite. Este procedimiento se supone que anade
alguna propiedad interesante al puro descenso de gradiente de &y.. La propiedad
mas deseada es la de minimizacion global. Se espera que la aplicacion de la regla
competitiva general (2.68) producira una minimizacion global de la funcién obje-
tivo limite {yw. Este proceso recuerda al del enfriamiento estadistico (simulated
annealing) [1]. Los pardmetros de control son los pardmetros que determinan la
anchura y forma de la funcion de vecindad.

En la aplicacion mas comun de la regla dada en la ecuacion 2.68 la funcion de
vecindad se encoje hasta convertirse en la funcion de pertenencia dura:

lim Vi (Y, x.1) = 65 (x,Y). (2.74)

1—00
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Por tanto, se puede asumir que la secuencia de funciones objetivo converge a la
distorsion Fuclidea

: —~ 2
Jim &y (1) = g, (2.75)

o a alguna otra funcion equivalente que tiene sus minimos en los mismos lugares.
Esta convergencia se controla por parametros especificos de la funcion de vecindad.
En lugar de estudiar la convergencia funcional de la funcién objetivo, podemos
estudiar los casos limite de la funcion de pertenencia. Discutiremos para el SOM,
FIVQ y SCS su convergencia al SCI que minimiza la distorsion euclidea. Bajo
esta vision, SOM, FI.VQ y SCS son inicializaciones robustas para el SCIL. En otras
palabras, deben funcionar como minimizadores globales de la distorsion euclidea.

Esta interpretacion contrasta con las interpretaciones de las funciones de vecin-
dad como modificaciones de la velocidad de aprendizaje a; (), como se discute
en [8], [153]. Consideramos que la velocidad de aprendizaje debe tener la mis-
ma secuencia de valores o programacion en todos los casos, y que los restantes
coeficientes caracterizan la secuencia de funciones objetivo que estan siendo min-
imizadas.

2.6.3.Mapa Auto-Organizativo (Self-Organizing Map)

La idea fundamental de los mapas de caracteristicas auto-organizados fue intro-
ducida originalmente por Malsburg [94] y Grossbherg [56] para explicar la formacidn
de mapas topoldgicos neuronales. Basado en estos trabajos, Kohonen [78], [79],
[80] propone su modelo de RNC denominado Mapa Auto-Organizativo (SOM) co-
mo un mecanismo de aprendizaje no supervisado inspirado en la correspondencia
topoldgica entre la localizacion en el cortex cerebral de las sensaciones tactiles y
la distribucion espacial en el cuerpo del origen sensorial. Esta correspondencia
topoldgica se manifiesta en la proximidad en el cortex de los receptores correspon-
dientes a partes del cuerpo cercanas. la representacion mas famosa es hominculo
que se extiende sobre la corteza cerebral. FEsta correspondencia se extiende de
otras maneras a otras formas sensorias, en las que estimulos similares se local-
izan en lugares cercanos del cortex cerebral. SOM se ha aplicado con éxito a un
gran numero de problemas ingenieriles de todo ambito. Otros algoritmos se han
propuesto en la literatura basados en la idea original, entre ellos las estructuras
de crecimiento de Fritzke [37] [38].

Se considera un espacio de caracteristicas R™ con vectores de caracteristicas
x ERN y representantes de las clases y;,€RY, y un espacio de los indices I ¢ N*
sobre el que también esta definida una distancia |1 — k| > 0;4,k € I. Existe por
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tanto una organizacion propia de las neuronas en su disposicion espacial inde-
pendiente de su “contenido”, esto es, de los pesos. Por otro lado, el espacio de
caracteristicas tiene a su vez una topologia y una métrica asociadas, usualmente
la distancia Fuclidea.

La propiedad de conservacion topologica se puede expresar mediante las sigu-
ientes relaciones, validas para todo 7.k, [ € I :

lyi=yull” =min {llyi=yll*} = Ji — k] =min {Ji I} (2.76)
lyi=yell” > llyi—yll” = li — k] > i —1]. (2.77)

La implicacion 2.76 indica que si los pesos de las unidades estan préximos en el
espacio de caracteristicas las correspodientes unidades deben ser también vecinas
en el espacio de los indices. La implicacion 2.77 especifica que el orden relativo
de los vectores input debe preservarse en el orden relativo de los correspondientes
indices de las unidades. La preservacion topologica tiene implicaciones en las
propiedades numéricas de los mapas auto-organizativos, una vez que han sido
“correctamente” entrenados.

Si consideramos el caso d = N en el que el espacio input y el de los indices
tienen la misma dimension, se puede considerar que los pesos de las unidades
del SOM estan realizando una discretizacion del espacio de caracteristicas guiada
por la distribucion de probabilidad de los inputs presentados a la red durante su
entrenamiento.

Si d < N y se ha conseguido entrenar una red que cumple las condiciones de
preservacion topoldgica, obtenemos una proyeccion no lineal del espacio input en
el espacio de los indices. Esta proyeccion constituye una técnica de reduccion de
dimensiones muy poderosa.

La regla de aprendizaje sigue la forma de las reglas competitivas

Ay}f (f) = a (f) : ‘/k (vatvt) : (Xt*Yk (71)) k = ]7"7C (278)

donde Vi (Y, x,,1) es la funcién de vecindad que, en el caso del SOM, esta definida
sobre la topologia de los indices de las unidades

Vi (Y, %x,,1) = v, (k,7) donde 7 =arg min {||X — yk||2} (2.79)
k_

(&

9enale

[L.a notacion anterior es lo sufientemente general como para abarcar todos los
casos de reglas competitivas. Fn el caso del SCI. tenemos que v, (k,7) = ;. (7). En
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el caso del Soft-Competition (SCS) Vi (Y,x,,1) = p(wi |x;). EI SOM se distingue
por que la funcion de vecindad depende de la topologia de los indices. Algunas
posibles funciones de vecindad son las siguientes:

1. Vecindad discreta

. Tk —a] <e(t)
7)t(k,z)—{ 0 |k—i|> (1) (2.80)

2. Vecindad continua
ki) = fo (k) (251)

donde f; es cualquier funcion, las mas comunes son gausianas o derivadas
de gausianas

fi () = 12070 (2.82)

donde el parametro de velocidad de aprendizaje es decreciente con el tiempo,
sin llegar a anularse. Una de las mas empleadas [100] es

N — i I
C(i,7,k) =exp ((ﬁ B SO)2> , (2.83)

donde (k) es la velocidad de aprendizaje y Sp el Nimero de unidades
en cada dimension del mapa. FEn ocasiones la velocidad de aprendizaje se
hace particular para cada neurona o vector codigo. Fn este caso la regla de
adaptacion toma la forma

Aye(t) =g - Vi (Y, x,,0) - (x¢—y, (1) k=1,..,¢ (2.84)

donde ay; es la velocidad de aprendizaje local para cada vector codigo, que
decrece a cero en la forma habitual para el algoritmo de gradiente estocastico
de forma independiente para cada vector codigo. Una forma de definir esta
velocidad de aprendizaje local puede ser

agr = ao (1 — 7/n) (2.85)

con ;
o= Vi(Yoxi), (2.86)

de forma que la velocidad de aprendizaje sera sensible al tamano del agru-
pamiento asociado con cada vector codigo. Fsto es, 7, acumula el nimero
de veces que el vector codigo y; ha sido actualizado ya sea por qué es el
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vencedor o por qué la funcion de vecindad fuerza su adaptacion, si la funcion
de vecindad es de la forma

Tofi—g(x)| < vy
0 otherwise

Vi (Y, x,,1) = { (2.87)

donde j (x;) denota el indice del vector cédigo més cercano a la muestra x;.

7 (x4) :a,:g; min {||x _ ka?} (2.88)

(&

9enale

Notese que, en los limites,

m Vi (Y,x,,t) = 1 (2.89)
V=00

Im Vi (Y, x,,t) = 8 (x,Y)

1—0

la funcion de vecindad pasa de ser perfectamente borrosa cuando el radio de
vecindad es infinito a ser la funcion de pertenencia dura o crisp cuando es cero,
lo que corresponde a la convergencia al SCI..

Si consideramos que la funcién de vecindad es invariante en el tiempo v, (k1) =

v (k,1) se puede deducir [62], [75], [79], [23] la siguiente funcion de energia

o = Z// V(Y% 1) (% — i) p(x) dyidx (2.90)

- Z / e — yill* p (x) dx (2.91)
U

JEV (i,v)
= Y E|lxi—vill*lxe U B (2.92)
=1 JEV (i)

o si consideramos que la funcién de vecindad es general (no una funcion escaldn
unitario) tenemos

Esom = Z B [0 (kyi) Ix — yill* Ix €3] (2.93)
k

que viene a ser una extension de la distorsion euclidea en la que cada vector
codigo contribuye a la distorsion debida a la cuantizacion de su teselacion del
espacio input y a la de sus codevectores vecinos.
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En general esta funcion de energia nos dice muy poco a cerca de la convergencia
del SOM vy el caso de vecindad constante no tiene interes practico.
El radio de vecindad disminuye conforme avanza el tiempo de la adaptacion:

W(X,Y,t) _ { 1 |7 (Xt) *7:| <w (ﬂ 1<i<e (2_94>

0 otherwise ’
El vecindario decrece gradualmente, por lo que

limo(t)=0=1lim Vi(x,Y,l) =68 (x,Y) (2.95)
T—00 T—>00
y por tanto podriamos asumir que existe una convergencia funcional de la funcion
minimizada por el SOM hacia la distorsion euclidea:

HTO {som (1) = 52/? (2.96)

T—r

[.a convergencia funcional depende de los parametros que controlan la exten-
sion de la funcion de vecindad. Fl analisis formal de la convergencia del SOM esta
centrado en la convergencia a estados organizados [22], [32], [33], [34]. Algunas
reglas de aprendizaje inspiradas en el SOM [139], [140], [141], [133] se proponene
con el inico objetivo de alcanzar propiedades de convergencia deseables hacia es-
tados organizados. En nuestra perspectiva, la convergencia a estados organizados
es solo significativa si dichos estados aseguran una solucion mejor al problema de
la minimizacion de la distorsion euclidea, esto es si mejoran al SCI. en este sentido
tanto en robustez frente a las condiciones iniciales como en soluciones puntuales.

2.6.4.Esquema de Competicién Suave (SCS)

La primera referencia que hemos encontrado en la literatura al método de Com-
peticion Suave (Soft Competition) (SCS) es [153], donde el SCS se propone como
una combinacion del enfriamiento simulado (simulated annealing [1]) y el SCIL.
Sin embargo, la definicion de los parametros de aprendizaje es muy obscura y
su programacion dificil de ajustar. En [8] se revisita el algoritmo dando una
interpretacion estadistica de los coeficientes de vecindad. Se muestra que corre-
sponden a las probabilidades a posteriori de las clases dado el input, asumiendo
que el modelo de la distribucion de los datos es una mezcla de gausianas. Fsta
interpretacion se refuerza por la derivacion del SCS a partir de la entropia cruzada
de Kullback-T.eibler que se detalla a continuacion.
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La regla de aprendizaje del SCS se deduce cuando se pretende minimizar
mediante un algoritmo de descenso de gradiente la distancia de Kullback-Teiber
entre la distribucion empirica de los datos p (x), calculada a partir de una muestra
N = {x1,....,x,},y el modelo p' (x) dado por una densidad mezcla de densidades

normales
D)= [pim 2 (297
Jx P (x)
donde las densidades componente del modelo son N (y;, o?21)
-ty 2.8
p(x) = — e . 2.98
¢ =1 (27T)d/2 0-:]

Si queremos ser consistentes en la notacion, que la distancia de Kullback-
Leibler ocupa el Tugar de la distorsion que pretendemos minimizar:

{scs = D(p,p'). (2.99)

Aplicando el método del gradiente estocastico a las medias y a las varianzas
de las clases

d .
ANy (t) =ar —D (p,p) 1=1,..,c (2.100)
ayi x(1)
d , .
No; (1) =b, —D (p,p) 1=1,..,c (2.101)
Do x(1)
Si consideramos el caso en el que las varianzas de todas las densidades gau-
sianas son idénticas o = o2 para i = 1,..,c , el gradiente instantaneo de la

entropia cruzada 2.97, relativo a las medias de las densidades gausianas es

[l —vil[*
9, 1 e 2
()| = —= —— (x—y,) (2.102)
Ay N 0% . Ikl
Ek:] € 2a?
1
= 5P x-y) (2.103)
Un gradiente similar se puede derivar para la varianza de las distribuciones
gausianas:
9, , 1 : ) ,
5,0 ()| = —Pix(1) — Y olx - yill* - do (2.104)
x =1
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Esto es, en el caso de varianzas idénticas para todas las clases obtenemos las
reglas competitivas

Gy

Ayi(t) = P (x (1) (x(1) = yi (1)), (2.105)

Ao (1) = 25 P (e (1)) (% (8) —, (I — dor (1) (2.106)

g’ =

donde d = dim (x) y los coeficientes de pertenencia son aproximaciones a las
probabilidades a posteriori de la forma que funcionan como vecindades

=
ﬁe 2a

.
=2

Como en otros casos de reglas competitivas que estamos tratando, es posible

Vi(Y,x,.t,0) = P (x) = (2.107)

demostrar que

1
lim Vi (Y,x,,t,0) = —, (2.108)
T—=00 &
ll_r}r(]) Vi(Y,x,t,0) = 6,(x,Y),

y que, por tanto, el SCS converge a la regla SCI. para valores especificos del
parametro que controla la extension del vecindario.

En las definiciones previas, hemos asumido el modelo mas sencillo. Este mod-
elo se puede hacer mas complejo permitiendo que cada componente de la den-
sidad mezcla 2.98 tenga distintas varianzas isotrépicas o?, diferentes varianzas
en cada eje de representacion de los datos 0?7, e incluso matrices de covarian-
za no diagonales Y;. Fstas distintas asunciones dan lugar a variaciones en la
regla de adaptacion de la varizanza (2.106) pero afectan trivialmente a la regla de
adaptacion de los vectores codigo (2.105)

Hemos aplicado las reglas para los vectores codigo (2.105) y para sus varianzas
asociadas (2.106) a la tarea de Agrupamiento no estacionario (Non Stationary
Clustering) en [48]. Sin embargo, los resultados no son comparables con los de
otros algoritmos competitivos probados debido a que estas dos reglas cuando se
aplican simultaneamente corresponden a la minimizacion de una secuencia de
funciones que no converge a la distorsion euclidea. Puesto que la regla en la



ecuacion 2.106 hace que la varianza asociada a los vectores codigo converja a un
valor no nulo

lim o (1) =oc" (2.109)

t—00
la funcion de vecindad converge a una funcion distinta de la funcion de pertenencia
dura

lim Vi (Y. x,, 1 00) = Vi (Y. x,.1,0%) # 8 (x,Y), (2.110)

=00
lo que implica que la funcion objetivo que se esta minimizando en el limite no
coincide con la distorsion euclidea

m D, Y,0) = D(R,Y,0%) # én. (2.111)

1—00

Hemos de tener en cuenta que otros algoritmos reducen su funcion de vecindad
hasta que se convierte en la funcion de pertenencia dura mediante la programacion
de sus parametros de control. Es importante también notar que la medida de
comparacion de rendimiento natural entre algoritmos, salvo que se consideren
propiedades como el orden topoldgico de las unidades neuronales, es la distorsion
euclidea.

Si ponemos las cosas en el marco de la cuantizacion vectorial, la estimacion
de la varianza optima en el sentido de minimizar (2.97) introduce la distancia de
Mahalanobis [28], [135] como la distancia de error, por lo que el cuantizador del
vecino mas cercano deberia ser definido de acuerdo a la distancia de Mahalanobis.
La arquitecura HEC [95] produce como resultado del entrenamiento un VQ basado
en la distancia (regularizada) de Mahalanobis . Este podria ser también el caso
con SCS si las funciones de vecindad se usan para realizar la cuantizacion.

Por todo ello, en nuestros trabajos, la varianza de las densidades gausianas se
decrece para obtener la convergencia funcional deseada. Esto es, para hacer que el
SCS minimize realmente la distorsion euclidea. Por tanto, definimos el vecindario
dependiente del tiempo como:

e ?
e 2a(1?

Vi (Y,%,,1) = 1 <i<ec (2.112)

i _l Xﬂ;kH? '
- 2 2
Ek:1 € o

y el proceso comienza desde grandes valores de la varianza asumida en el modelo

y se decrece hasta cero, de forma que
limo(t) = 0=1lim V;(Y,x,,t)=46;(x,Y), (2.113)
=00

1—00
= lim Ees (1)~ €5 (2.114)
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Este proceso es muy sensible a la programacion de las varianzas. Adaptaciones
muy largas con valores altos de la varianzas colapsa los vectores codigo en la
media de la muestra, una situacion irrecuperable. Hemos observado que, si la
convergencia a SCI, es muy rapida, no se producirdan mejoras respecto de SCI..

2.6.5.Neural Gas

lLa red Neural Gas se caracteriza por la funcion siguiente vecindad
(71—ra,nk,;(m,Y))
Vi (Y, x,,1) = e\ 30 (2.115)

donde rank; (x,Y) es el orden del codevector y; al presentarse x. No hemos real-
izado trabajos con esta red en el marco de esta tesis, si bien en [96] se demostraba
que proporcionaba mejores resultados que el SOM en algunos problemas bench-
mark.

2.6.6.Cuantizacién Vectorial Borrosa (FLVQ)

La Cuantizacion Vectorial Borrosa (Fuzzy Learning Vector Quantization) (FLVQ)
se deriva como la minimizacion del criterio borroso de agrupamiento (Fuzzy Clus-
tering) (2.56), originalmente propuesto para justificar la generalizacion horrosa
del algoritmo de las K-medias formulando el algoritmo borroso de las c-medias
(Fuzzy c-means). El proceso del FIVQ es una secuencia de minimizaciones a
diferentes valores del exponente m. FEn este caso las expresion final del criterio
borroso de agrupamiento es la distorsion euclidea, y FIVQ se puede interpretar
como un minimizador de la distorsion euclidea. Existe una gran cantidad de lit-
eratura sobre algoritmos relacionados de alguna manera con FILVQ [8], [74], [72],
[136], y bastante debate sobre su apropiada aplicacion como un algoritmo online
[18], [108], [111]. Nosotros lo consideramos como un algoritmo online dentro de
la clase caracterizada por la regla competitiva general (2.68).
Recordamos la funcion que expresa el criterio borroso de agrupamiento:

T (UY) =) ()" 1% — vl (2.116)

7=1 =1

2 . . , .
donde ||.||; denota una distancia euclidea pesada por una matriz A y los coefi-



cientes borrosos de pertenencia son similares a los definidos en (2.57):

—1

C m—1

2
X Ve
i = E: || 7 yzHA

. (2.117)
k=1 ||X.7 *YkHA
FEstos coeficientes especifican la particion borrosa de la muestra.
La regla competitiva en este caso tiene como funcion de vecindad precisamente
estos coeficientes borrosos de pertenencia

1 77)7,(75)
m(t)—1

c 2
V(Yo tomy = | 30 (vl

5 1 <i<e (2.118)

o= \ I =y
donde el parametro m (1) controla el grado de borrosidad y tiende a 1 por arriba.
Esta funcion de vecindad esta bien definida cuando el vector input no coincide
con ningin vector codigo:

x # y;; Vi. (2.119)

[a solucion practica a esta singularidad es ignorar aquellos vectores input que
coinciden con algin vector codigo. Se puede mostrar [8] que esta funcion de
vecindad se convierte en la funcion de pertenencia dura cuando m se acerca a 1
por arriba.

lm w (x,Y)=46;(x,Y) = lim V,(Y,x,,t,m)=24;(x,Y), (2.120)
m—1+ m—1+
de forma que la regla de adaptacion de la ecuacion 2.68, con la funcion de vecindad
dada por la ecuacion 2.118 se convierte en SCIL cuando m se acerca a 1 por arriba.
Cuando m crece, la funcion de vecindad se hace mas borrosa, todos los vectores
codigo son afectados de la misma manera por el input, pero esta amortigiada

exponencialmente
1
Im w; (x,Y)=—-=1lim V,(Y,x,,t,m) =0, (2.121)
m—>00 IS m—>00

Valores muy altos de m no producen adaptaciones.

[a funcién minimizada manteniendo m constante esta relacionada con el crite-
rio borroso de agrupamiento, aunque FI.VQ no se puede derivar como un algoritmo
de descenso de gradiente estocastico del criterio de agrupamiento borroso dado en
la ecuacion 2.56. De hecho, la expresion analitica de la funcion minimizada por
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la aplicacion de las reglas 2.68 y 2.118, para valor fijo de m, seria el resultado de
los siguientes calculos no triviales:

{rrvg = Z / /V?;(Y,Xt,tjm) (x — yi) p(x) dy;dx (2.122)

o (e (T W
ZEX / Z(%) (x —yi)dyi|,
= ) & Ukl |

donde Fy [.] denota la expectacion en x.

No estamos interesados en conocer la expresion exacta de la funcion objetivo
minimizada, en tanto que seamos capaces de deducir su convergencia funcional
cualitativa a partir del examen de la funcion de vecindad. Hemos encontrado
solo un intento de derivar la expresion exacta del gradiente de la funcion criterio
de agrupamiento borroso de la ecuacion 2.56 en [117]. Hemos encontrado que
esta derivacion es incorrecta en alguno de sus pasos, por ello hemos derivado la
expresion correcta en el Apéndice I). Esta expresion es la siguiente:

%Jm (I,Y,R) = fﬂ - i: {(ukﬂmﬂ (M) mml _ ﬁ ( x;

2
Vi m—1= S 1% — il m

(2.123)
Esta expresion conduce a una regla competitiva con la siguiente funcion de vecin-

dad

qjg.fm,) (x,Y,m) = _m Z {(W (XjY))m+1 (M) " -‘ B M

2
m—1 ] { Ix — i J m
(2.124)

que muestra los mismos valores limite que la funcion de vecindad dada en la
ecuacion 2.118:

lim o) (x, Y, m) = §(x,Y), (2.125)
m—1+ )
] m.
lim o) (x, Y. m) = lim (-) =0,
™m—00 ™m—00 C

pero que es mucho mas compleja en su caculo. Por tanto asumimos que la fun-
cion de vecindad 2.118 es un representante conveniente de la familia completa de
aproximaciones on-line al agrupamiento borroso.
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La funcion de vecindad dependiente del tiempo se define mediante la progra-
macion en el tiempo del valor del parametro de control

—m(7)

c oz e
o= (S(F2f) )

=\ — il

IA

i <. (2.126)

La programacién comienza con valores altos de m (0) para decrecer hasta 1.

lim m (1) = 1" =1lim V (Y,x,,t) =6 (x,Y) (2.127)
=00 =00
— t]i;?o fFLVQ (1) = 52/? (2.128)

La borrosidad inicial debida a grandes valores de m (1) se encargan de mover
los vectores de codigo a la region ocupada por los datos de la muestra. la pro-
gramacion de m (#) es critica como ya se ha dicho.

2.7.Agrupamiento no estacionario y cuantizacion vectorial
adaptativa

FEn esta seccion primeramente damos una definicion de la cuantizacion vectori-
al adaptativa. Relacionamos un caso especial de cuantizacion vectorial adapta-
tiva con el agrupamiento no estacionario. Finalmente, discutimos la aplicacion
apropiada de las redes neuronales competitivas como mecanismos de cuantizacion
vectorial adaptativa para resolver problemas de agrupamiento no estacionario.

2.7.1.Cuantizacion vectorial adaptativa

En la seccion 2.5 hemos revisado las definiciones de la cuantizacion vectorial y
el problema del agrupamiento en el caso estacionario. FEl proceso estocdstico
{X (t;);7=0,1,2,...} que modela la fuente de datos era una secuencia de vectores
aleatorios i.i.d. para los que la funcién de densidad de probabilidad es invariante
en el tiempo

p(xit;) = p(x), (2.129)
p(x (1), x(tym)) = [[px);vm >0



donde p (x,t;) es la d.d.p. delos datos en el instante ¢;. Incluso cuando los vectores
aleatorios no son independientes, el proceso estocastico permanece estacionario
cuando la funcién de densidad de probabilidad conjunta (f.d.p.c.) es invariante
en el tiempo

p(x (1), X (Ljmm)) = p(x (1) ooy X (him)) 510 7 1 (2.130)

donde m es la extension de la memoria del proceso. Si el proceso estacionario es
gausiano, la media y los momentos de segundo orden son suficientes para carac-
terizarlo como estacionario. Kl proceso es estacionario en el sentido de la media
si su media permanece constante

o [x ()] = iVt > 0 (2.131)

El proceso es estacionario en relacion a las correlaciones si estas son invariantes
en el tiempo

Fx [x (1) %" (tj—m)] = Rysm >0 (2.132a)

Si el proceso es estacionario, podemos poner el problema de la construccion de
un cuantificador vectorial en el marco de la seccion 2.5 si postulamos un predictor

X (1) = P(x(lj1) X (L) (2.133)

cuya expresion depende de la forma de la funcion de densidad de probabilidad
conjunta invariante en el tiempo como se define en la ecuacion 2.130. El error de
prediccion

e(l;) = x(t;) = x(t;) (2.134)
es una secuencia de vectores aleatorios i.i.d. para los que se puede disenar un cuan-
tificador vectorial € = Q (e). La reconstruccion de la senal se realiza anadiendo
el error de cuantizacion a la senal predicha

X (1) = e(t;) +x (1)) (2.135)

Los cuantizadores vectoriales predictivos (PVQ) discutidos en [42] son de hecho
extensiones vectoriales de las técnicas de codificacion escalar predictiva basadas
en modelos predictivos lineales. Kl predictor de estados finitos también discutido
en [42] assume dependencias temporales mas complejas que pueden ser modeladas
por una maquina de estados finitos. La definicion y exploracion de VQ predictivo
no lineal es un area de trabajo inexplorada hasta donde conocemos.
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En el caso no estacionario, la f.d.p.c no invariante en el tiempo. Fsto es, la
ecuacion 2.130 no se cumple para todo los instantes de tiempo. El proceso no
estacionario mas sencillo es el paseo aleatorio (random walk) [91] o proceso de
Wiener, un proceso autoregresivo inestable de varianza no acotada, que se utiliza
a veces como benchmark [35]. Podemos caracterizar un proceso como localmente
estacionario cuando satisface

p(X (t,i) ) '“7X(t.7'*m)) = p(X (ti) ) ...7X(t7;,m)) sl < i Nm; N >>10 (2-]36)

lo que significa que la ecuacion 2.130 se cumple para periodos de tiempo finitos
pero lo bastante largos. Para procesos localmente estacionarios podemos postular
un predictor dependiente en tiempo

X(15) = Py (x (1) 5o X (L)) (2.137)

que sera estimado a intervalos regulares. El error de prediccion sigue siendo una
fuente de vectores aleatorios i.i.d. La aproximacion predictiva puede extenderse a
los procesos no estacionarios asumiendo el costo de la repeticion de los procesos
de identificacion y estimacion de los parametros del modelo predictivo.

[La aproximacion adaptativa intenta evitar estas deventajas de los cuanti-
zadores predictivos mediante la modificacion online del cuantizador vectorial. Fs
importante notar que la asuncion de estacionariedad local sigue siendo impor-
tante para la aproximacion adaptativa, porque implica que hay suficientes datos
disponibles para la adaptacion. La VQ adaptativa se discute en [42]. Aproxi-
maciones bdsicas son la reduccion de la media, la adaptacion de la ganancia y
algunas estrategias para el relleno del libro de codigos[35],[154],[16]. También se
han propuesto redes neuronales competitivas como herramientas computacionales
para realizar la VQ adaptativa. En [42] se declara que son de poca utilidad de-
bido a sus largos tiempos de convergencia y falta de robustez. Fn [87] se prueban
nuevamente para secuencias de imagenes con cierto éxito debido sobre todo a la
seleccion cuidadosa de las condiciones iniciales. De hecho, la mayor parte de las
aplicaciones de redes neuronales competitivas a la construccion de cuantizadores
vectoriales se han realizado sobre imégenes fijas y secuencias de imagenes con
poca variabilidad (i.e.: caras parlantes).

[La aproximacion adaptativa produce un V(@ variante en el tiempo

2 (1) = Dy (& (x)) (2.138)

cuya calidad se mide mediante la esperanza del error variante en el tiempo

E(1) = By e (xR (1))] = / £ (x,% (1) p(x.1) dx (2.139)



2.7.2.Muestreo y estacionariedad local

El proceso estocdstico vectorial {x (1)} que esta siendo cuantizado proviene de
un procedimiento de muestreo que puede influenciar su naturaleza probabilistica.
Cuando tratamos con procesos escalares, como senales aciisticas o series tempo-
rales financieras, los procesos estocastico vectoriales se construyen mediante la
agregacion de las muestras escalares en un vector [42], [91] Sea {x (to + nAt)} la
senal escalar muestreada, el proceso vectorial de dimension d se construye como
se especifica en la siguiente ecuacion

x(t) = (x(t—(d— V)AL, yx (t)) it =to+ NAALN = 1,2, (2.140)

Considerese el caso en que el proceso original muestra periodicidad de periodo d,
el proceso vectorial resultante de la agregacion {x (#)} no serd periddico. Otros
procedimientos de muestreo, como la extraccion de los coeficientes mel-cepstrum
para tareas de reconocimiento de voz son también dependientes criticamente de
la ventana temporal usada para los calculos.

En el caso no estacionario general, la evolucion de los procesos fisicos subya-
centes es arbitraria tanto en la forma funcional de la f.d.p.c. como en la velocidad
de los cambios. Silos procedimientos de muestreo son lentos en relacion a los cam-
bios de estos procesos, la muestra estara compuesta de una secuencia de vectores
aleatorios independientes que obedecen distintas distribuciones de probabilidad.
Entonces, una muestra obtenida en una ventana temporal (#;,¢;) debe denotarse
como

N (thtf) = {X (f]) N ...7X(tn)} con t1 = ti; tf = tn (2]4])

donde x (#;) es una muestra de la senal aleatoria en el instante ¢; cuya densidad de
probabilidad se denota p (x,1;) . L.a mayor parte de las instancias de VQ adaptativo
en la literatura aplicadas al proceso de la imagen asumen que una imagen fija
obedece esta caracterizacion, e intentan realizar adaptacion dentro de la imagen
(intraframe). Desde nuestro puento de vista, es dificil verificar alguna forma de
estacionariedad local en la muestra descrita en la ecuacion 2.141. Por tanto, el
ajuste de los algoritmos es una tarea delicada, y los resultados informados en la
literatura deberian ser tomados con precaucion. Una decision clave en nuestro
trabajo es asumir un marco de muestreo distinto. Podemos asumir que el proceso
de muestreo es rapido en relacion a los cambios fisicos subyacentes. Por tanto,
las muestras obtenidas en una ventana temporal se pueden considerar como un
conjunto de vectores aleatorios i.i.d. El procedimiento de muestreo produce una



secuencia de estos conjuntos, que denotamos como
N(H) = {x: (1), x, (1)} +=0,1,2,... (2.142)

donde la d.d.p. p(x,) permanece invariante para la ventana temporal en la que
se obtiene la muestra. FEsta definicion es extrana para el proceso de senal 11,
pero es muy natural para secuencias de imagenes. De hecho, asumimos que 1 es el
numero de la imagen en la secuencia. Notese que tenemos el mismo tamano de la
muestra n para todos los instantes . Kl tamano de la muestra no sélo depende del
tamano de la imagen, puede estar relacionado con caracteristicas especificas de los
algoritmos. Cada imagen es un proceso localmente estacionario que permanece
invariante durante el tiempo suficiente para permitir la adaptacion.

2.7.3.VQ adaptativo y agrupamiento no estacionario

Tradicionalmente, el VQ adaptativo para la compresion de senal con pérdida
se analiza en el marco de la teoria de ratio-distorsion [5]. La optimalidad de
los algoritmos de AV(Q) consiste en su habilidad para alcanzar la funciéon tedrica
de ratio-distorsion (si se conoce). Por ejemplo, [154] prueba que el algoritmo
gold-washing es dptimo en este sentido para fuentes i.i.d que satisfacen algunas
condiciones naturales. Sin embargo, este resultado tiene poco que decir de su
rendimiento como un algoritmo AV(Q en un entorno no estacionario. lLa mayor
parte de los algoritmos AVQ se prueban empiricamente sobre procesos (imagenes)
cuya funcion ratio-distorsion es desconocida. Finalmente, la mayor parte de los
autores interpretan los algoritmos AVQ como procedimientos de seleccion que ex-
traen los libros de codigos instantaneos de un VQ Universal abstracto que cuantiza
optimamente la senal. Fsta interpretacion es natural para algoritmos de relleno
de los libros de codigos, pero menos clara para otras como las redes neuronales
competitivas.

Tomando en cuenta que VQ (y AVQ) puede ser usada para otras tareas dis-
tintas de la codificacion de senal, como la segmentacion de imdgenes [71], [72],
[95], [109], [137], [143] 0 métodos de proyeccion no lineal [75]. Proponemos definir
AVQ como un proceso de minimizacion dinamica de la medida de calidad de los
cuantizadores vectoriales variando en el tiempo

min » £(1), (2.143)

e} 755

donde {Q;} es la secuencia de funciones de codificacion producidas por la adaptacion.
Para cuantificadores del tipo del vecino mas cercano, el AVQ se define como la
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busqueda de la secuencia de libros de codigos

Y (1) ={y:i(t) ,.y, ()};t=0,1,2, .. (2.144)

que minimiza la distorsion de la sequencia de cuantizaciones realizadas usandolos
en cada instante de tiempo. Cuando el procedimiento de muestreo produce una
secuencia de muestras i.i.d. como en la ecuacion 2.142, y la medida de distorsion
es la distancia euclidea al cuadrado, el AV(Q puede ser formulado como el siguiente
problema de minimizacion:

min €5 () mmZZan Sy DIPa () (2145)

>0 t>0 j=1 =1

5. (1) = {] i —arganin {3, (1)~ v ()17}

0 SN0

Para la definicion de agrupamiento no estacionario necesitamos asumir una
secuencia de muestras de propiedades estadisticas cambiantes, como en la ecuacion
2.142. Entonces, el agrupamiento no estacionario trata de obtener en cada instante
de tiempo la particion de la muestra

PR() =R (1), R (1)} (2.146)

que es optima en el sentido especificado por alguna funcidon objetivo que cuantifica
la calidad del agrupamiento realizado. Cuando la funcion criterio del agrupamien-
to es la varianza intra-grupo, y las muestras de los datos vienen de un proceso
de tiempo discreto muestreado igualmente en cada instante de tiempo, el agru-
pamiento no estacionario es el mismo problema que el VQ adaptativo definido en
la ecuacion 2.145.

2.7.4.Applicacion de las redes neuronales competitivas como AVQ para
agrupamiento no estacionario

El problema AVQ tal y como se formula en la ecuacion 2.145 es un problema de
programacion dinamica de horizonte temporal infinito. Este problema se puede
hacer mas tratable asumiendo

?élfﬂ ZE Z min E (2.147)

>0 >0
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que viene a ser para una muestra dada, y la cuantizacion por el vecino mas cercano
en distancia euclidea

min S 60(1) = ng@(ﬂ (2.148)

Y} >0 >0
= Y min Y3l () -y IS (1) (2149)
>0 =1 4=

[La minimizacion de la secuencia de funciones de error dependientes del tiempo
puede ser realizada de forma independiente en cada paso de tiempo. Esta es una
asuncion razonable para el proceso de la imagen. Cuando se aplica a las imagenes
corresponde a la codificacion intra-trama. Cuando se aplica a las diferencias entre
imagenes o a los campos vectoriales de movimiento, corresponde a la cuantizacion
para codificacion entre tramas.

Ademas, asumiendo que la estadisticas de las muestras cambian snavemente,
se puede asumir la variacion suave y acotada de los libros de codigos dptimos en
instantes de tiempo sucesivos. Por tanto, el libro de codigos optimo encontrado en
el paso de tiempo anterior se puede considerar como una buena condicion inicial
para la bisqueda del libro de codigos optimo en el instante actual.

[a aplicacion adaptativa de los algoritmos de redes neuronales se hace como
sigue: Kn el instante 7 los representantes iniciales de los agrupamientos son los
calculados a partir de la muestra obtenida en el instante ¢ — 1. Los vectores
de la muestra N (1) = {x;(),..,x, (1)} se presentan secuencialmente y aleatori-
amente como las entradas para calcular las ecuaciones de adaptacion y obtener
un nuevo conjunto de representantes de los agrupamientos. Una caracteristica
distintiva de los trabajos experimentales presentados en los siguientes capitulos
es que imponemos una adaptacion en un solo paso sobre la muestra.

2.8.Conclusiones

Hemos comenzado retomando la relacion entre Agrupamiento y Cuantizacion Vec-
torial en el caso estacionario. FEsta relacion se extiende al caso no estacionario,
relacionando Cuantizacion Vectorial Adaptativa y Agrupamiento No Estacionario.
[a definicion de los algoritmos de redes neuronales competitivas como la mini-
mizacion mediante descenso de gradiente estocastico, de funciones objetivo dadas
(o sospechadas) no lleva a la consideracion de los algoritmos SOM, FILVQ y SCS
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como procesos de minimizacion cuyo objetivo final es la minimizacion de la dis-
torsion o error cuadratico medio. Estos algoritmos realizan esto mediante la min-
imizacion de una secuencia de funciones objetivo que convergen funcionalmente
a la distorsion. FEste proceso se dirige a obtener mayor robustez frente a las
condiciones iniciales y un rendimiento mejorado comparado con el SCI. desnudo.
Discutimos estas convergencias funcionales para cada algoritmo, identificando los
parametros de las funciones de vecindad que la controlan. Proponemos una pro-
gramacion exponencial de estos parametros que resulta en una adaptacion rapida,
mejora del rendimiento y robustez. Fstas propiedades permiten la aplicacion de
SOM, FIVQ y SCS como algoritmos de AVQ a tareas de Agrupamiento No Esta-
cionario, por lo que los probaremos sobre la cuantizacion del color de secuencias
de imagenes en el siguiente capitulo.
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3. CONVERGENCIA EN UN SOLO PASO SOBRE
LA MUESTRA: ESTUDIO EMPIRICO

En las aplicaciones descritas en los capitulos posteriores, necesitamos que la re-
spuesta sea calculable en un tiempo no excesivo. Fn el caso de las imagenes
de resonancia magnética, estos tiempos son del orden de segundos, mientras que
en caso del calculo del flujo dptico estos tiempos son del orden de fracciones de
segundo. De todas maneras, las secuencias de entrenamiento habituales para las
redes neuronales competitivas son excesivamente lentas. Es por ello que probamos
con secuencias rapidas de entrenamiento. En este capitulo exploramos la calidad
que tienen los algoritmos competitivos cuando el entrenamiento se realiza en un
solo paso sobre la muestra de datos. Fn primer lugar tratamos con un conjunto
de datos bidimensionales sintéticos. Mds adelante consideramos como marco de
trabajo una instancia del agrupamiento no estacionario: la cuantizacion de color
no estacionaria sobre secuencias de imagenes '. El caracter no estacionario de los
datos viene de la impredecibilidad de la distribucion de los pixeles en las imagenes.
Concretamente, testeamos el rendimiento del SOM, SCS y FI.VQ sobre esta tarea
[49], [50].

"En la cuantizacién del color de imagenes, la medida de la calidad de los resultados del
agrupamiento es la distorsién producida por la sustitucion de los colores auténticos de los pixeles
por el representante de color mas cercano. En la medida en que nuestro interés principal
reside en los resultados comparativos de los distintos algoritmos para el calculo del cuantizador
de color, trabajaremos en el espacio RGB y usaremos la distancia euclidea como la medida
de similitud. TLos algoritmos de cuantizacién de color mas extendidos, basados en las ideas
originales de Heckbert [61], trabajan en el espacio RGB. Sin embargo, son necesarias algunas
palabras de justificacion. En primer lugar, somos conscientes de que la distancia euclidea no es
una distancia perceptivamente consistente en el cubo RGB: puntos cercanos en el cubo RGB
pueden ser percibidos como colores muy distintos, y viceversa. Otros espacios de color [116]
como el UVW | se consideran mas cercanos a reflejar la distancia perceptual entre colores. Sin
embargo, resultados experimentales citados en [116] (pp.167) sugieren que la realizacién de la
cuantizacion del color en el cubo RGGB no introduce una gran pérdida perceptiva. Esto puede
ser una justificacion para muchos de los algorimos en la literatura que trabajan en este espacio

[148] [69] [90] [40] [107] [137] [144] [149].
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En la seccion 3.1 se prentan las secuenicas de valores de los parametros que
controla el proceso de aprendizaje. La seccion 3.2 presenta los resutados sobre
los datos estacionarios. La seccion 3.3 presenta los resultados sobre los datos de
la cuantizacion del color. Finalmente, la seccion 3.4 presenta las conclusiones del
capitulo.

3.1.Ajuste de los parametros de control

En esta seccion comentaremos el ajuste de los parametros de control criticos de las
redes neuronales competitivas cuya convergencia pretendemos estudiar. Primero
discutiremos la programacion de la velocidad de aprendizaje, puesto que es comin
a todos los algoritmos. Después dicutiremos la programacion de cada uno de
los parametros de vecindad que controla la convergencia funcional a la regla de
aprendizaje competitivo simple.

El ajuste de los parametros de control no es trivial puesto que puede condi-
cionar incluso el caracter del algoritmo. Por ejemplo,ha sido demostrado que el
SOM tiene convergencia débil a estados organizados en el caso de espacios mul-
tidimensionales [34]. Todas las pruebas descansasn en la definicion de un SOM
con velocidad de aprendizaje constante y funcion de vecindad invariante en el
tiempo. También, para sistemas adaptativos que deben permanecer flexibles para
seguir los cambios ambientales, la velocidad de aprendizaje no debe hacerse cero
o deberia reinicializarse cuando se detectan o sospechan cambios en el ambiente.
Por tanto, no es inhabitual encontrar velocidades de aprendizaje que aseguran
que la adaptacion no se congelara en el tiempo [145] [139] [38]. Sin embargo, esta
velocidad debe ser muy pequena para prevenir inestabilidades, y tales pequenas
velocidades producen convergencia muy lenta.

En la proposicion original de SCS en [153], la programacion de la velocidad de
aprendizaje se reinicializa a intervalos que crecen cuadraticamente, y hay algunos
parametros que deben ser ajustados finamente para obtener resultados razonables.
[a reinicializacion de la velociadad de aprendizaje esta enlazada con la idea de que
el aprendizaje es una secuencia de minimizaciones a temperaturas decrecientes,
porque el proceso completo se presenta como un algoritmo de enfriamiento es-
tadistico. Algunos estudios [101] tratan de asegurar que la secuencia de valores
de velocidades de aprendizaje es dptima en el sentido de que todas la presenta-
ciones de datos input tienen la misma contribucion al estado final. Fstos estudios
no muestran como aliviar el costo computacional (pueden incluso involucrar un
gran numero de repeticiones del proceso de aprendizaje completo para refinar la
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secuencia de valores de velocidades de aprendizaje), y no mejora la convergencia,
a los minimos de la funcion de energia, porque estan dirigidos a proporcionar
invarianza al orden de presentacion del input.

Asumimos que las redes competitivas son un método de descenso de gradiente
estocéastico de una funciéon objetivo dada. Para garantizar la convergencia tedrica
a un minimo local de esta funcion, la velocidad de aprendizaje debe cumplir las

condiciones de Robins-Monro ([39], [79], [85], [118], [135]):

lim a(t) = 0 (3.1)

T—>00

Zio(y(t) = o0
Zjozo(y?(t) < oo

Estas condiciones implican procesos computacionales muy largos.

Contrariamente a lo expresado en [8] [153] consideramos la velocidad de apren-
dizaje como un parametro de control del proceso numeérico de descenso estocastico
del gradiente mientras que la funcion de vecindad es caracteristica de la funcion
objetivo que es minimizada, por lo que no las consideramos agregadas en un 1inico
parametro. Como ya hemos dicho, nuestro interes es probar la mejora dada por
la consideracion de una funcién objetivo que da lugar a una funcion de vecindad
particular. La programacion de la velocidad de aprendizaje debe ser igualmente
aplicable a todos los algoritmos. La que hemos usado en los experimentos de este
capitulo tiene las siguientes caracteristicas.

1. Asumimos un proceso de adaptacion en un paso sobre la muestra. Esto es,
la. muestra se presenta solo una vez para realizar la adaptacion.

2. Las unidades tienen velocidad de aprendizaje local a; (1) i = 1,..,¢ . Fsto
puede interpretarse como la realizacion simultanea de tantos descensos de
gradiente como unidades. Hemos encontrado que esta estrategia mejora
la convergencia global y reduce el riesgo de que las unidades se queden
congeladas debido a un orden desventajoso en la presentacion de los datos.

3. Progresion geométrica de la velocidad de aprendizaje
a; (1) =0.1(1 —t;/n) (3.2)

donde n es el tamano de la muestra, y #; es el tiempo local de adaptacion
cuyo valor exacto depende de la regla de aprendizaje. Fn el caso del SCI, se
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calcula como .

= 6i(x(k),Y (k) (3.3)
y en el caso general se calcula como la acumulacion de los valores de la
funcion de vecindad durante el proceso de aprendizaje, lo que corresponde
al numero de adaptaciones sufridas por la unidad.

B=Y0 Vilx (k)Y (k) (3.4)

k=1

Esta definicion no cumple las condiciones de convergencia dadas en las ecua-
ciones 3.1: la velocidad de aprendizaje local alcanza el valor cero sélo cuando todas
la muestra ha sido monopolizada por la misma unidad, mientras que la segunda
condicién no se cumple nunca. Sin embargo, hemos encontrado que es muy con-
veniente para adaptaciones en un solo paso sobre la muestra como pretendemos
realizar en nuestro trabajo.

Discutimos a continuacion la programacion de las funciones de vecindad V; (x, Y, 7).
Como estan relacionadas con la funcion que se minimiza se gestionan como car-
acteristicas globales de los algoritmos cuya variacion no depende de la unidad
ganadora. Hemos escogido un decrecimiento exponencial a la funcion vecindad
nula. La velocidad de convergencia a esa funcion se denota r. Fsto es, asumimos

que para el SOM, FIVQ y SCS

Vix, Y, 1) =6 (x.Y) 1> g (3.5)
donde n es el tamano de la muestra, y t es el tiempo de adaptacion. Cuando r =1
el vecindario no llega a ser nulo en todo el entrenamiento: no hay fase SCIL y la
convergencia al SCL no tiene efecto. Cuando r crece la convergencia a SCI. es mas
rapida y la fase SCI. es mas larga. No consideramos r < 1 puesto que no tienen
ningin sentido en una estrategia de adaptacion en un paso sobre la muestra.

En el caso del SOM hemos asumido una topologia 11) de los indices de las
unidades de la red. FEl radio inicial del vecindario es v (0) = vo. El tamano del
vecindario estd dato por v (#) que tienen la siguiente expresion

v (t) = [(vo%— 1)(‘*%0] o< (3.6)

r
En el caso de FIVQ la extension de la influencia de las adaptaciones se controla
mediante el exponente m (7). Para propdsitos practicos, un valor de m; = 1.1

7

hace que la regla de FIVQ sea idéntica a SCI., y debe ser alcanzada en t = 2

o
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Por tanto m (%) = my = 1.1. El valor inicial del exponente es m (0) = mq. La
evolucion del exponente se controla por la siguiente funcion:

m(t) =mo| — t< (3.7)
mo r
En el caso de SCS, el parametro que controla la entension de la adaptacion
inducida por un input es la desviacion estandard asumida o (1). El valor inicial
de la desviacion estandard es o (0) = 0. También en este caso hemos aplicado un
descenso exponencial de este parametro:

o) = (oo + ) 1 < g (3.8)
El rendimiento de SCS es muy sensible al valor inicial de la desviacion es-
tandard og. Valores muy altos fuerzan la convergencia a la media de la muestra,
mientras que valores pequenos producen una convergencia prematura a SCI.. Su
interpretacion estadistica permite una aproximacion mas sistematica que la es-
trategia de prueba y error para fijar oq. Hemos denotado ;o los estimadores lo-
cales de las desviaciones estandard basados en las distancias entre vectores codigo.
Estos estimadores se calculan para obtener los maximos intervalos de confianza
del 95% no solapados bajo la asuncion de que los vectores codigo son los centros
de d.d.p. gausianas isotrdpicas [54].

3.2.Resultados experimentales sobre datos estacionarios

Hemos realizado algunos experimentos preliminares de agrupamiento sobre datos
estacionarios para explorar la mejora que SOM, FIVQ y SCS obtienen sobre SCI.
cuando se aplican como procedimientos de inicializacion robustos. Los resultados
se comparan también con los obtenidos por el algoritmo Isodata. Se escogen cuatro
libros de codigos como representantes de muy diferentes condiciones iniciales, de
forma que los experimentos muestran una exploracion selectiva y cualificada de
la robustez bajo diversas (buenas y malas) condiciones iniciales.

3.2.1.Los datos estacionarios

Los datos estacionario corresponden a muestras 2I) generadas a partir de una
mezcla de 6 distribuciones gausianas con distintas varianzas. Hemos asumido
¢ = 6 para todos los algoritmos. Fn la figura 3.1 mostramos las muestras que
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Figura 3.1: Muestras de datos para los experimentos sobre agrupamiento con
datos estacionarios mostrando los libros de codigos iniciales usados en los experi-
mentos (a) muestra con 120 puntos, (b) muestra con 600 puntos
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Tabla 3.1: Resultados del algoritmo de las k-medias en los datos y libros de
codigos de la figura 3.1. Las distorsiones iniciales antes de la aplicacion del k-
medias, distorsiones obtenidas por los libros de codigos del K-medias, Niumero de
iteraciones necesarias para alcanzar los libros de codigos finales

distortion Sample 1 Sample 2
Initial | Tsodata | iter. | Initial Isodata | iter.
Codebook1 | 14201 1794 5 72108 8703 25
Codebook?2 | 5922 1525 7 27930 6993 10
Codebook3 | 45079 4056 6 220839 8104 34
Codebookd | 1772 1294 ) 8481 5472 3

Tabla 3.2: Resultados de la adaptacion en un paso con SCI.. Distorsion de las
muestras cuantizadas usando los libros de codigos calculados por el SCI. en un
solo paso sobre la muestra

distortion | Sample 1 | Sample 2
Codebookl 2350 13403
Codebook?2 2072 10143
Codebook3 12200 45412
Codebook4 1454 7227

hemos usado y los libros de cddigos usados en los experimentos (denotados por
“O7 X447y K7 La segunda muestra es diez veces mayor que la segunda. lLa
eleccion de los libros de codigos iniciales siguen los siguientes criterios:

1. Codebookl (“0”): es una condicién inicial fuera de la region del espacio ocu-
pada por la muestra, con todos los libros de codigos cercanos entre si. Esta
situacion produce facilmente vectores de cddigo congelados (sin muestras
asociadas). Podemos considerla como una mala condicion inicial.

2. Codebook2 (“x”): es una buena condicion inicial, con los vectores de cédigo
situados en un hueco central de la region ocupada por las muestras.

3. Codebook3 (“47): es una condicion inicial fuera de la muestra, alrededor
de ella, menos sujeta a que se produzcan vectores congelados.
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4. Codebook4 (“*7): es la mejor condicion inicial, con los vectores codigo dis-
tribuidos regularmente en la region de la muestra.

3.2.2.El algoritmo béasico de referencia: K-medias

En adelante nos referimos indistintamente al algoritmo K-medias como Isodata.
En la tabla 3.1 presentamos resultados sobre las muestras de datos de la aplicacion
del algoritmo K-medias para buscar los representantes de los agrupamientos. Fl
criterio de parada prueba que la diferencia absoluta entre las distorsiones de it-
eraciones consecutivas es menor que 0.01 (lo que es equivalente a una variacion
relativa de 107° de la distorsién relativa). De hecho el algoritmo k-medias se de-
tiene cuando no hay cambio en el libro de codigos. Mostramos en la tabla 3.1, para
cada muestra y condiciéon inicial, la distorsion inicial para cada libro de codigos
inicial, la distorsion tras la aplicacion del Tsodata y el nimero de iteraciones que
necesita para alcanzar el minimo local. Las distorsiones finales confirman nuestra
calificacion de los libros de codigos iniciales. l.os codebooks 2 y 4 son buenas
condiciones iniciales que conducen a los mejores optimos locales, el codebook 4 es
el mejor. Los codebooks 1 y 3 son malas condiciones iniciales. Aunque el algorit-
mo K-medias los mejora considerablemente (90% de reduccion de la distorsion)
los minimos locales alcanzados a partir de ellos son peores que aquellos alcanza-
dos desde los codebooks 2 y 4. La peor condicion inicial es el codebook 3. Fl
nimero de iteraciones para alcanzar el mimimo local aumenta con el tamano de la
muestra, pero también con la ““‘maldad” del libro de codigos inicial. Fl efecto de
las condiciones iniciales en el nimero de iteraciones es menos claro en la muestra
pequena que en la grande: malas condiciones iniciales implican cédlculos mas lar-
gos. Fsto es de alguna importancia debido a que pedimos a las aproximaciones
de redes neuronales competitivas que realizen solo una iteracion sobre la muestra.

3.2.3.Resultados del algoritmo competitivo simple (SCL)

En la tabla 3.2 se muestran los resultados del entrenamiento del SCI, con un
solo paso sobre la muestra. La programacion de la velocidad de aprendizaje es la
discutida en la seccion previa. Como es de esperar, los resultados del algortimo
K-medias son mejores que los del SCI, en un tnico paso sobre la muestra. Sin
embargo, el entrenamiento en un paso sobre la muestra de SCI. da una mejora
significativa de los libros de cddigos iniciales. Tos buenos libros de codigos son
mejorados en un grado menor. No tratamos de mostrar que SCI. es superior
al algoritmo K-medias. FEl objetivo es mostrar que las mejoras introducidas por
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nuestras programaciones de las funciones de vecindad hacen que las redes com-
petitivas se acerquen a los resultados del algoritmo K-medias pero en un solo paso
de adaptacion sobre la muestra.

3.2.4.Resultados de SOM, FLVQ y SCS

En primer lugar exploramos la sensibilidad del SOM, FIVQ y SCS a la progra-
macion de los parametros de control de sus funciones de vecindad. Para ello,
hemos realizado la adaptacion en un paso para cada libro de codigos inicial,
tamano de muestra y diferentes combinaciones de r la velocidad de convergen-
cia a SCIL. Este experimento de sensibilidad esta dirigido a ilustrar el efecto de
estos parametros. Fn general los algoritmos mejoran al SCI.. Realizan, como se
pretende demostrar, inicializaciones robustas. En algunos casos incluso mejoran
al algoritmo Isodata a pesar de que sélo realizan un paso sobre la muestra. los
resultados son similares en todas las pruebas que hemos realizado con los datos
usados aqui y con otros conjuntos de datos, incluso con los datos no estacionarios
como se vera mas tarde.

Tabla 3.3: T.os mejores resultados de SOM, FIVQ y SCS en la adaptacion en un
paso sobre las muestras de la figura 3.1 para cada uno de los libros de codigos
mostrados en ella. Destacamos los resultados que mejoran a los dados para el
algoritmo de las k-medias en la tabla 3.1.

distortion Sample 1 Sample 2

SOM | FIVQ SCS | SOM | FIVQ SCS
Codebookl1 | 1970 2302 2071 | 7692 13339 13406
Codebook2 | 1613 2073 1895 | 8137 8554 8376
Codebook3 | 2061 6240 5372 | 6559 15028 11180
Codebook4 | 1365 1431 1330 | 8037 6365 6858

Los resultados detallados de esta exploracion de la sensibilidad de los algorit-
mos sobre la muestra pequena se presentan en las figuras 3.2, 3.2.4 y 3.2.4 para el
SOM, el FIVQ y el SCS respectivamente. Cada grafica en estas figuras muestra
la distorsion que se alcanza comenzando de alguno de los libros de cddigos ini-
ciales marcados en la figura 3.1. Cada punto en las superficies corresponde a una
combinacion de valores de los parametros velocidad de convergencia a SCI. y el
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Figura 3.2: Exploracion de la sensibilidad del SOM al radio del vecindario
(vg = 1,2,3) y a la velocidad de convergencia al SCL (r = 1,2,4,6,8) . Resultados
obtenidos sobre la muestra pequena comenzando libros de cddigos identificados

en la figura 3.1
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Figura 3.3: FExploracion de la sensibilidad del FILVQ al exponente inicial
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Figura 3.4: Exploracion de la sensibilidad del SCS a la desviacion estandar
inicial (o9 = 0.01,0.1,1,2,4,6,8,10) y a la velocidad de convergencia al SCIL

(r=1,2,4,6,8). Resultados obtenidos sobre la muestra pequena comenzando li-
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Tabla 3.4: Los vecindarios iniciales del SOM, FIVQ y SCS que producen los
resultados en la tabla 3.3.

neighborhood Sample 1 Sample 2
Vg mo oo | o mo o
Codebookl 3 2 8 | 2 7 6
Codebook?2 1 2 8 |1 2 1
Codebook3 3 2 10| 1 2 10
Codebook4 2 2 10| 1 4 8

Tabla 3.5: Velocidades de convergencia a SCI. para SOM, FIVQ y SCS que

producen los resultados dados en la tabla 3.3.

r Sample 1 Sample 2
SOM FIVQ SCS | SOM FIVQ SCS
Codebookl 6 4 1 4 2 8
Codebook?2 4 6 4 4 8 6
Codebook3 4 2 1 4 1 1
Codebook4 4 1 6 4 1 4

tamano del vecindario. En general se puede apreciar que convergencias rapidas a
SCIL, del orden de r = 4, producen buenos resultados para todos los algoritmos.
[La sensibilidad a los valores iniciales del parametro de control del vecindario es
mayor para los procesos con convergencia lenta a SCI. que para los rapidos. Cuan-
do consideramos la convergencia mas lenta posible r = 1, el SOM es el algoritmo
mas sensible, produciendo resultados sistematicamente peores. Por otra parte,
FIVQ y SCS son menos sensibles a la velocidad de convergencia a SCI. excepto
para algunos valores especificos de los respectivos parametros de control del vecin-
dario. Fn lo que atane a estos parametros, el ajuste optimo del parametro vy del
SOM parece estar relacionado con el tamano del libro de codigos. Fl parametro
mgo del FIVQ esta menos relacionado a los datos o tamanos del libro de codigos.
Finalmente, la desviacion estandard oq del SCS parece estar relacionada con el
tamano de la region ocupada por la muestra de los datos. En términos generales
los algoritmos son mas sensibles a la velocidad de convergencia a SCI. que a los
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valores iniciales de los parametros de vecindad. Entendemos que esto apoya nues-
tra proposicion de utilizar estos algoritmos como si se trataran de procedimientos
robustos de inicializacion del SCI..

[.os mejores resultados se muestran en la tabla 3.3. lLos ajustes de los val-
ores iniciales de los parametros de vecindad y de convergencia a SCI. usados
para obtener estos resultados estan en las tablas 3.4 y 3.5, respectivamente. Los
nimeros en negrita corresponden a los resultados que mejoran los obtenidos apli-
cando el algoritmo de K-medias presentados en la tabla 3.1. Observese que se
han obtenido con el SOM. Considerado en conjunto, es el SOM el algoritmo que
da los mejores resultados. Las excepciones son, comenzando con el mejor libro de
codigos inicial, los resultados de SCS sobre la muestra pequena y los resultados de
SCS y FIVQ sobre la muestra grande. Podemos decir que SOM muestra la mas
fuerte robustez contra las condiciones iniciales. Sin embargo, el propdsito de este
experimento no era decidir el algoritmo vencedor entre SOM, FIVQ y SCS, sino
mostrar que todos ellos mejoran significativamente sobre SCI., lo que es cierto
en la mayor parte de los casos, sobre todo para las condiciones iniciales malas y
conforme crece el tamano de la muestra. Esta mejora sera mas significativa en el
caso no estacionario.

3.3.Resultados experimentales en Cuantizaciéon del Color
no estacionaria.

[L.a Cuantizacion del Color de imagenes digitales se puede plantear como un prob-
lema de agrupamiento en el espacio 3D definido por el cubo unitario de repre-
sentaciones RGB 2. T.a cuantizacién del color tiene aplicaciones en visualizacién
y compresion de las imdgenes de color [26], [61], [69], [144], [149], [148], seg-
mentacion de la imagenes basada en caracteristicas de color [89], [107], [137] y
en la recuperacion de imdgenes en bases de datos basada en el contenido [71].
Cuando se consideran secuencias de imagenes [40], el planteamiento del problema
de la cuantizacion no estacionaria del color de las secuencias de imagenes asume
que la distribucionm de los colores en las imagenes puede cambiar de forma im-
predecible. TLa cuantizacion no estacionaria del color es, por tanto, un caso de
agrupamiento no estacionario en el espacio RGB. Hemos escogido este problema
para estudiar la convergencia en un solo paso sobre la muestra por las siguientes

? Asumimos que la pérdida perceptiva incurrida por la realizacién de la cuantizacién en el
espacio RGB es despreciable.
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Trazones:

1. Es un problema técnico realista de dimensiones razonables que permiten la
experimentacion exhaustiva.

2. Existe un algoritmo casi 6ptimo, el de minima varianza de Heckbert, que
puede ser utilizado como patron de referencia para validadr los resultados
de los algoritmos basados en redes neuronales competitivas.

En esta seccion primero presentamos los datos no estacionario. SObre es-
tos datos hemos aplicado dos algoritmos de referencia: el de minima varianza
de Heckbert y el K-medias (Isodata). El primero da los resultados de referen-
cia optimos. Tras ello, aplicamos el algoritmo SCI. para mostrar la adaptacion
neuronal basica. Fntonces aplicamos el SOM, FIVQ y SCS como modificaciones
robustas del SCI. frente a condiciones iniciales adversas. Exploramos su robustez
contra condiciones iniciales en la secuencia. Finalmente, presentamos algunos
experimentos complementarios, dirigidos a clarificar mas todavia nuestro punto
de vista. Los resultados del algoritmo FILVQ por lotes se comparan con los del
FIVQ en linea. Los efectos de considerar vecindarios constantes contra nuestros
vecindarios decrecientes exponencialmente se discute en el 1iltimo experimento.

3.3.1.Los datos experimentales no estacionarios

lLa secuencia de imagenes usada para el experimento es un panning del laborato-
rio. Las imagenes originales usadas para el experimento tienen una resolucion de
480x640 pixeles. Para obtener un cambio suave de la distribucion de los colores en
las imagenes sucesivas, cada dos imagenes consecutivas se solapan en un 50% de
la escena. La distribucion de los pixeles en el cubo RGB para las imagenes en la
secuencia se muestra en la figura 3.4. Los experimento recojen los resultados de la
cuantizacion a 16 y 256 colores, asumimos que 16 es un valor representativo para
tareas de segmentacion y que 256 es un nimero de colores adecuado para tareas
de compresion y visualizacion. Hemos usado los datos de dos maneras. Para el
algoritmo de Heckbert, que consideramos el algoritmo de referencia optimo, los
cuantizadores de color se calculan utilizando las imagenes completas. os restantes
algoritmos (Isodata, SCIL, SOM, FIVQ, SCS) se aplicaron a muestras de pixeles
de las imagenes para calcular los representantes de color, que luego se usan para
cuantizar las imagenes completas, y sus resultados de distorsion sobre la imagen
completa se comparan con los de Heckbert. De trabajos previos hemos detectado
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una cierta sensibilidad de los algoritmos al tamano de la muestra. Reproducien-
do estos experimentos de sensibilidad para todos los algoritmos seria un trabajo
improbo, por lo que hemos seleccionado tamanos de las muestras adecuados para
los tamanos delas tareas: 1600 pixeles para ¢ = 16 y 25600 para ¢ = 256. Las
figuras que muestran los resultados consisten en plots de distorsion a lo largo de
la secuencia de imagenes. Todas estas distorsiones se refieren a la cuantizacion
de las imagenes a tamano completo. En las cabeceras de los graficos se muestran
la distorsion global, calculada como la suma de las distorsiones de las iméagenes
individuales, se da para que se pueda realizar una comparacion global de los algo-
ritmos sobre toda la secuencia. Hemos reunido las distorsiones mas significativas
sobre las imagenes de tamano completo en la tabla 3.8. Las magnitudes de las
distorsiones son, obviamente, mayores para la cuantizacion a 16 colores que para
la cuantizacion a 256 colores.

3.3.2.Los algoritmos de referencia: Heckbert e Isodata

Como algoritmos no adaptativos de referencia hemos usado la version de minima
varianza del algoritmo propuesto por Heckbert [61] con las mejoras propuestas por
[150] para calcular las varianzas locales en cada particion. (De hecho hemos uti-
lizado la implementacién que proporciona MATLAB en su image toolbox). Este
algoritmo realiza las particiones sucesivas del cubo unidad basados en la mini-
mizacion de la varianza de las particiones resultantes. Implica el calculo de las
varianzas residuales producidas por cada plano de corte, y su complejidad es por
tanto del orden del niimero de particiones producida por la discretizacion del cubo
RGB. Es casi optimo, pero su costo computacional es muy alto y no puede ser
aplicado a problemas de mas alta dimension puesto que su complejidad crece ex-
ponencialmente con la dimensionalidad del espacio de los datos. Por otra parte,
nuestros algoritmos adaptativos neuronales tienen una complejidad que crece lin-
ealmente con el nimero de representates de color, el tamano de la muestra y la
dimension del espacio de los datos. FEsto significa que nuestra aproximacion se
puede extender a problemas de mas alta dimension mientras que el algoritmo de
Heckbert no puede serlo.

Las figuras 3.4a,b muestran los resultados de la aplicacion del algoritmo de
Heckbert a los datos no estacionarios, buscando el cuantizador éptimo a 16 y 256
colores. Este algoritmo se ha aplicado a las imagenes completas de la secuencia
de dos maneras. En primer lugar, asumiendo la naturaleza no estacionaria de los
datos se ha aplicado a cada imagen independientemente, lo que nos da los mejores
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resultados en las figuras 3.4a,b. La curva correspondiente se denota Time Varying
en las figuras. FEn segundo lugar se considera que los datos son estacionarios,
por lo que en principio un libro de codigos calculado para la primera imagen
daria buenos resultados al cuantizar las restantes imagenes en la secuencia. los
resultados de aplicar esta estrategia se denotan como Time Invariant en las figuras
3.4a,b. Las distorsiones globales en la secuencia (vease la tabla 3.8) son mucho
mayores que en las aplicaciones variantes en el tiempo del algoritmo.

Las aplicaciones Time Varyingy Time Invariant del algoritmo de Heckbert son
utiles para definir las cotas del comportamiento adaptivo en los experimentos. Nos
dan las cotas superiores e inferiores para los restantes algoritmos. Un algoritmo no
se puede considerar adaptativo si su curva de distorsion a lo largo de la secuencia es
mayor en algin punto que la curva correspondiente a la realizacion Time Invariant
del algoritmo de Heckbert. Por otra parte, la curva correspondiente a la realizacion
Time Varying del algoritmo de Heckbert es la mejor respuesta que esperamos de
cualquier algoritmo adaptativo.

En las figuras 3.4c y 3.4d mostramos los resultados de la aplicacion del algorit-
mo k-medias como un algoritmo adaptativo de la forma que se discute en la seccion
2.7.4. El libro de codigos inicial para la secuencia de imagenes es el obtenido me-
diante el algoritmo de Heckbert para la primera imagen y la adaptacion comienza
en la segunda imagen. Fl criterio de parada del algoritmo de k-medias es que la
diferencia absoluta entre las distorsiones en interaciones consecutivas sea menor
que 0.01. Como la curva de los resultados del Tsodata cae dentro de la region
definida por los resultados de la aplicacion invariante y variante en el tiempo
del algoritmo de Heckbert, podemos decir que se comporta como un algoritmo
adaptativo puesto que su curva es claramente mejor que la corresondiente a la
aplicacion invariante en el tiempo (Time Invariant) del algoritmo de Heckbert. Fn
algunos instantes la cuantizacion a 16 colores con el Isodata alcanza los resultados
de referencia de la aplicacion variante en el tiempo del algoritmo de Heckbert, que
es nuestro valor de referencia. Las distorsiones globales mostradas en la tabla 3.8
son cercanas a la referencia dptima. El niimero de iteraciones necesarios para cada
imagen en la secuencia se muestra en la figura 3.4f. Se puede aprecialr que para
las imagenes que muestran los mayores cambios en la distribucion de los colores,
el Tsodata necesita un nimero mayor de iteraciones para alcanzar el criterio de
parada. Kl nimero de iteraciones necesitadaspor cada imagen en la secuencia
se muestra en las figuras 3.4e y 3.4f, para 16 y 256 colores respectivamente. Se
puede apreciar que para las imagenes que muestran mayores cambios en la dis-
tribucion del color, el algoritmo Isodata necesita un nimero mayor de iteraciones
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para alcanzar la condicion de parada. También, el incremento en el nimero de
agrupamientos y el tamano de la muestra de los pixeles de la imagen implica
el aumento en el nimero de interaciones que necesita Isodata para alcanzar la
condicion de parada. Dado que el entrenamiento de las redes competitivas sera
en un unico paso sobre la muestra, hemos incluido también en la figuras 3.4g v
3.4h los resultados de un unico ciclo del Isodata. Naturalmente la degradacion de
los resultados es mayor para las imédgenes con mayor variacion de la distribucion
de color. La degradacion global introducida por la aplicacion en un tinico paso se
puede apreciar en la tabla 3.8.

La aplicacion del Tsodata muestra una sensibilidad al nimero de colores bus-
cados que es comin a todos los algoritmos que hemos probado. Tlos resultados
son cualitativamente peores para el caso de 256 colores que para el caso de 16
colores. lLa calidad de los algoritmos se mide por la distancia de la respuesta del
algoritmo a relativa a la respuesta éptima (Time Varying). Es evidente en figuras
3.4c,d que esta distancia relativa aumenta al aumentar el nimero de agrupamien-
tos buscados.

Tabla 3.6: Exploracion de la sensibilidad en el caso de 16 colores. Distorsion
global de la cuantizacion de las muestras de tamano n = 1600 de cada imagen de
la secuencia tras el calculo de los libros de codigos con SOM, FIVQ y SCS bajo
las diferentes combinaciones de ajustes de los vecindarios iniciales y la velocidad
de convergencia a SCI,

SOM FLVQ SCS
Vg = mo = Og =
1 8 10 7 4 2 0.1 2 Tio

102.2 | 106.2 | 99.07 96.87 | 93 84.04 | 95.31 | 442.2 | 236.2
72.08 | 71.49 | 91.47 90.94 | 86.96 | 84.74 | 85.85 | 149.2 | 85.24
70.8 70.15 | 85.34 85.91 | 84.87 | 84.56 | 81.77 | 125.8 | 85.62
r==6 72.7 69.37 | 85.39 85.31 | 85.48 | 84.66 | 81.67 | 113.7 | 84.43
r=-2~8 74.11 | 70.48 | 87.18 86.15 | 87.22 | 86.01 | 82.43 | 108.8 | 82.57

fized ® [ 1021 | 774.3 | 382.8 [ 382.8 | 351.1 | 94.57 | 256.3 | 3819 [ 187.4 |

- e T e
I
oo —
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Tabla 3.7: Exploracion de la sensibilidad en el caso de 256 colores. Distorsion
global de la cuantizacion de las muestras de tamano n = 25600 de cada imagen de
la secuencia tras el calculo de los libros de codigos con SOM, FIVQ y SCS bajo
las diferentes combinaciones de ajustes de los vecindarios iniciales y la velocidad
de convergencia a SCI,

SOM FLVQ SCS
Vg = mo = Og =
8 28 |7 2 0.1 [0

385.5 | 394.8 | 387.5 350.5 | 439.5 | 527.5
302.4 | 304.5 | 351.8 341.2 | 361.7 | 359.6
294.2 | 294.6 | 352.2 346.3 | 341.9 | 352

r==6 295.5 | 291.2 | 343.4 349 329.4 | 349.8
r=-2~8 299.2 | 288.7 | 357 349.9 | 323.1 | 355.6
fized ® | 763.2 | 13650 | 784.9 465.1 | 2653 | 561.3

==
I
N =

3.3.3.El aprendizaje competitivo simple (SCL).

En la figura 3.4 mostramos los resultados de la aplicacion de la adaptacion en
un solo paso sobre la muestra con SCI., con las programaciones de la velocidad
de aprendizaje discutida arriba, empotrada en los resultados del algoritmo de
Heckbert. En las figuras 3.4a.,b el libro de codigos inicial es el obtenido por
el algoritmo de Heckbert en la primera imagen y la adaptacion comienza en la
segunda imagen. Se puede apreciar que SCI se comporta como un algoritmo
adaptativo en el sentido de que mejora a la aplicacion invariante en el tiempo
del algoritmo de Heckbert, pero es menos optimo que la aplicacion variante en
el tiempo del mismo algoritmo. Se puede apreciar también que mejora sobre la
aplicacion en un sélo paso del algoritm Isodata (vease la tabla 3.8 para comparar
las distorsiones globales en ambos casos). Para resaltar la distancia relativa al
optimo mostramos en las figuras 3.4c,d la distorsion relativa de SCI. respecto
de las curvas obtenidas con las aplicaciones variante e invariante en el tiempo,
respectivamente, del algoritmo de Heckbert. Estas curvas se calculan como sigue

, SCL(#:1)— Time Varying (#1) ,
SO Letpive (#7) = — _ _me _ =23, (3.9
tiive (#1) Time Invariant (#:) — Time Varying (#1) 7 (3.9)
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Por tanto SC L, ciarine (#17) es negativa cuando SCL mejora a la aplicacion variante
en el tiempo del algoritmo de Heckbert (nuestro casi-optimo de referencia). Esta
cantidad es mayor que 1 cuando la respuesta de SCI. es peor que la aplicacion
invariante en el tiempo del algoritmo de Heckbert. Esta claro por la comparacion
de 3.4c y 3.4d que el aumento en el tamano del libro de cddigos degrada los
resultados de SCI. también.

[La condicion inicial para la secuencia, el libro de cddigos de Heckbert para la
primera imagen, es bastante buena, en las figuras 3.4e,f probamos la respuesta a
otras condiciones iniciales. Fstas se asumen como los libros de cddigos para la
primera imagen en la secuencia y se usan para comenzar el proceso de adaptacion
en las siguientes imagenes. Los distintos libros de codigos iniciales probados son:

e in Sample que es un buen libro de codigos inicial extraido de la muestra de
la primera imagen. No coinciden en los casos de 16 y 256 colores.

e in RGB box es un libro de cddigos arbitrario generado aleatoriament en el
cubo RGB. Es la peor condicion inicial.

e Umbral corresponde a una seleccion guiada por una condicion de umbral
entre los elementos de la muestra de la primera imagen.

Se puede apreciar que para las buenas condiciones iniciales, SCI. se recu-
pera tras la segunda imagen. Sin embargo, permanece rindiendo peor que cuando
comienza por el libro de cidigos calculado por el algoritmo de Heckbert (figuras
3.4a,b). Las peores respuestas corresponden a las peores condiciones iniciales en
las que el efecto de la mala inicializacion se propaga a través de toda la secuencia
de imagenes. Mostraremos al reproducir estos experimentos mas adelante que las
redes competitivas consideradas mejoran la robustez frente a condiciones iniciales

del SCI..

3.3.4.Sensibilidad a los parametros de control del SOM, FLVQ y SCS

Comenzamos el estudio experimental de SOM, FIVQ y SCS realizando un exper-
imento de sensibilidad similar al discutido para el caso estacionario. La condicion
inicial es el libro de codigos de Heckbert en la primera iamgen, y la adaptacion
comienza en la segunda imagen como se propone en la seccion 2.7.4. El experi-
mento de sensibilidad se restringe a los resultados de distorsion sobre la muestra.
A partir de estos resultados decidimos los valores optimos de los parametros de
control de las funciones de vecindad en cada caso. Usamo el libro de codigos
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correspondiente para realizar al cuantizacion de las imagenes a tamano completo,
asumiendo que dicha optimalidad se extrapolara de la muestra a la imagen de
tamano completo.

LLa tabla 3.6 muestra los resultados de la distorsion global en la secuencia de
muestras de 1600 pixeles cuantizadas a 16 colores (observese que la magnitud
de la distorsion global es menor que en la tabla 3.6). La iltima fila en la tabla
proporciona los resultados de distorsion obtenidos con parametros de vecindad
constantes. Los malos resultados son debidos al hecho de que los minimos locales
encontrados por las redes neuronales lo son de sus respectivas funciones objetivo
para un valor fijo de los parametros de vecindad. Estas funciones son bastante dis-
tintas de la distorsion euclidea que minimiza el algoritmo de Heckbert, el Isodata
y el SCIL. La inspeccion del resto de la tabla muestra que los peores resultados
se obtienen cuando no hay una fase SCIL en el aprendizaje (r = 1). En general,
la convergencia rapida a SCI. mejora los resultados. En el SOM el radio inicial
es un factor secundario del rendimiento. En el FILVQ, el exponente inicial es mas
significativo cuando mg = 2, para mg > 2 el FIV(Q es bastante insensible a este
parametro. En el SCS el efecto de la desviacion estandard inicial es muy fuerte.
Las estimaciones locales ;9 dan buenos rendimiento, aunque no los dptimos.
Las velocidad de convergencia optima a SCIL es r = 6 en todos los casos. Tos
parametros de vecindario iniciales optimos son vg =8, mg =2y o9 = 0.1.

La tabla 3.7 muestra la distorsion global resultante de la secuencia de muestras
de 25.600 pixeles cuantizadas a 256 colores. Otra vez la tltima fila da los resulta-
dos para vecindarios fijos que confirman la necesidad de realizar al convergencia
a SCI. para que produzca la minimizacion de la distorsion, aunque el efecto es
menos notorio para FLVQ. El rendimiento de las restantes entradas en la tabla
mejora con el incremento en la velocidad de convergencia a SCI.. Los valores ini-
ciales de la funcion de vecindad son factores secundarios en el rendimiento. Las
velocidades de convergencia a SCIL dptimas son r = 8,2, 8 para el SOM, FIVQ
y SCS, respectivamente. los valores iniciales optimos son vy = 128, mg = 2 y
oo = 0.1.

La figura 3.4 muestra los resultados de la aplicacion de SOM, FIVQ y SCS
bajo los ajuste optimos de los pardametros de control de cada algoritmo deducidos
de las tablas 3.6 v 3.7. Los resultados de sensibilidad previos tienen el propdsito
de garantizar que cada algoritmo se aplica en sus mejores ajustes particulares. Los
resultados de distorsion global se pueden encontrar en la tabla 3.8 correspondiendo
a la inicializacion de Heckbert.

Las figuras 3.4a,b muestran la distorsion de la cuantizacion a 16 y 256 colores
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de cada imagen a tamano completo en la secuencia de imagenes. EI. SOM da
los mejores resultados. FEsta afirmacion es mas clara si consideramos la distor-
sion global: el SOM en un paso sobre la muestra mejora incluso al Isodata con
muchas iteraciones. En general, los tres algoritmos mejoran sobre SCI. y el algo-
ritmo Isodata en una iteracion. Las figuras 3.4c,d muestran la distorsion relativa
(calculada de forma similar a la ecuaciéon 3.9). Se puede apreciar que el SOM
en un paso sobre la muestra encuentra a veces mejores representantes de color
que la aplicacion variante en el tiempo del algoritmo de Heckbert. Finalmente,
para resaltar la mejora sobre SCIL., las figuras 3.4e,f muestran la substraccion de
las curvas de cada algoritmo de la correspondiente a SCI.. Los tres algoritmos
muestran mejoras significativas.

3.3.5.Sensibilidad a las condiciones iniciales

FEstos experimentos son una extension de los presentados en [49] y [50]. FEn las
secciones anteriores, el proceso adaptativo comienza en la segunda imagen, asum-
iendo como libro de codigos inicial el obtenido por el algoritmo de Heckbert en
la primera imagen, lo que representa una condicion inicial muy buena. En este
apartado consideramos la respuesta de los algoritmos SOM, FIVQ y SCS co-
mo AV(Q ante condiciones iniciales peores y los comparamos con los resultados
obtenidos con SCI. en el apartado 3.3.3. Las condiciones iniciales son las mismas
que las utilizadas para calcular las figuras 3.4e,f del apartado 3.3.3. Kl ajuste de
las funcione de vecindad es el mismo que el aplicado para obtener la figura 3.4.
Como en esas figuras los resultados ploteados son la distorsion de la cuantizacion
de color cada imagen a tamano completo en la secuencia con los libros de codigos
obtenidos sobre las muestras de las iméagenes. lLa distorsion global se reproduce
en la tabla 3.8.

La figura 3.4a,b da los resultados del FIVQ con 16 y 256 representantes de
color, respectivamente. Se puede apreciar que las mejoras respecto del SCI. son
menores. La figura 3.4c,d da los resultados del SCS con 16 y 256 representantes
de color, respectivamente. Se puede apreciar una mejora sistematica respecto del
SCIL, aunque no muy grande. Finalmente, la figura 3.4e,f da los resultados del
SOM con 16 y 256 representantes de color, respectivamente. Se puede apreciar su
sorprendente robustez frente a condiciones iniciales y los resultados son claramente
los mejores. Mientras que para FIVQ y SCS los efectos de las condiciones iniciales
se propagan a lo largo de toda la secuencia, el SOM se colapsa casi completamente
al comportamiento optimo desde la segunda imagen en la secuencia. Esta robustez
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tiene implicaciones practicas para procesos de video en tiempo real puesto que
permite inicializaciones arbitrarias.

3.3.6.FLVQ online versus batch

La proposicion original del FIVQ presentada en [8] es un algoritmo batch en el
que el exponente se actualiza tras cada iteracion de calculo de los representantes
borrosos de los agrupamientos por las ecuaciones (2.57) y (2.58). Fl exponente
decrece linealmente aproximandose a 1 por arriba (en la practica 1.1 se considera
equivalente a 1). Hasta este momento nuestro trabajo con FLVQ se adhiere a lo
propuesto por los autores. Sin embargo se puede argiiir que la aplicacion online en
un solo paso propuesta aqui degrada el rendimiento del algoritmo. De hecho, ha
habido un debate duro sobre la definicion apropiada del algoritmo FIVQ online
[108] [18] [111].

Queremos verificar la degradacion en rendimiento introducida por nuestra
definicion online de FIVQ. Para esto, comparamos los resultados de la realizacion
online con los resultados de la realizacion batch. En la primera hemos aplicado
los ajustes de los parametros de control sugeridos en nuestro experimento de sen-
sibilidad. En la segunda hemos aplicado la programacion general del exponente
sugerida en [8]. La figura 3.4a,b muestra el rendimiento en el caso de 16 colores
para mqg = 7y mqg = 2, respectivamente. El libro de cddigos inicial fue el obtenido
por el algoritmo de Heckbert sobre la primera imagen. lLa adaptacion se realizd
sobre la muestra de 1600 pixeles, y el resultado mostrado es la distorsion por cada
imagen de la cuantizacion de las imagenes a tamano completo. Los resultados se
presentan normalizados en relacion a los del algoritmo de Heckbert para resaltar
las diferencias.

Hemos encontrado que la version batch de FIV(Q mejora la version online.
Sin embargo, el costo computacional de FILVQ batch es tan alto que hemos sido
incapaces de realizar el experimento sobre 256 colores segun la planificacion que
nos habiamos propuesto.

3.3.7.Vecindarios constantes

Hemos estado enfatizando la relacion entre las funciones de vecindad y la funcién
objetivo que esta siendo efectivamente minimizada por el algoritmo de redes neu-
ronales competitivas. Hemos dado en las tablas 3.6 y 3.7 la distorsion global de
las cuantizaciones de las muestras resultantes de realizar la adaptacion con vecin-
darios constantes. Para hacer mas evidente el efecto del vecindario constante,
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presentamos en la figura 3.4 la distorsion en cada imagen a tamano completo.
Comparamos los mejores resultados de SOM, FIVQ y SCS en la figura 3.4 con
los obtenidos congelando el vecindario en su tamano inicial 6ptimo. Denotamos
SOMFIX, FLVQFIX y SCSFIX las curvas de estos resultados en los gréaficos.

[L.a degradacion observada es mayor para 256 representantes de color que para
16. F1 SOM se convierte en un algoritmo no adaptativo en el caso de 256 represen-
tantes de color con vecindario fijo. El FILVQ parece ser el menos afectado por la
congelacion del vecindario. La razon es que el criterio borroso es muy cercano a la
distorsion euclidea cuando m = 2. Fl algoritmo SCS se degrada dramaticamente
en el caso de 16 representantes de color. Los algoritmos se comportan de acuerdo
con sus funciones objetivo, cuando son cercanas a la distorsion euclidea sus re-
sultados no se degradan mucho, como en el caso de FVLQ. La funcion objetivo
inducida por la constante v = 128 para el SOM es muy diferente de la distorsion
euclidea y consecuentemente los resultados son muy malos, aunque el SOM puede
estar efectivamente minimizando su funcion objetivo. Aunque pueden parecer
triviales, estos ejemplos ilustran los efectos producidos por muchos algoritmos
heuristicos de agrupamiento y cuantizacion vectorial y la dificultad de realizar
una comparacion precisa de sus rendimeintos ya que de hecho estan realizando la
minimizacion de funciones objetivo distintas.

3.4.Conclusiones

En este capitulo hemos propuesto una programacion novedosa de los parametros
de aprendizaje de tres redes neuronales competitivas: SOM; FIVQ y SCS. Esta
programacion permite su aplicacion eficiente como mecanismo de cuantizacion
vectorial adaptativa para la solucion de tareas de Agrupamiento no estacionario.
Como tarea experimental hemos escogido la cuantizacion del color de secuencias
de imagenes.

Como resultado de los experimentos computacionales realizados en este capitulo,
el SOM parece ser el algoritmo mas robusto y eficiente. Los experimentos de sensi-
bilidad también muestran que estrategias muy generales pueden dar lugar a ajustes
eficientes de los parametros de aprendizaje. Fn general una tasa de convergencia
a SCI. r =4 da buenos resultados para todos los algoritmos en los experimentos
presentados aqui y en otros lugares. Para el SOM, un radio de vecindario inicial
v = 5 es una buena regla. Para el FLV(Q un exponente inicial my = 2 da buenos
resultados. Finalmente, el SCS es muy sensible al tamano de la region del espacio
ocupado por los datos. Una buena estrategia consiste en calcular la desviacion
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estandard a partir de las distancias entre los vectores codigo, como un las bolas
sin solapamiento de 95% de confianza en torno a ellos.

Dentro de los planes de trabajo futuro, planeamos trabajar en la extension
de la aproximacion presentada aqui hacia otros algoritmos neuronales y borrosos,
como la familia FALVQ propuestta por [72]. Otra linea de trabajo es la apli-
cacion de nuestra programacion a problemas de més alta dimension, y empotrar
la cuantizacion de color no estacionaria en sistemas reales de proceso de video.
Nuestra aproximacion es computacionalmente competitiva: su complejidad crece
linealmente con la dimension del espacio y los tamanos de la muestra de vectores.
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Figura 3.5: Datos no estacionarios. Distribucion de los colores de los pixeles en
el cubo RGB para cada imagen en la secuencia experimental
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Tabla 3.8: Distorsion global de las secuencias de Imagenes por la cuantizacion de
las Imagenes completas usando los libros de codigos calculados sobre las muestras
(excepto en el caso del algoritmo de Heckbert). La inicializacion refleja los libros
de codigos iniciales usados para la secuencia completa. Heckbert denota el libro
de codigo de Heckbert para la primera imagen de la secuencia

Algorithm Initialization | 16 256

Time Invariant 24590 | 3152
Time Varying 4437 1 979.6
Isodata Heckbert 5098 1303
Isodata (1 iter.) | Heckbert 7958 | 1574
SCILL Heckbert H686 1412

in Sample 6512 | 1653
in RGB box 10320 | 2191
Umbral 6044 | 1653
SOM Heckbert, 4733 | 1209
in Sample 4733 | 1227
in RGB box | 4740 | 1223
Umbral 4740 | 1204
FVLQ Heckbert 5689 | 1414
in Sample 6398 | 1665
in RGB box 10470 | 2227
Umbral 5884 | 1693
SCS Heckbert, 5441 1338
in Sample 5970 | 1607
in RGB box | 10080 | 1833
Umbral 5560 | 1642
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4. FILTRADO BASADO EN LA CUANTIZACION
VECTORIAL

[a aportacion central de la tesis consiste en la definicion de un algoritmo de filtrado
y segmentacion de la imagen basado en la cuantizacion vectorial de bloques de la
imagen. Fn este capitulo describimos con detalle esta aproximacion en el marco
del procesado bayesiano de la imagen, mostrando que puede ser aplicado para
recuperar deformaciones locales en los vecindarios de los pixeles. El algoritmo se
denomina VQ-BF como abreviatura de Filtrado Bayesiano basado en Cuantizacion
Vectorial.

En la seccion 4.1 presentamos la notacion utilizada. FEn la seccion 4.2 se
presenta el modelo de los bloques de pixeles. En la seccion 4.3 se presenta el
modelo total del VQ-BF. Fn la seccion 4.4 se hacen algunas consideraciones sobre
la preservacion de los bordes en las imagenes filtradas con VQ-BF. En las seccion
4.5 se presenta el SOM como el algoritmo mas apropiado para la realizacion de la
cuantizacion vectorial. Finalmente, en la seccidon 4.6 se presentan las conclusiones
del capitulo.

4.1.Notacion

Comenzaremos recordando la notacion estandar en el procesado bayesiano de la
imagen [41], [147]. Una imagen puede describirse por una tupla z = (rt:P7 al ", )
cuyos componentes corresponden a los atributos de interés para la aplicacion: la
intensidad 27 las etiquetas de clasificacién de los pi xeles 2", las posiciones de los
bordes 2" v otros. Sea S* una malla cuadrada finita donde cada sitio representa

una posicién de un pixel de la imagen. Fl vector ¥ = (mp representa

s >SESP
un patron de configuracion de los valores de gris en los pixeles. Si tratamos de
clasificar los pixeles de la imagen asignandoles un significado preciso, ya sea en

aplicaciones de analisis de textura como en otras, =" = ("ri) s
s )sest

de etiquetas asociadas a los bloques de pixeles en el conjunto S”, de forma que

es un patron
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xl =1 € I, es a etiqueta de clase del bloque s. Fstos bloques pueden superponerse
0 no.

LLos datos observables y son una funcion Y de la imagen auténtica x. Kl espacio
de los datos observables se denota por Y y el de las imagenes auténticas por X.
Dado 2 € X, la ley probabilistica que modela Y se denota P (y|z). STY es finita,
P(y|z) es la probabilidad de observar y cuando la imagen auténtica es x. Por
tanto, para cada = € X, P (y|2) es una distribucion de probabilidad sobre Y. i.e.
P(yle) >0y >, Pylr)=1.

[as expectaciones a priori se pueden formular como restricciones sobre la im-

agen ideal. La funcidn positiva y normalizada I1 (x) definida en el espacio de las
imagenes X es la distribucion a priori. La eleccion del modelo a priori de pende
del problema y es uno de los pasos clave en el analisis Bayesiano de la imagen.
La distribucion a priori 11 y las probabilidades condicionales determinan la dis-
tribucion conjunta de los datos y de las iméagenes en el espacio producto X xY
por

P(r,y)=Tl(2)P(y|z),» € X,y €Y. (4.

1)
Esta es la ley probabilistica de un par de variables aleatorias (X,Y) en X xY
donde X tiene una ley IT e Y tiene una ley I' dada por I'(Y =y) = > P (z,y).
[a probabilidad a posteriori de x € X esta dada por

1) P (y )
R RTE TR )

Para datos continuos, la distribucion a priori Il tendra en general la forma de la

distribucion de Gibbs

M(x)=7"exp(-H(2)),Z=> exp(-H{(z)). (4.3)

zeX

Donde H esla funciéon de energia de 1. En la mayor parte de los casos, el modelo a
posteriori es también una funcién de Gibbs, i.e. hay una funcién H (- |y) definida

en un subespacio X de X tal que

P(aly)=7"(y) "exp(—H (x]y)).» € X. (4.4)

[a funcion de energia esta conectada con la funcion de verosimilitud. La energia
a posteriori se puede escribir de la siguiente manera:

H(xly)=&(y) WP (yle)+ H () (4.5)
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Un modo de la distribucion a posteriori @ =max {P (z|y)} es el estimador

Méximo a Posteriori (MAP) de 2 dado y. Si el procesado se realiza independi-
entemente en todos los sitios de la imagen, el modo de la estimacion marginal
posterior 7, maximiza la distribucion posterior marginal P (24 |y). Es bien sabido
que los estimadores MAP son los estimadores optimos Bayesianos para la funcion
de pérdida 0 — 1.

[La maximizacion de las distribuciones de Gibbs es equivalente a la mini-
mizacion de su funcion de energia, por tanto, el estimador MAP se puede calcular
sin evaluar la funcion de particion 7. Sea la observacion de la forma V = ¢ (X, 7).
LLa ley probabilistica del ruido n se denota por I'. Si el ruido n y la imagen X son
independientes, entonces las probabilidades condicionales son de la forma:

PY =y[X=2)=T(e(X,n)=y). (4.6)

En particular, si el ruido es Gaussiano, las probabilidades condicionales y las
probabilidades a posteriori se pueden escribir en forma de densidades de Gibbss
[41], [147].

En esta memoria en general vamos a tratar con bloques de imagen. lLas
imagenes totales se procesan de la siguiente manera: Para cada pixel en la imagen
extraemos una ventana a su alrededor y la clasificamos de acuerdo a un libro de
codigos dado. Kl resultado puede ser tanto el valor central del vector codigo o
la clase asociada al vector vencedor. ILlamamos esta aproximacion V@) Bayesian
Filter (VQ-BF) o Filtrado Bayesiano basado en Cuantizacion Vectorial.

4.2.El modelo para los bloques de imagen

Consideramos que tenemos un conjunto de representantes de los bloques de im-

agen, i.e. un libro de cdédigos (codebook) 0 = {w?;1 =1, .., ¢} donde cada repre-

P donde la malla S%*% ge

sentante es una imagen de tamano d X d, w; = (.7/:g ) cgixd
- Seo ’

define como un vecindario
SNUxd) — £ —d)2 < |s| < d/2} . (4.7)
Dada una muestra de bloques de imagen
v ={yhi=1,.,n} (4.8)

con

vl = () esiea (4.9)
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el Tibro de cdodigos es el resultado de la ejecucion de un algoritmo de diseno de
la cuantizacion vectorial que trata de minimizar alguna funcion objetivo deter-
minada. Consideramos que el libro de codigos se disena para minimizar el error

2} (4.10)

7 (1) =y (y}) = argmin {\ g — w55 = 17--76}- (4.11)

Esta minimizacion corresponde a estimacion de maxima verosimilitud de los parametros

cuadratico medio sobre la. muestra:

ar :inn {2:: ‘

b
Yi — @)

donde

de una mezcla de Gausianas de matrices de covarianza identidad, que es el modelo
asumido para los bloques de imagenes:

b_b_]c 1 7;—,”7&;,2_0 b bbb
PO =)= 0 e Il = =) PO = ),
(4.12)
Por tanto, la busqueda del vector codigo mas cercano
i () = angmin {[ly" —wil|"15 =1, e} (4.13)

corresponde al clasificador MAP del bloque de imagen. Asumimos que las prob-
abilidades a priori de las clases de los bloques de imagen son las mismas

(" = o5)) =

[a decision de cuantizacion vectorial dada por

=1,..,c. 4.14
) 9 °"

D=

*

F = (4.15)

son de la forma

corresponde a la decision MAP asumiendo que las probabilidades a posteriori de
los bloques de imagen =

b
exp <—1 yb—wi 2>
y') = | i =T (4.16)
Siexo (3 wsl)

P (rt:b = w’

7 7
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Tanto las probabilidades condicionales como las probabilidades a posteriori
de los bloques imagen se pueden poner en forma de distribuciones de Gibbs con
funciones de energia:

2

)zH(mb:w*

H(Y" =y 2" = sﬁ—yﬂ—%ufwj (4.17)

7

[La consideracion de funciones objetivo para el proceso de diseno del cuantificador
vectorial distintas de la distorsion darian lugar a otros modelos probabilisticos.

4.3.El modelo para el VQ-BF

En el filtrado bayesiano basado en la cuantizacion vectorial (VQ-BF) la imagen
no se descompone en bloques. Para cada pixel s € ST seleccionamos una ventana

)

procesa independientemente. llamamos bayesiano a este algoritmo porque los

N(dxd .
alrededor suyo S (@4~ P Clada ventana en la imagen y’ = (y;?)g,eqi\](dxd) se

vecindarios juegan el papel de condiciones de contorno para el proceso del pixel.
El emparejamiento de patrones involucrado es una forma de dependencia no lineal
que recuerda las aproximaciones Markovianas del analisis bayesiano de imagenes
clasico [41], [147]. La imagen se procesa de dos formas posibles, en modo filtro o
en modo clasificacion:

1. En modo filtro el pixel restaurado se estima como el pixel central del vector
codigo asociado a su vecindario:

%f:<M7b> seSP (4.18)
' '7( ) (0,0)

2. En modo clasificacion la clase asociada con el pixel es la del vector codigo
asociado al vecindario del pixel

= () s € S” (4.19)

S

Vamos a considerar el modo filtro. Si asumimos que los vecindarios de los
pixeles son independientes, las probabilidades posteriores son de la forma:

Pely) =TI P (<> =) Wm)) (+:20)

i=1 j=1 (4.9)
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y la energia a posteriori tiene la forma :

2

1
H(f’?|y):(j+§

(4.21)

i(v?)

La distribucion a priori corresponde con la probabilidad conjunta de las ven-
tanas de los pixeles.

(X =2)=P(2)=wseS") (4.22)

y no puede ser puesta en forma de producto. Una aproximacion para obtener una
distribucion con forma de Gibbs seria la asuncion de que los pixeles vecinos tienen
la misma clase o el mismo valor filtrado si las variaciones de las ventanas que los
rodean son pequenas. FEsta es una restriccion de suavidad a priori que depende
del libro de codigos. Expresiones apropiadas para la funcion de energia a priori
que incorporan esta restriccion de suavidad son

Ho(x) =" |s—t|(zs — )" ||l — 2l (4.23)

s,

0
=2 Z )| — (4.24)
s teN(s

Tomando en cuenta la expresion de la funcién de energia a posteriori en la
ecuacion 4.5 obtenemos como logaritmo de la probabilidad condicional [147]:

WP (yla) =C— H@E[G) -~ H(x) (4.25)

Asumiendo la funcion de energia dada por la ecuacion 4.24 como la funcion de
energia a priori, llegamos a la siguiente expresion para la log-verosimilitud

= Z coe)t | | (a26)

s teN(s

—u)

InP(yl|r) ~

b
,q

Si consideramos que el ruido aditivo es (Gausiano. entonces las expresiones de las
S d q | do adit G , ent | p de
posibles deformaciones que se deducen de la expresion de la verosimilitud son :

)X el

s teN(s

—u)

b
,q

Y = (Xn—ﬁ<

(4.27)
Esta expresion se puede interpretar como la definicion de la habilidad del VQ-BF
para corregir deformaciones suaves que involucran a los vecinos del pixel.
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4.4.Filtrado con VQ-BF y preservacion de bordes

[as distribucion de probabilidad a posteriori del VQ-BF implica que los bordes
en la imagen seran preservados siempre que los vecindarios de los pixeles a los
dos lados del borde muestren una variacion significativa. Esta condicion es muy
natural y es la razon de las buenas propiedades de preservacion de bordes del

VQ-BF. Formalmente,
P Fesi g () # (). (4.2

(asumiendo que vectores codigo diferentes tendran pixeles centrales diferentes).
Esto corresponde a la probabilidad asignada por la densidad de probabilidad

’L/b

s

condicional del vector codigo u)*,(

B?(v”)

) al espacio externo a su region de decision

P(z.#2dy) = 1=PGW) =7)ly) (4.29)

= 11— / P(yi’ rt:b>dr1:b..
()

Debe notarse que dos pixeles con idénticos valres pueden recuperarse como

diferentes si sus vecindarios cambian abruptamente. Sin embargo, todas estas
probabilidades dependen del entrenamiento del libro de codigo y de las estadisticas
de la imagen.

4.5.Calculo del codebook usando SOM

Un paso critico en la aplicacion de nuestra aproximacion es el célculo del libro
de codigos, puesto que debe ser representativo de las auténticas estadisticas de
la imagen. Como se ha discutido previamente, estas estadisticas son las piezas
de construccion de los modelos a priori que subyacen al VQ-BF. El proceso de
estimacion es un proceso de cuantizacion vectorial que se puede realizar con las
técnicas discutidas en el capitulo 2. Ademas, es necesario que este proceso se
realize en tiempo real. Fl significado del tiempo real varia de una aplicacion a
otra. En el caso del calculo del flujo optico la respuesta se exigira en tiempos
del orden de fracciones de segundo. FEn el caso de la segmentacion de la MRI
la respuesta puede darse en tiempos del orden de fracciones de minuto. En este
contexto, la necesidad de esquemas de entrenamiento que se completen en un
inico paso sobre la muestra es imperiosa. De ahi la discusion y los trabajos
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realizados en el capitulo 3 para estudiar la convergencia en un sélo paso sobre la
muestra. En los siguientes capitulos aplicamos el SOM en un tnico paso sobre
la muestra extraida de la imagen asumiendolo como un método robusto [51] para
la minimizacion de la distorsion mediante el descenso de gradiente estocéastico. A
continuacion recordamos los fundamentos del SOM tal como se va a aplicar en los
siguientes capitulos.

Sea X = {x;;7 = 1,..,n; } una muestra de vectores dados por bloques de pixeles
extraidos de la imagen bajo estudio, y sea Y = {y;;7 = 1, .., ¢} el libro de cddigos
que estamos calculando. La regla adaptativa a la que se ajusta el SOM tras la
presentacion de un nuevo input x; extraido de la muestra en el instante t es la
siguiente:

Ayr(t) = o - V(Y. b x,t) - (xe—y, (1) k=1,.,¢ (4.30)

donde V (Y, k,x4,1) es la funcién de vecindad que depende de la topologia definida
sobre los indices de los vectores codigo, oy ; es la velocidad de aprendizaje que de-
crece a cero en la forma habitual para el algoritmo de gradiente estocastico. Para
obtener el aprendizaje en un paso sobre la muestra esta velocidad de aprendizaje
sigue la ecuacion

agr = ao (1 — 7/n) (4.31)

donde n es el tamano de la muestra. [Limitamos el nimero de iteraciones al tamano
de la muestra. La funcion de vecindad es de la forma

Ul )l < v
0 otherwise

V(Y kxi,t) = { : (4.32)

el radio v; del vecindario definido por la funcion de vecindad sigue la expresion

vy = {(7)0 + ])(17%75)—‘ —1 (4.33)
para t < Z. Para t > = asumimos que el SOM se comporta como el algoritmo
competitivo simple y la funcion de vecindad deviene el criterio duro de perte-
nencia a los agrupamientos. Kl factor r regula la velocidad con que se realiza la
convergencia funcional del SOM al algoritmo competitivo simple. En otras pal-
abras, especifica el porcentaje de la muestra en el que el vecindario del SOM sera
no nulo.
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4.6.Conclusiones

En este capitulo se presenta el algoritmo de filtrado que va a ser utilizado en
capitulos posteriores. Partimos de la formulacion bayesiana del proceso de la
imagen. FEn nuestro caso, la estimacion de maxima probabilidad a posteriori
(MAP) corresponde a la decision de asociar un bloque representante al pixel o al
bloque que esta siendo utilizado. Si asumimos que la distribucion de probabilidad
a posteriori es de Gibbs, su logaritmo corresponde a la funcion de energia que
se descompone en las funciones de energia a priori y condicional. A partir de la
formulacion bayesiana asumiendo un modelo de funcion de energia a priori que
incorpora las habituales restricciones de suavidad podemos deducir una cierta
forma de la funcion de energia correspondiente a la d.d.p. condicional. El papel
de la d.d.p. condicional habitualmente es el de modelar el ruido aditivo y las
deformaciones de la imagen asumidas. Siguiendo este razonamiento, la deduccion
de la funcion de energia condicional nos indica que deformaciones de la imagen
se corrigen o recuperan mediante la estimacion MAP. En el caso del VQ-BF
obtenemos la restauracion de deformaciones de los vecindarios de los pixeles.
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5. CALCULO DEL FLUJO OPTICO

El calculo del flujo dptico es un problema central en muchas de las tareas in-
volucradas en la aplicacion de la vision artificial a la robotica [63], y también en
algoritmos de compresion de video. En el calculo del flujo 6ptico se puede dis-
tinguir entre dos corrientes principales, una basada en el calculo de las derivadas
espacio-temporales y la otra basada en el calculo de la correlacion entre las tra-
mas. lLas aproximaciones basadas en las derivadas espacio-temporales [58], [63],
[68] son mas sensibles al ruido y los efectos de iluminacion, y tienden a producir
estimaciones dispersas del flujo dptico. lLas aproximaciones basadas en la cor-
relacion y el emparejamiento de bloques producen estimaciones densas del flujo
optico y son mucho mas robustas ante el ruido aditivo y los efectos de iluminacion.
[La aproximacion basada en la correlacion es la preferida en esta memoria.

Proponemos el filtrado de la secuencia de imagenes a través de la aplicacion
de la cuantizacion adaptativa del color. La cuantizacion del color involucra la
consideracion de vecindarios espaciales para regularizar y suavizar el campo del
flujo optico. Este proceso lo realizamos aplicando el filtrado bayesiano basado en
la cuantizacion vectorial (VQ-BF) presentado en el capitulo 4 en el que cada pixel
se codifica de acuerdo con la cuantizacion vectorial de su vecindario. Fl libro de
codigos se calcula aplicando el SOM [80]. Fn los experimentos que presentamos
mas adelante se realiza la cuantizacion del color de forma adaptativa para cada
imagen en la secuencia a partir del libro de cddigo que se habia obtenido en la
imagen anterior.

Como ya se ha comentado en el capitulo 4 el VQ-BF produce la suavizacion de
las imagenes preservando las fronteras entre objetos. Este tipo de suavizacion es
de gran interés para el calculo del flujo dptico, reduce el flujo espiireo debido a la
iluminacion y el ruido aditivo, mientras que la preservacion de las fronteras pro-
duce estimaciones mejoradas en los lugares criticos. La calidad de la suavizacion
obtenida con el VQ-BF nos permite basar el calculo del flujo dptico en la cor-
relacion a nivel de pixel entre tramas sucesivas. lLos resultados experimentales
muestran buenas respuestas con un nimero de clases de bloques pequeno en el
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libro de codigos.

E1 potencial para la implementacion en tiempo real viene de la posible imple-
mentacion inmediatamente paralela del VQ-BF y de los buenos resultados basados
en la correlacion a nivel de pixel, que puede ser calculada en tiempo real con hard-
ware convencional. lLa adaptacion del libro de codigo aplicando el SOM en un
solo paso sobre la muestra de la imagen siguiente en la secuencia también podria
ser realizada en tiempo real dado el nimero pequeno de vectores codigo.

El capitulo esta estructurado como sigue: la seccion 5.1 se recuerdan algunas
aplicaciones del flujo 6ptico que justifican su interés, en la seccion 5.2 se ofrece
una revision de antecedentes en el célculo del flujo dptico, en la seccion 5.3 se
presenta el algoritmo de calculo del flujo 6ptico basado en el VQ-BF, en la seccion
5.4 se presentan algunos resultados experimentales.

5.1.Aplicaciones del flujo 6ptico.

Muchas referencias al flujo dptico se refieren al problema clasico de la extraccion
de informacion 3D a partir del movimiento (shape from motion) [77], [97], [131],
en diferentes aplicaciones y circunstancias computacionales. Aqui revisaremos
algunas para dar una impresion de las aplicaciones y variedad de los métodos.

La localizacion de partes en un contenedor se presenta en [142] basado en el
flujo optico calculado como el resultado de emparejar bordes extraidos con un
operador Laplaciano de la Gausiana. FEl seguimiento visual se presenta en [110)]
usando un método de correlacion para el calculo del flujo 6ptico. La camara esta
montada en un brazo robotizado, la profundidad de los objetos en el sistema de
referencia es conocido y la relimentacion visual se usa para estimar la distancia
entre el efector y el objeto. Kl conocimiento de los parametros de movimiento se
usa para mejorar el rendimiento de la estimacion del flujo éptico. Un trabajo sim-
ilar [57] informa el uso de la relimentacion visual para solventar la imposibilidad
de realizar la calibracion de la camara en tareas de alcanzar objetos en el espacio.

El uso del flujo dptico para la navegacion de vehiculos en exteriores (outdoor)
en carreteras se describe en [44] haciendo un énfasis especial en las dificultades
computacionales y el uso de informacion adicional. Emplearon un algoritmo basa-
do en la correlacion. Fn el caso de la navegacion de interiores, se presenta un
sistema en [102] en el que la combinacion de imagenes polares y el flujo dptico se
usa para la deteccion de obstaculos y la navegacion. Kl flujo optico se usa para
estimar el tiempo hasta el impacto y se calcula de forma dispersa sobre lineas que
consitutuyen caracteristicas significativas de la imagen.
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Otras aplicaciones del flujo optico se refieren al reconocimiento de expresiones
faciales [30], el reconocimiento de gestos humanos [9], [152]. En [152] se propone un
método multiescala que permite el reconocimiento de movimientos a muy diversas
velocidades y escalas de tiempo. Para terminar este breve paseo en el campo de
las aplicaciones del flujo optico, referimos la aplicacion al analisis del movimiento
del corazén en imdgenes de resonancia magnética (MRT) [106].

5.2.Revision de antecedentes

El flujo dptico se define [63] como “el movimiento aparente de los patrones de
intensidad” en las secuencias de imagenes. Fste movimiento aparente se toma
usualmente como una estimacion del flujo en la verdadera imagen correspondiente
a la proyeccion en el plano imagen del movimiento de los objetos en la escena.
El1 célculo del flujo 6ptico es el problema de estimar un campo de desplazamiento
que transforma los patrones de intensidad de una imagen a la siguiente. Hay tres
aproximaciones basicas [132] a este problema:

1. Los métodos variacionales basados en la formulacion diferencial de la re-
striccion de intensidad.

2. Los métodos que calculan la corrlacion entre bloques de pixeles de iméagenes
consecutivas.

3. Los métodos basados en el formalismo Bayesiano y los algoritmos estocasticos
de minimizacion de la energia.

Aunque solo ha sido explicitado para la primera clase de métodos, se puede
afirmar que todos los métodos implementan las mismas restricciones fundamen-
tales (brillo, snavidad del campo, etc.) desde diversos puntos de vista computa-
cionales. Fn términos generales, el cdlculo del flujo dptico y el intento de inferir
movimientos de los objetos en la escena es un problema mal planteado. El denom-
inado “problema de la apertura” se manifiesta en distintas formas dependiendo
de los métodos computacionales escogidos. Es la expresion de la indeterminacion
inherente al problema.
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5.2.1.Restriccién de brillo

Sea F (x,y,1) la intensidad de un punto en una imagen ¢ dentro de una secuencia
de imagenes. La restriccion de brillo [63] se puede formular como

dE
— 0. 5.1
pr (5.1)

Esta ecuacion significa que la intensidad de una imagen a lo largo del movimiento

en la escena debe permanecer constante cuando la iluminacion y la estructura de
la escena son constantes. Fsto nos lleva a la expresion

okde Obkdy JF

5.2
drdi Tyt T o (5:2)

Esta expresion se puede abreviar todavia mas
Fou+ Fypo+4+ F=0. (5.3)

El flujo éptico viene dado por el par (u,v). A partir de las restricciones de inten-
sidad, el calculo de (u,v) esta infra-determinado y la convencion es la seleccion de
la solucidn a lo largo de la normal al gradiente de la imagen dado por (F,, F,).
[a expresion particular del problema de la apertura en este contexto es que el
flujo optico solo se puede observar en las direcciones normales a los bordes de la
imagen. Kl efecto es que el flujo optico calculado es denso pero calculado con méas
precision en los bordes de la imagen. Para atacar esta indeterminacion, se impone
una restriccion de suavidad, de forma que el problema deviene la minimizacion de
un funcional de la forma:

/ / [((ui + ui) + (7)2 + 7)5)) + A (Fou+ FEv+ Et)z] dxdy (5.4)

Debido a la utilizacion de los gradientes de la imagen, esta aproximacion es
muy sensible al ruido. Ha habido un niimero de variaciones y mejoras a este
esquema basico. Algunos autores proponen el uso de miiltiples restricciones [134]
para sobre-restringir el problema y obtener estimacidnes del flujo mas robustas.
[as restricciones adicionales pueden provenir de combinaciones lineales de los
gradientes de la imagen que expresan restricciones de flujo. Sin embargo, se ha
encontrado que la validez de la aproximacion esta condicionada por la estructura
de la funcion intensidad de la imagen. FEl conocimiento de los parametros de
movimiento de la camara se usa a menudo en aplicaciones de robhotica [142] para
mejorar la estimacion del flujo dptico. En [15] una restriccion de trayectoria que
involucra la minimizacion sobre un niimero de tramas se anade a las restricciones
de intensidad para mejorar la robustez.
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5.2.2.Calculo del flujo 6ptico mediante correlaciéon

El célculo del flujo éptico basado en la correlacion de trozos de la imagen entre tra-
mas de la secuencia de imagenes se ha presentado en [14], en [58], [68] se presenta,
bajo el contexto del emparejamiento de imagenes. Se refieren a él a veces como el
método de minimo error cuadratico. Ha sido aplicado ampliamente en algoritmos
de compresion de video para los modulos de estimacion y de compensacion del
movimiento.

El algoritmo basico consiste en el emparejamiento de cada pixel y su vecindario
de tamano v xwv en de la siguiente trama dentro de un radio de maximo movimiento
n. Para cada pixel (2,y) y desplazamiento (u,w) dentro del radio de movimiento
permisible |ul, |w| < 5, el emparejamiento que da la mayor verosimilitud de que
el pixel se esta moviendo a lo largo del vector de movimiento (u,w) al pasar de la
imagen F; (2,y) a la imagen Fiq (2,y) es de la forma

Mf,f-l-] (mvy;“w“)): Z ¢(Ef(T+77y+7)7Ef+1 (m+7:+“’7y+.j+“)))7 (55)

1j=—v

donde
b (a,b) = la— ] (5.6)

es la funcion de emparejamiento que hemos utilizado, aunque otras como

Qb((]’vb) = (aib)Q
d(a,b) = a-b (5.8

son aceptables como funciones de emparejamiento. Kl vector de movimiento en el
pixel (z,y) : Fi1 (2,y) se determina como

Frur (2,y) = arg min {Mysq (2, ys 1,0} (5.9)

—n<u,<n

Este algoritmo es menos sensible al ruido, pero su complejidad crece cuadraticamente
con el tamano de los bloques de pixeles y el radio del movimiento maximo permi-
tido. El problema de la apertura se manifiesta en las limitaciones y ambiguedades
impuestas al proceso de emparejamiento por la restriccion en el tamano de los
bloques de pixeles y el radio de movimiento maximo. la aproximacion basa-
da en la correlacion es, en esencia, un proceso de emparejamiento de texturas,
de forma que los objetos en movimiento de intensidad constante mayores que el
bloque de pixeles considerado no se perciben como una entidad, y solo se percibe
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el movimiento en las fronteras. FEsto es aceptable para aplicaciones de compre-
sion, pero para aplicaciones de vision por computador implica la imposibilidad de
reconocer apropiadamente algunas instancias de movimiento.

El algoritmo de correlaciéon de regiones

Supongamos que las imagenes estan descompuestas en componentes conectados
que corresponde a regiones de pixels de cada una de las clases w. Fstos com-
ponentes conectados se pueden representar como imagenes binarias Fi . (2,y)
enumeradas por k. Ahora, ¢ es una funcion de emparejamiento que devuelve un
valor proporcional al emparejamiento de dos iméagenes binarias correspondientes
a las regiones de la imagen. El emparejamiento que nos da la verosimilitud de que
la region conectada A (x,y) = F; o,k (2,y) para algin (¢, w, k) moviendose segin
el vector (u,w) al pasar de la imagen F; (2,y) a la imagen F; 1 (2,y) es de la
forma

M1 (A u,w) qu Vo Bt wn (2 +u,y +w)), (5.10)

donde ¢ (A, B) = E |A(z,y) — B(x,y)|. El vector de desplazamiento

Fyio1 (2,y) se determina como

Frus (a,y) = arg min {Mypq (2, ys 1,0} (5.11)

—n<u,<n

Esta forma de atacar el problema soluciona parcialmente el problema de la
apertura, puesto que no considera bloques de tamano fijo, sino regiones de la
imagen de tamano y forma variables identificadas mediante algoritmos de seg-
mentacion preferentemente no supervisados, como es el VQ-BF discutido en el
capitulo 4.

5.2.3.Métodos Bayesianos

[.os métodos bayesianos aplicados al calculo del flujo optico se han propuesto
n [82]. Se basan en la estimacién Maxima A Posteriori (MAP) del campo de
desplazamiento entre imagenes consecutivas. FEste estimador esta dado por la
maximizacion de las probabilidades a posteriori:

P[Et+1 = Ct41 |D = d; et] P[D = d; et]

P[D =
P [Et—H = €415 et]

. (5.12)

L] =
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donde D es el campo de desplazamiento aleatorio, equivalente al par (u, v) referido
previamente. La estimacion del flujo optico deviene la hisqueda del campo de
desplazamientos que maximiza estas probabilidades:

o~

d = arg m;x{P[D:d|Et+1 = €16} (5.13)

Modelar el flujo optico consiste en definir las distribuciones de probabilidad
a priori y condicionales. Las probabilidades condicionales modelan como se pro-
duce la imagen a partir de una previa y de un campo de desplazamiento. Fsta
distribucion implementa la restriccion de brillo. Es usualmente un modelo del
ruido aditivo y se considera gausiano. la distribucion de probabilidad a priori
modela el campo de desplazamiento e implementa las restricciones adicionales que
regularizan el problema. Si podemos expresarla como una distribucion de Gibbs

PID =d;e] = ;exp(ﬂ(d)), (5.14)

4

con

H(d) =" V. (d) (5.15)
ceC

entonces la estimacion MAP se convierte en la minimizacion de la funcion de en-
ergia H (d) que caracteriza el campo de desplazamiento como un Campo Marko-
viano Aleatorio (Markov Random Field) definido por los potenciales V. (d,.) sobre
el conjunto de cliqués ' que define la estructura de vecindarios en el campo de
desplazamiento. Los potenciales son una descripcion local de las propiedades bus-
cadas por la minimizacion de la funcién de energia. La restriccion de suavidad,
por ejemplo, se expresa como:

Hidy= 3 () d(y)l (5.16)

[La preservacion de bordes en la imagen se puede modelar de Ta misma manera,
asi como muchas otras restricciones. Kstas expresiones se pueden combinar lin-
ealmente para implementar las restricciones mas sofisticadas que modelan nuestro
conocimiento a priori sobre las imagenes. Kl mayor atractivo de esta forma de
trabajo es la facilidad con la que se introducen nuevas restricciones y el mode-
lado local de las restricciones. La principal desventaja radica en las dificultades
asociadas con la minimizacion de la funcion de energia. lLos algoritmos de mini-
mizacion locales dan resultados inapropiados y los métodos de minimizacion global
necesitan tiempos de calculo muy altos.
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Figura 5.1: Esquema del calculo del flujo dptico basado en el preproceso mediante

VQ BF

5.3.El procedimiento completo

El procedimiento completo para el calculo del flujo dptico basado en el preprocesa-
do mediante VQ-BF se muestra en la figura 5.1. Dada una secuencia de imagenes
F (2,y,1), calculamos el primer libro de cddigos ©(0) para VQ-BF de la primera
imagen usando el SOM. Este libro de codigos esta adaptado a las nuevas imagenes
aplicando SOM a la nueva imagen tomando como libro de codigos inicial el corre-
spondiente a la imagen anterior. Por tanto Q (¢) se calcula a partir de Q (¢ — 1) y
la imagen F (x,y,1). Fl algoritmo VQ-BF usando el libro de codigos €2 (1) se apli-
ca a la imagen F (x,y,1) para obtener W (z,y,t) : la clasificacién de los pixeles
basada en sus vecindarios. las imagenes resultantes de la clasificacion se usan
para calcular el flujo 6ptico (u,v) usando la correlacion de bloques o de regiones.

5.3.1.E1 SOM vy el calculo del flujo éptico

Un paso critico de nuestra aproximacion es el célculo del libro de cddigos, puesto
que debe ser representativo de las verdaderas estadisticas de la imagen. También,
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el céalculo se debe realizar en forma robusta y rapida. De cada imagen de la
secuencia extraemos de forma aleatoria una muestra constituida por un nimero
de bloques de pixeles que pueden solaparse.

Como ya se ha comentado anteriormente, aplicamos un SOM en un tinico paso
sobre la muestra [51] para realizar estos requerimientos. En los experimentos
descritos a continuacion hemos ajustado la velocidad de aprendizaje como

iy = (0.001)/m (5.17)

con tnax igual al tamano de la muestra. La funcion de vecindad es de la forma

Vi (g ) = 1/ (T4 |lye — will Jo1) - (5.18)

El radio v; de la funciéon de vecindad sigue la expresion
v = (0.001)"mo (5.19)

[La muestra se presenta solo una vez para permitir que la ejecucion sea lo mas
cercana posible a las restricciones de tiempo real. FEstas restricciones son muy
criticas debido a los largos tiempos de convergencia que son caracteristicos de las
redes neuronales competitivas como ya se ha comentado en capitulos anteriores.

5.4.Experimentos y resultados

Hemos aplicado nuestra aproximacion a algunas secuencias de imagenes con las
siguientes precisiones:

e El SOM se aplica a la primera imagen de la secuencia para obtener el libro
de codigos inicial.

e FEl algoritmo competitivo simple (equivalente al SOM con funcién de vecin-
dad nula) se usa a continuacion para realizar pequenas adaptaciones del
libro de codigos en cada imagen.

o [.as imagenes en la secuencia son filtradas con el VQ-BF usando el libro de
codigos calculado para ellas de forma especifica.

e FEl flujo optico se calcula usando la correlacion entre bloques de pixeles y de
regiones. FEsto es, calcula el desplazamiento de cada pixel considerandolo
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dentro de un bloque y dentro de una region. En realidad el algoritmo es-
tandard de correlacion se calcula con radio de vecindario v = 0 y maximo
radio de movimiento n = 5. El algoritmo de correlacion de regiones se aplica
sobre los componentes conectados identificados por VQ-BF, con el mismo
radio de movimiento méaximo.

Hemos probado varios tamanos de libros de cddigos y dimensiones de los vec-
tores codigo para el VQ-BF. Las figura en esta seccion muestran los resultados
para un libro de cddigos con 4 vectores y en el que los vectores codigo son bloques
de 5 x 5 pixeles. Los tiempos de respuesta de un prototipo realizado en TD1.@
son del orden de segundos. Pensamos que una implementacion en C podria llevar
estos tiempos al orden de décimas de segundo para cada trama.

En general la suavizacion producida por el VQ-BF provoca estimaciones nulas
del flujo optico en superficies constantes o casi constantes con alguna microtextura,
como las paredes o las puertas, cuando aplicamos la correlacion de los pixeles
para estimar los vectores de movimiento. Aunque no se realiza ningin proceso
de deteccion de bordes, los bordes significativos son los elementos fundamentales
en el flujo resultante. Cuando aplicamos la correlacion de regiones, se obtiene
una estimacion densa y consistente. Mostramos resultados sobre secuencias de
panning, zooming y personas actuando.

La figura 5.2 muestra por filas las imagenes originales, los resultados del filtrado
VQ-BF, la estimacion densa del flujo dptico obtenida mediante el algoritmo de
correlacion de regiones y las estimaciones dispersas resultantes de la correlacion
a nivel de pixel, ambas calculadas sobre las imédgenes filtradas con VQ-BF. Se
puede apreciar que el SOM encuentra buenas estimaciones del libro de codigos
que conducen a particiones robustas de la imagen en regiones consistentes a lo
largo de la secuencia. Una dificultad con nuestra aproximacion es la particion
de regiones suaves pero grandes debido a la tendencia natural de los algoritmos
de agrupamiento a concentrar los representantes de los clusters en regiones del
espacio con alta densidad de muestras. FEste efecto aparece en la secuencia de
panning en la forma en que la pared se parte en dos o mas regiones. FEl algoritmo
de correlacion de pixeles encuentra bordes espiireos y estimadores de flujo en
las fronteras de esas falsas regiones, sin embargo el algoritmo de correlacion de
regiones encuentra que el movimiento asociado con estas regiones es el mismo vy,
por tanto, las presenta como una tnica region en movimiento.

En la figura 5.3 las imagenes mostradas corresponden a una secuencia de zoom-
ing, lo que es equivalente a una traslacion en el eje 7, de la camara. FEsto refleja
la misma configuracion dptica que un agente movil moviendose a lo largo de la
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Figura 5.2: Tmdgenes originales y procesadas en la secuencia de panning (inicial,
media, final). Por filas: original, procesada con VQ-BF con 4 clases, estimacion
densa del flujo 6ptico basada en la correlacion de regiones y la estimacion dispersa
del flujo basada en la correlacion de pixeles
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direccion de visualizacion de la camara. El flujo optico disperso resultante del al-
goritmo de correlacion de pixeles muestra los componentes de movimiento fuertes
que se detectan en los bordes de los objetos que estan en el campo de vision.
[a estimacion densa obtenida por la correlacion de regiones muestra también los
campos de movimiento consistentes con el movimiento de la camara. la esti-
macion densa obtenidda es muy suave. Hacia el final de la secuencia hay grandes
regiones suaves de la imagen con fuertes gradientes de iluminacion. Como en el
caso de la secuencia de panning, el algoritmo VQ-BF tiende a partir estas regiones
produciendo detecciones espiireas de bordes y algunas estimaciones de flujo dptico
contradictorias.

Finalmente, en la figura 5.4 las imagenes mostradas correspoden a una secuen-
cia en la que dos personas se encuentran y estrechan sus manos. Kl movimiento de
las personas induce cambios en la iluminacion de la pared en el fondo, y el algorit-
mo VQ-BF produce regiones espureas en la pared. El algoritmo de correlacion de
pixeles detecta bordes espiireos de flujo en la pared, debido a oscilaciones minimas
de las fronteras de las regiones espiireas. Sin embargo el algoritmo de correlacion
de regiones no detecta movimiento en la pared del fondo de la escena en la may-
or parte de las imédgenes. El movimiento de los individuos se detecta bien en la
mayor parte de las imagenes.

5.5.Conclusiones y vias de trabajo futuro

En este capitulo hemos descrito la aplicacion del algoritmo VQ-BF descrito y
analizado en el capitulo 4 al calculo del flujo optico. El esquema de calculo del flujo
optico estd basado en la correlacion entre las regiones detectadas por el algoritmo
VQ-BF. La estimacion del libro de codigos se ha realizado con el SOM en un sdlo
paso sobre la muestra de cada imagen, obteniendo tiempos de respuesta que se
aproximan a las necesidades de tiempo real. Las imagenes procesadas con VQ-BF
son muy suaves y muestran buenas caracteristicas de preservacion de los bordes en
la imagen. La correlacion de regiones realizada sobre estas iméagenes proporciona
una estimacion densa del flujo optico. La correlacion a nivel de pixel proporciona
estimaciones dispersas del flujo sobre los contornos de las regiones detectadas por
el VQ-BF que pueden corresponder a los objetos en la escena, aunque en algunos
casos VQ-BF produce regiones espiireas que no se corresponden con elementos
de la escena real. Fste es el caso con grandes superficies suaves, como paredes
de una habitacion, donde el gradiente suave de iluminacion se convierte en varias
regiones. La correlacion a nivel de pixel da detecciones espiireas a los largo de
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Figura 5.4: Tméagenes originales y procesadas en la secuencia de “gente” (inicial,
media, final). Por filas: original, procesada con VQ-BF con 4 clases, estimacion
densa del flujo 6ptico basada en la correlacion de regiones y estimacion dispersa
del flujo basada en la correlacion de pixeles
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los falsos bordes de estas regiones. Sin embargo, la correlacion a nivel de region
agrupa estas particiones fantasma. lLa combinacion de ambas estimaciones da
lugar a estimaciones robustas y precisas del flujo optico.. La acumulacion del
flujo [146] puede ser de ayuda para detectar inconsistencias en los fujos atribuidos
a regiones espureas producidas por los efectos de la iluminacion.

Como lineas de trabajo futuro, es necesario dedicar esfuerzos a la determi-
nacion del nimero apropiado de vectores codigo. Tembién es importante la de-
teccion de cambios bruscos globales de la escena en base al error de cuantizacion.
Estos cambios globales deberian forzar la reinicializacion de todo el proceso de
calculo del libro de codigos.
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6. SEGMENTACION DE IMAGEN DE
RESONANCIA MAGNETICA NUCLEAR
USANDO VQ-BF

En este capitulo se recogen algunos resultados de la aplicacion del VQ-BF en
las segmentacion de imagenes 31 de resonancia magnética nuclear (MRI). Ba-
sicamente estos resultados han sido publicados en [114] y se obtuvieron en co-
laboracion con los miembros del IRM de la UCM, actual Instituto de Estudios
Biofuncionales. Fl papel que juega el VQ-BF es el de un preproceso no supervisa-
do, basado en la propia informacion de la imagen procesada, que permite mejorar
los resultados de segmentancion supervisada obtenidos por un clasificador con-
struido mediante una red neuronal artificial clasica, la red de alimentacion hacia
delante entrenada con el algoritmo de retropropagacion del gradiente, también
denominado Perceptrén Multicapa (MLP). El sistema propuesto es, en su esque-
ma general, un sistema hibrido con una capa construida mediante entrenamiento
no supervisado y otra construida mediante entrenamiento supervisado. El MI.P
se entrena sobre un unico corte del volumen, que contiene la zona central de la
region a extraer, para luego generalizar la clasificacion a todo el volumen 31) para
extraer el volumen correspondiente al tejido o estructura objetivo.

El método se ha aplicado a imédgenes de resonancia magnética nuclear recogi-
das en un experimento de modelo de un proceso inflamatorio agudo (pesadas en
Ty) y de un estudio clinico de la enfermedad humana de Alzheimer (imagenes
pesadas en T7). En el primer caso se obtiene una alta correlacion de las medidas
volumétricas del tejido infectado y el tejido sano entre las proporcionadas por la
segmentacion manual, por la proporcionada por el método propuesto, y por los
estudios histopatologicos. TLos resultados sobre el estudio clinico fueron similares
en la medicion volumétrica del hipocampo y del corpus callosum.

En la seccion 6.1 se realiza un breve estudio del estado del arte. En la seccion
6.2 se presentan las imagenes que se han utilizado en la validacion de nuestra
aproximacion. FEn la seccion 6.3 se presenta el método semi-automético prop-
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uesto. En la seccion 6.4 se presentan los indices estadisticos utilizados para vali-
dar nuestro algoritmo. En la seccion 6.5 se presentan los resultados cuantitativos
obtenidos sobre los datos experimentales. Finalmente, la seccion 6.6 se presentan
las conclusiones sobre la aplicacion del método semi-automatico de segmentacion.

6.1.Revision del estado del arte

[Las técnicas de imagen médica actuales han demostrado una alta fiabilidad para la
diagnosis diferencial y para la evaluacion de la respuesta a las terapias de algunas
patologias. Entre ellas destaca la imagen de resonancia magnética (MRI) por su
flexibilidad y capacidad diagndstica. Su combinacion con técnicas de procesado de
imagen digital y de reconocimiento automatico de patrones aumenta la precision
en la cuantificacion del tamano de las diferentes lesiones y en la extraccion de
sus caracteristicas[70], [81]. Esto resulta en una reduccion del tiempo de andlisis,
una reduccion del sesgo debido al operador y la identificacion consistente de tipos
de tejidos en distintas imagenes. Un objetivo a largo plazo es establecer una
metodologia automatizada y precisa para realizar la segmentacion y la medicion
volumétrica de las regiones en las imagenes. Ademas, los métodos no subjetivos
son especialmente utiles cuando la decision se debe tomar por consenso entre
varios médicos [70]. Fn este sentido, las redes artificiales neuronales (ANN) [10],
[62], [113] y los métodos de reconocimiento estadistico de patrones [28], [7] son
herramientas apropiadas para construir sistemas de analisis automatizado de las
imagenes médicas. L.as ANN han sido reconocidas como herramientas de ayuda
a la decision [70], que permite construir clasificadores basados en caracteristicas
cuantitativas y cualitativas extraidas de las imagenes médicas: i. e., diagnosis
en mamografias [151] y segmentacion de la estructura del cerebro [93], [46]. Ta
segmentacion de la imagen médica se realiza por la clasificacion de los pixeles
de la imagen, asociando cada pixel a una estructura o tejido concreto. Oftras
aproximaciones tratan de detectar los contornos de las regiones sin asociar tejidos
y pixeles explicitamente.

Un problema intrinseco a todos estos métodos completamente automatizados
es su capacidad final para tratar con formas complejas y la variabilidad en los
tamanos y formas de los tejidos. Los tejidos vivos se deforman de forma no lin-
eal e impredecible, y su respuesta a los sistemas de visualizacion que generan las
imagenes médicas (Rayos X, Resonancia Magnética Nuclear, etc.) puede vari-
ar considerablemente dependiendo de las condiciones patoldgicas o simplemente
variables. Por ello, se incluye generalmente una parte interactiva o supervisada en
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el proceso de modelado y clasificacion para asegurar un resultado mas fiable. Por
ejemplo, las denominadas serpientes o modelos de formas deformables o activos
[98] necesitan la especificacion de un contorno inicial razonablemente cercano a
la region de interés. Fste contorno inicial proviene de un conocimiento a priori.
Estos métodos proporcionan en algunos casos resultados excelentes aunque el pro-
cedimiento general para la insercion por parte del operador humano de marcas
necesarias en la imagen es trabajosa, el proceso computacional de ajuste de las
superficies es largo y se sabe que es, precisamente, muy sensible a las condiciones
iniciales [129].

Los estudios clinicos terapetticos (p.ej.: volumenes de tumores cerebrales) de-
mandan este tipos de procedimientos automatizados de visualizacion y de analisis
de las imagenes médicas, que permiten la monitorizacion no invasiva de los pro-
cesos de algunas enfermedades y de los efectos de un tratamiento farmacologico
sobre la morfologia, fisiologia o bioquimica de un tejido [86]. Fstos procedimientos
pueden ayudar a acelerar la evaluacion del mecanismo y los perfiles farmacinéticos,
farmacodindmicos y de seguridad de una droga candidata en la investigacion pre-
clinica mediante modelos animales [124] . Estos procedimientos de analisi per-
miten la realizacion de estudios longitudinales sobre el mismo individuo, lo que
reduce el coste econdmico y mejora la precision experimental puesto que reduce la
necesidad de combinar las observaciones sobre distintos individuos de las distintas
fases de un proceso, debido a la necesidad de sacrificar el individuo para realizar
las observaciones histopatologicas. LLa reduccion consecuente en el nimero de
sujetos experimentales que se requieren es espectacular.

Algunas aproximaciones diagndsticas a algunas enfermedades neurodegenera-
tivas se basan en las medidas volumétricas de las diferentes estructuras en el cere-
bro humano, p.ej.: se han observado diferencias significativas en los volimenes del
gyrus del hipocampo y para-hipocampo en pacientes con enfermedad de Alzheimer
y en personas sanas. Ademas, esas observaciones han sido correlacionadas con
la medicion global de algunas funciones cognitivas [126]. Desde otro punto de
vista, la determinacion de los volimenes 31) del hipocampo es un caso de estudio
excelente para verificar los limites de cualquier nuevo método automatizado de
segmentacion de imagenes médicas, debido a su pequeno tamano y ambiguedad
en la definicion de la estructura [93], [11]. El corpus callosum se reconoce como
un indicador de la conectividad entre los hemisferios cerebrales. T.a medicion de
su volumen también es de interés para el estudio de algunas neuropatologias.

Nuestro procedimiento utiliza el mapa autoorganizativo de Kohonen (SOM)
[79], [80] y el MLP. EI SOM se ha usado para procesar imagenes de resonancia
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magnética (MRI) multi-espectrales' y funcionales con el objetivo de obtener el
agrupamiento de perfiles de voxeles. EI SOM y el MILP se han usado en aproxi-
maciones hibridas, que combinan técnicas supervisadas y no supervisadas, para la
deteccion de patologias, como el osteosarcoma en [115]. Aparte de este método, se
encuentran referencias en la literatura sobre la aplicacion de otras técnicas como
el agrupamiento horrosos a la segmentacion de las MRI [19], [127], [4]. T.a mayor
parte de los trabajos en la segmentacion de MRI se aplican a imagenes multiespec-
trales [130], [64], sin embargo, el mayor tiempo de adquisicion de las imagenes mu-
tiespectrales y la necesidad de un registro fino entre las iméagenes obtenidas con
cada secuencia de pulsos justifica la investigacion en la segmentacion de imagenes
monoespectrales obtenidas con una 1inica secuencia de pulsos.

6.2.Las imagenes experimentales

En este capitulo hemos escogido tres problemas importantes y dificiles para aplicar
la metodologia interactiva de segmentacion. Hemos realizado la segmentacion,
evaluado los volimenes segmentados comparandolos con los obtenidos manual-
mente e histolégicamente (en ocasiones). Nuestro trabajo intenta la deteccion de
regiones de interés 31 que corresponden a estructuras de tejidos con gran robustez
frente a traslaciones y deformaciones, tanto entre rodajas en el volumen 3D co-
mo entre diferentes volimenes MRI de la misma estructura. Se espera que estos
métodos sean 1tiles en aplicaciones clinicas, biologicas y farmacéuticas. Fn esta
seccion vamos a detallar las caracteristicas de las imagenes experimentales sobre
las que se han aplicado los algoritmos de segmentacion. Se trata de un modelo
animal de infeccion y de dos estructuras del cerebro para las que se han utilizado
imagenes clinicas.

6.2.1.Datos del modelo experimental animal

Los estudios seriales de los raténes (en mimero de 16) inoculados intramuscular-
mente con Aspergillus fumigatus se realizaron con cada animal en diferentes dias
de infeccion aguda, desde los dias 0 a 14 tras la inoculacion. La visualizacion se

'T.as Tmagenes de MR se generan mediante la excitacién mediante secuencias de pulso electro-
magnético. Las Imagenes generadas por una sola secuencia las denominamo ”monespectrales”,
las generadas por un conjunto de pulsos disenados con algin proposito especifico las denomi-
namos "multiespectrales” siguiendo la nomenclatura de las Imagenes de reconocimiento remoto.
Cada pixel tiene un vector de valres asociado segiin esta interpretacion.

123



realizé utilizando un espectréometro Bruker Biospec 47/40 (Ettlingen, Germany)
con un resonador de tipo jaula de pajaros hecha a medida. T.os animales se coloca-
ban en posicion prona en posiciones similares en cada experimento. Los animales
se colocaban de forma que las dos patas se insertan lado a lado en la bobina.
Después de una secuencia de exploracion, se adquirieron conjuntos de datos 3D
pesados en Ty rapidos (256 x 256 x 32) de imagenes axiales con valores de TR/TE
de 2000/67.5 ms y campo de vision de 40 x 40 x 22 mm. Kl método propuesto se
aplica a la cuantificacion del volumen del misculo inflamado y la necrosis en una
lesion con abceso con un curso de inflamacion agudo y cronico. Solo las iméagenes
correspondientes a los dias 3, 7, y 14 tras la inoculacion se usaron para el validar el
proceso semi-automatico de proceso y cuatificacion de la imagen propuesto, puesto
que los correspondientes animales sdlo fueron estudiados en esos dias. Tos detalles
del estidio histoldgico se encuentran en [114]. Se intentd hacer corresponder cada
plano de las secciones histologicas con los cortes axiales de MRI.

6.2.2.Datos clinicos

Los detalles del protocolo del estudio clinico se encuentran en [114]. Se segmentd
el hipocampo y el corpus callosum en cuatro de los sujetos, en la imagen total
del cerebro como estructuras candidatas excelentes para detectar diferencias. l.a
MRI se realizd usando un escaner Signa General Electric 1.5T Medical System.
Se empleo un resonador estandard General Electric de jaula para la adquisicion
de las imagenes. Tras una secuencia de exploracion, se realizd una adquisicion
fast-spoiled gradient-recalled en el estado estacionario se adquirieron conjuntos
de datos 3D (256 x 192 x 124) en el plano axial con valores TR/TE de 14.6/3.1
ms y campo de vision 240 x 180 x 160 mm.

6.3.El procedimiento semi-automatico de segmentacion

El proceso semi-automatizado aplica dos tipos de redes neuronales (ANN) para
aislar y clasificar las estructuras 3D y permitir la medicion de su volumen. lLos
datos originales se preprocesan inicialmente por medio de VQ-BF descrito en el
capitulo 4. TLa subsequente identificacion semi-automatica de la lesion o la re-
gion de interés (ROT) se consigue por la aplicacion de un MLP. El resultado de
la aplicacion de esta segunda ANN es otro volumen con la misma dimension que
el original, donde el valor 1 representa el ROI en el conjunto de datos 3D. En
alguna de las aplicaciones, tras seleccionar el ROI, una nueva aplicacion no super-
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Figura 6.1: Descripcion grafica del procedimiento de segmentacion de imagen MR
propuesto

visada de VQ-BF puede ser necesario, p.ej: la distincion de tejidos edematosos
y necrotizados en la region inflamada [125]. Sigue una explicacion detallada del
procedimiento semi-automatico propuesto

6.3.1.Segmentacién no supervisada mediante VQ-BF

El algoritmo VQ-BF se puede visualizar como la aplicacion de la cuantizacion
vectorial a vecindarios solapados de los voxeles, seleccionados por una ventana
deslizante, ver figura 6.1. Los vecindarios de los voxeles se definen en tres dimen-
siones puesto que tratamos con datos 3D: la tripleta (nX,nY,n7) da el tamano
del vecindario en cada dimension, donde el eje 7 denota el nimero de corte. Como
se describe en el capitulo 4 el VQ-BF se basa en un libro de codigos extraido de
la propia imagen, esta estimacion se realiza mediante la aplicacion del algoritmo
SOM descrito en el capitulo 2.El entrenamiento sigue las formulas convencionales
del SOM. Hemos aplicado la siguiente funcion de vecindad especifica para cada
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d

donde 1 (1) es la velocidad de aprendizaje que decrece exponencialmente desde

0.5 a 0.01, p (1) es un factor de distancia que también cambia durante el proceso

iterativo desde 1 hasta 0.001, finalmente d es la distancia positiva entre la neurona

vencedora y la actualizada en el espacio de los indices.

El preproceso consiste en la clasificacion de cada voxel de acuerdo a su vecin-
dario, donde el vecindario de un voxel es un cubo centrado en dicho voxel [52],
[53], [55]. El resultado es un nuevo volumen 3D con las mismas dimensiones espa-
ciales que el volumen original. El nimero de niveles de gris dependen del nimero
de clases deseadas para caracterizar el tejido en la imagen MRI.

En el modelo animal experimental, el proceso de entranamiento de VQ-BF se
aplicd con los siguientes parametros: un vecindario de tamano 3 x 3 x 1 y 3000 it-
eraciones sobre una muestra de 3000 combinaciones de inputs seleccionadas aleato-
riamente. Estos parametros se seleccionaron para garantizar un tiempo de calculo
razonable. FEste tamano de vecindario preserva las definiciones de las fronteras;
y la iteracion y el nimero de combinaciones de input asegura la convergencia de
los vectores de pesos a salidas con significado. Los mismos parametros se usaron
para los datos clinicos, excepto que el maximo nimero de iteraciones permitidas
se incrementa a 5000, asi como el nimero de representantes mencionados arriba.
Por esta razon en nuestro caso en la capa de entrada N = 9 (correspondiendo
al tamano del vecindario) y en la capa de salidad M =5y M = 7 en caso del
modelo animal y en el caso clinico, respectivamente, equivalente al nimero de
clases (nmimero de niveles de gris) en el conjunto de imdgenes resultantes. FEstos
nimeros permiten suficiente capacidad para definir miltiples clases de tejidos.
[La decision final concerniente al niimero de clases representativas se toma bajo la
opinion experta del patdlogo y el neuroradiologo. En el caso anima, por ejemplo,
los representantes se asociaron consistentemente con [125]: fondo, miisculo sano,
abcesos, musculo inflamado y un grupo de tejidos incluyendo grasa subcutanea
o intermuscular o tejidos con una alta senal T2 en la periferia de las lesion. No
hemos intentaso la determinacion automatica del nimero de clases.

6.3.2.Identificacién supervisada del volumen

El MLP es una de las ANN supervisadas mas conocidas [62], [113]. Consiste
en una red de alimentacion hacia delante entrenada con el algoritmo de retro-
propagacion del gradiente. Se aplica a la deteccion de una ROI en el conjunto
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de imagenes que resultan del VQ-BF. En nuestro caso, el MLLP consiste de tres
capas de unidades computacionales: input, ocultas y output (ver figura ??). estas
capas estan completamente conectadas. las imagenes usadas como input para
el MLLP son los volimenes resultantes del procesado con el VQ-BF. La capa de
salida se compone de una tinica neurona binaria. La capa de entrada consiste de
P unidades las intensidades de un voxel y sus vecinos, y dos inputs (X, y Y,)
asociados con la geometria y la posicion del voxel.

X, = O, (X;—X,)*, (6.2)

Y, = O, (Y=Y,

donde (X;,Y;) son las coordenadas del pixel, v (X, Y.) y (C.,C,) son, respecti-
vamente, las coordenadas del centro de masa y las desviaciones estandard de la
region objetivo en la imagen de clasificacion deseada obtenida por el etiquetado
manual de la imagen. Hemos probado diversas configuraciones de capas ocultasy
hemos encontrado que la mejor opcion consiste en 12 neuronas por capa. Fste
valor se determind empiricamente por prueba y error como el mejor convenio en-
tre el coste computacional, la precision y habilidad para generalizar el clasificador
que resuelve el problema de segmentacion. Para el entrenamiento del MLP, el
operador humano selecciona el corte mas caracteristico de la pila 31) original, y
realiza la seleccion manual de un ROI. La imagen binaria producida por esta seg-
mentacion manual se utilizara como la clasificacion deseada para el proceso de
entrenamiento del MILP. El entrenamiento se realiza en las imédgenes correspondi-
entes al corte seleccionado y el MLLP entrenado se aplica a los restantes cortes de
la pila 3D. El entrenamiento se realiza usando el algoritmo de retro-propagacion
del gradiente con un factor de momento [62]. Para evitar efectos de saturacion
no deseados en las funciones de transferencia de las unidades, primeramente or-
denamos en orden descendente las etiquetas de los representantes de las clases
dados por el algoritmo VQ-BF en la region objetivo del corte seleccionado. La
velocidad de aprendizaje es igual a 0.45 y el factor de momento adicional es 0.01.
Una funcion sigmoidea con coeficiente 0.5 se usa como la funcion de activacion en
todas las neuronas del MLP, excepto la neurona de salida que es binaria. Ademas
de las coordenadas normalizadas de la ecuacion 6.2, los inputs al MILP consisten
en las intensidades de los voxeles que estan en un vecindario de tamano 5 x 5 de
cada voxel. Fn cualquier caso, el tamano del vecindario no es un parametro critico
puesto que vecindarios de tamanos 3 x 3 y 7 x 7 producen resultados similares. Fl
proceso iterativo se detiene cuando el maximo numero de iteraciones predefinido
se alcanza. Tras el entrenamiento, el MILP se aplica a los cortes restantes de la pila
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3D y se asigna un valor de cero o uno a cada voxel. El resultado de la aplicacion
del MLLP en el mismo corte utilizado para el entrenamiento se usé para validar la
eficiencia del proceso de entrenamiento.

6.4.Analisis estadistico

Para obetener una referencia objetiva para los resultados de la aplicacion del
algoritmo semi-automatico, dos investigadores independientes realizaron la seg-
mentacion de algunas iméagenes del conjunto de datos originales. l.a separacion
temporal entre estas segmentaciones nunca es menor de una hora para minimizar
el error subjetivo de colocacion manual de las fronteras relativo a las referencias
anatomicas. Las trazas se dibujan en cada corte en un orden no consecutivo para
evitar nuevamente la influencia de la memoria. Segmentaron manualmente por
triplicado todas las rodajas de tres de los animales.

Todos los cortes de tres de los animales fueron segmentados manualmente
por triplicado. Ademds, el conjunto completo de cortes originales se segmenta
manualmente para todos los animales estudiados con el objetivo de realizar un
analisis estadistico detallado de la influencia del corte escogido para alimentar el
entrenamiento del MLLP en los resultados finales.

los datos se analizaron por ANOVA o procedimientos de correlacion para
determinar cualquier diferencia estadisticamente significativa entre las dreas para
cada corte de la region de interés (ROT) y los volimenes para el ROT completo.
Para todas las comparaciones, se realizaron tests verificando que tanto las medias
(test de Student con p < 0.01) como las varianzas (test F' de Snedecor con p <
0.01) eran estadisticamente iguales.

Sin embargo, la comparacion entre resultados manuales y asistidos por com-
putador pueden ser enganosos, puesto que las areas o volimenes absolutos calcu-
lados por ambos métodos pueden ser similares y no incluir los mismos voxeles vy,
por tanto, el mismo tejido. Por esta razon, tenemos que realizar un analisis es-
tadistico del método semi-automatico propuesto versus la segmentacion manual.
Este andlisis esta basado en un analisis simplificado de la curva ROC [99], [156].
Se evalian los siguientes indices de comportamiento:

1. Areas solapadas o volimenes (S), también llamada similitud o repetibilidad,

se define como sigue [11], [76], [119], [29]:

AN B

Aqii
AU B

(6.3)
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2. El indice de similaridad de Kappa (K;) [34 36,16][11], [24], [3], [157] definido
como sigue:
_ 2[(An B)

K1 = 6.4
¢ ] (6.4)

3. La fraccion positiva cierta (TPF), que proporciona una medida de sensibil-

AN B

TPF = (6.5)
|B|

4. TLa fraccion de falsos positivos (FPF) que esta relacionada con la probabili-
dad de falsa alarma y da un medida de la especificidad

_|A—B]

Fprp=1_"1 (6.6)
| 5]

6.5.Resultados

En esta seccion presentamos primeramente los resultados obtenidos sobre el mod-
elo animal de infeccion por inoculacion de A. Fumigatus. Después recogemos los
resultados obtenidos sobre los sujetos humanos.

6.5.1.Datos experimentales sobre animales

La aproximacion metodoldgica seguida en todos los caso se puede apreciar en el
ejemplo peresentado en la figura 6.2. La figura 6.2A muestra un corte escogido de
la lesion central de la imagen MRI original mientras que la figura 6.2B muestra
el resultado de la aplicacion de VQ-BF. El drea danada estd bien segmentada
e incluye algunos tejidos con lesiones. Kl dibujo manual para clasificar la ROI
en areas afectadas y no afectadas (verdad del terreno) tal como la especifica el
especialista para la imagen en la figura 6.2A se muestra en la figura 6.2C. Las
imdgenes en la figura 6.2B (patrdn de entrada) y figura 6.2C (patrén de salida)
se usaron para entrenar el MLLP que fue aplicado luego a las restantes rodajas del
volumen incluida la de entrenamiento. La figura 6.2 muestra la imagen tras la
segunda aplicacion de VQ-BF sobre las iméagenes originales enmascaradas por el
resultado de la clasificacion con el MLP. El recuento automatico de los voxeles
de cada clase, por el volumen de cada voxel individual proporciona la medida del
volumen de tejido infectado.

129



Figura 6.2: Tmagenes axiales del raton tras siete dias de inoculacion. A Tmagen
pesada en T2 original. B Imagen tras la aplicacion del VQ-BF. C Imagen objetivo
dibujada manualmente indicando la region
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Por razones estadisticas, seleccionamos sélo diez rodajas (siempre alrededor
de la rodaja central) en tres sujetos. Usamos cada una de ellas alternativamente
como la rodaja caracteristica para el entrenamiento del MLLP. Se aplica un ANOVA
para comparar el método propuesto y el método manual de segmentacion en un
intento de determinar si las diferencias observadas eran debidas al error aletorio
o a diferencias significativas entre los métodos.

No se encontraron diferencias significativas para ninguno delos tres animales
seleccionados (p < 0.05) tanto entre las areas medidas usando las dos metodologras
como entre los valores obtenidos de los tres intentos manuales. Habia, como se
podia esperar diferencias estadisticamente significativas entre los valores medidos
para los tres ratones.

El siguiente paso estaba planeado para determinar la sensibilidad del métodos
semi-automatico propuesto respecto de la rodaja seleccionada para el entrenamien-
to del MLP. Los resultados de los 10 posibles (uno por cada rodaja) objetivos
delineados se dividieron en tres conjuntos correspondientes a: las tres primeras
rodajas, las cuatro centrales y las tres finales. la figura 6.3 muestra la com-
paracion del nimero promedio de pixeles segmentados manualmente para el area
inflamada (cuadrados sélidos) con los determinados por el método automatizado
(circulos solidos). Cada columna de gréficos en la figura corresponde al uso de
tres conjuntos (inicial, medio y final) en el proceso de entrenamiento del MLP,
y cada fila corresponde a los resultados sobre un raton. Se usan las tres rodajas
centrales para el entrenamiento de los clasificadores en los casos A, D v G, los
cuatro centrales en los casos B, E y H o las tres rodajas finales en los casos C, F
e I. Los casos A. By U corresponden a un animal estudiado seis dias después de
la inoculacion con A Fumigatus. T.os casos D, E y F corresponden a otro animal
inoculado siete dias antes de tomar la imagen, y los casos G, H e T corresponden
a otro animal también estudiado siete dias tras la inoculacion. Las diferencias
entre los valores calculados a partir de la segmentacion manual y la calculada por
el método semi-automatico disminuye cuando el conjunto central de rodajas es el
usado para el entrenamiento del MLLP, como puede esperarse dado que el error
de etiquetado manual en esas rodajas centrales es mucho menor. Una conclusion
clara de la figura 6.3 y de los resultados del analisis ANOVA es que el acuerdo
entre ambos tipos de medidas se pierde cuando las rodajas que corresponden a los
extremos de la lesion se usan para el entrenamiento del MLP. Cuando la mejor
rodajas se usa para entrenar el MLLP, la mayor discrepancia entre la segmentacion
manual y la computerizada se observa en las fronteras de la lesion, donde la lesion
inflamatoria esta menos definida y pobremente delimitada, como se muestra en
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Figura 6.3: Numero promedio de pixeles pertenecientes a la zona inflamada para
las rodajas indicadas, el cuadrado indica la medida manual y el circulo la medida
automatica.
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Figura 6.4: Numero preomedio de voxeles clasificados como infeccion manual-
mente (cuadrado) y por el sistema semi-automatico cuando la rodaja examinada
ha sido usada para entrenar el clasificador. Numero promedio de voxeles clasifica-
dos como infeccion, sobre cada misma rodaja cuando esa misma se ha usado para
entrenar el clasificador del sistema de reconocimiento semi-automatico.
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Dia 3 3 3 7 7 7 14 14 14

Raton A B C D D) F G H I M SD

Rod. 1 H 63.1 63.5 88.7 67.9 91.5 644 441 76.3 80.0 71.1 13.9
ANN 68.9 821 76.6 71.1 89.0 71.6 35.8 71.6 77.6 71.6 14.0

Rod. 2 H 64.2 78.9 65.9 56.9 929 50.4 46.3 0.7 51.6 65.3 15.0
ANN 72.8 86.6 654 65.7 88.9 53.0 454 79.3 38.4 66.2 16.8

Tabla 6.1: Comparacion del musculo inflamado (en porcentajes) medido por
el analisis histopatologico (H) y usando los metodos asistidos por computa-
dor (ANN). Sumario de los porcentajes de tejidos inter-lesion inflamatorios (los
restantes tejidos se consideran bien necrosis bien acumulacion de esporas) en nueve
animales (dos rodajas histologicas por cada uno) inoculados con A. Fumigatus.
La fila Dia indica el Nimero de dias desde la inoculacion

la figura 6.4, que incluye todos los datos de los dieciseis ratones. En esta figura
se muestra para cada rodaja la medicion automatica y la manual obtenidas en
promedio. No podemos excluir totalmente la posibilidad de que las diferencias
sean debidas también al hecho de que los valores segmentados manualmente para
esas rodajas periféricas implican errores experimentales mayores. Quizas ambos
factores contribuyen a las diferencias observadas. las correlaciones entre las seg-
mentaciones manuales medidas varias veces fueron habitualmente mayores que
0.9 (excepto en uno de los animales estudiados), con significaciones estadisticas
menores que 0.01. correlaciones similares se obtuvieron (excepto para el animal
anomalo) entre las medidas manuales y las computerizadas. El mimero de pixeles
dentro de la lesion inflamatoria global determinada para todos los animales tanto
manualmente como automaticamente conduce a un coeficiente de correlacion de
0.78, con una significaciéon estadistica alta (o <0.001). Deberfa esperarse que
se producird un mejor acuerdo cuando los valores de los volimenes (la suma de
los diez valores de las rodajas) se usen, puesto que el promedio del error de las
rodajas individuales se produce de esta manera. Fste es en efecto el caso, aunque
los valores de los parametros estadisticos son de un valor ligeramente mas alto, la
correlacion es ahora (.82.

Un paso mas en los estudios de fiabilidad esta dado por la comparacion del por-
centaje de tejido inflamado (o necrosis) identificado por método semiautomatico
con el identificado por el analisis histopatoldgico de los tejidos diseccionados (ver
tabla 6.1 ). Fn este caso, sélo nueve animales y dos secciones de cada uno de ellos
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hipocampo izquierdo | hipocampo derecho | corpus  callosum

Paciente | Manual ANN Manual ANN Manual | ANN

1 2.50 2.55 2.56 2.31 10.44 9.17

2 2.19 2.23 2.35 2.23 9.93 10.67

3 2.34 2.29 2.75 2.71 8.34 8.96

4 1.83 1.94 1.62 1.72 12.16 11.65
Media 2.21 2.25 2.32 2.24 10.2 10.1

SD 0.29 0.25 0.49 0.41 1.6 1.3

Tabla 6.2: Comparacion de las medidas volumetricas (em3) manuales y automa-
tizadas

fueron seleccionadas, puesto que es muy dificil hacer corresponder las iméagenes
de resonancia y las muestras histopatologicas, sobre todo por la diferencia en el
angulo de corte. Las medias y desviaciones estandard dadas en la tabla 6.1 in-
dican que estamos tratando otra vez con medidas paralelas, y por tanto el alto
coeficiente de correlacion determinado, 0.87 (p < 0.01), indica la alta fiabilidad
del porcentaje de tejido inflamatorio detectado por el algoritmo.

6.5.2.Datos clinicos

Se presentan en la figura 6.5 los resultados del procedimiento descrito arriba para
la segmentacion del hipocampo en uno de los cuatro casos clinicos, superim-
poniendo el drea del hipocampo identificada (pixeles blancos) sobre los cortes
correspondientes. Solo una parte pequena del campo de vision total se ha mostra-
do para una mejor visualizacion. Estas imagenes parecen indicar que el método
propuesto es capaz de realizar la segmentacion de la region objetivo con una
precision que se acerca a la del cerebro y ojo humano. lLa inspeccion visual de
esta figura permite reconocer que las mayores diferencias entre el método asistido
por computador relativo a la segmentacion manual se encuentra en las tltimas
rodajas mostradas, p.ej.: las regiones anatomicas anteriores cercanas al nicleo
amigdalitico. La fuente principal de error de sobre segmentacion en esta area
puede ser el efecto de volimenes parciales en MRI. Ademas, el MLLP se ha en-
trenado con las rodajas centrales y tiene problemas para generalizarse a la region
periférica, como ya veiamos en el caso animal.

[.os voliimenes calculados para cada uno de los cuatro pacientes se dan en
la tabla 6.2, donde se aprecia un acuerdo cercano entre la segmentaciéon manual
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Figura 6.5: Segmentacion de las Imégenes del hipocampo izquierdo, correspondi-
entes a 28 rodajas, usando secuencias de pulsos eco-gradiente T1 estandard. Las
areas detectadas por el algoritmo semi-automatico se superponen en cada imagen.
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Figura 6.6: A. Area hemi-sagital del Corpus Callosum obtenida por el proced-
imiento semi-automatico propuesto. B Visualizaciones 31 del Corpus Callosum
tras la superesion de los pixeles mal clasificados por un algoritmo de crecimiento
de regiones
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y los valores del proceso automatizado. las medidas son paralelas como en el
caso del modelo animal. El coeficiente de correlacion entre los valores manuales
y automatizados es muy alto (r =0.95 para ambos hipocampos), confirmando
por tanto la alta fiabilidad observada. Conclusiones similares se obtienen con el
ANOVA.

Hemos medido también los volimenes del the corpus callosum. Ta figura 6.6A
presenta una rodaja de los resultados sobre la segmentacion del corpus callosum
por el método asistido por computador. Una deteccion satisfactoria se observa
en la region objetivo, con algunos pixeles espureos bien separados de la region
objetivo. Estas detecciones espiireas corresponden a voxeles de materia blanca con
una distribucion espacial y valor cuantitativo T similar al del corpus callosum.
Estas similaridades hacen que estos voxeles sean inicialmente marcados por el
VQ-BF en la misma clase que el the corpus callosum de un total de siete clases de
tejidos usados. Como los voxeles con falsa deteccion estan distantes espacialmente
de la region objetivo, pueden ser facilmente eliminados. lLa figura 6.6B muestras
distintas vistas del rendering 3D del corpus callosum tras la supresion de los falsos
positivos (que estimamos son un 14%) con la ayuda de métodos de crecimiento
de regiones [20]. La forma céncava caracteristica de esta estructura anatémica,
en la que las fibras localizadas en sus bordes se extienden hacia arriba, se puede
distinguir facilmente. Los valores cuantitativos dados en la tabla 6.2 indican que
los volumenes medidos manualmente son también muy similares a los calculados
por la computadora. lLas medidas son también paralelas, aunque el coeficiente
de correlacion es un poco mas bajo r = 0.88, lo que puede ser esperado de la
mayor dificultad experimental. Hemos realizado también un estudio mas detallado
usando los resultados obtenidos con uno de los paciente, que tiene los menores
valores de volumen hipocampal (paciente 4 en la tabla 6.2). Tres rodajas diferentes
fueron usadas (cada una por duplicado) para el procedimiento de entrenamiento
del MILP. Los volimenes calculados y medidos manualmente se dan en la tabla 6.3.
Un test ANOVA con todos los datos de esta tabla se realizd para determinar si las
diferencias observdas eran debidas al hecho de que cada método realmente mide
diferente o si son atribuibles a errores aleatorios. Calculamos ambos valores medios
al cuadrado (entre e intra) y sus varianzas, dando un valor F3gy de 1.73. Podemos
concluir (con p < 0.005) que no hay diferencias estadisticamente significativas
entre los dos métodos al evaluar los voliimenes del hipocampo. Todas las medidas
son paralelas, con medias y varianzas estadisticamente iguales de las medidas
manuales (¢ = 1.93, ¢ = 0.11). Fl coeficiente de correlacion entre los datos
manuales y semiautomaticos dados en la tabla 6.3 es r = (.75, indicando una alta
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Slice | M, My | C4 C,

1 1.83 1 2.03 | 1.71 | 1.81
2 1.90 | 2.10 | 1.60 | 1.60
3 1.94 1 1.796 | 1.93 | 1.82

Tabla 6.3: Volumenes de hipocampo (en ¢m3) obtenidos manualmente por dos
expertos (M1 y M2) y por el metodo automatizado (C1 y C2) usando las tres
rodajas centrales del volumen etiquetado manualmente en M1 y M2 para entrenar

el MLLP

Modelo animal Hipocampo
Areas Volumenes | Volumenes
S 0.67 (0.14) | 0.68 (0.09) | 0.67 (0.09)
K; 0.79 (0.12) | 0.80 (0.07) | 0.80 (0.07)
TPF | 0.76 (0.14) | 0.77 (0.09) | 0.79 (0.09)
FPF | 0.83 (0.17) | 0.87 (0.07) | 0.90 (0.06)

Tabla 6.4: Indices para un analisis ROC simplificado. (Los valores entre parentesis
son las desviacidnes estandard)

fiabilidad.

6.5.3.Resultados basados en el ROC simplificado

[Los cuatro indices cuya definicion se reprodujo en la seccion de métodos y ma-
teriales han sido calculados para todas las posibles combinaciones de areas y
volimenes calculados para todos los animales e hipocampos. Estos resultados se
sumarizan en la tabla 6.4, mostrando la alta sensitividad y especificidad de las
medidas computacionales. Fstos indices son casi iguales tanto en la comparacion
de areas como de voliimenes en el modelo animal o en el hipocampo. Poseen altos
valores y bajas desviaciones estandard. la similaridad o indice de repetibilidad,
S, vy el indice Kappa , K;, va desde () a 1, con cero indicando no solapamiento y
uno indicando emparejamiento perfecto entre las regiones determinadas por am-
bos métodos. Fl indice S es un test mas fuerte que K, puesto que por ejemplo dos
cubos de voxeles de volumen 10 x 10 x 10, desplazados por un voxel a lo largo de
la diagonal espacial resulta en un solapamiento de solo 57% [11]. Nuestros valores
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de S y K; son menores que los otros medidos con algunos fantasmas estandard,
mientras que nuestros valores para fracciones positivas ciertas y falsas son mas
altos que los medidos con los mismos fantasmas [11].

6.6.Discusion y conclusiones

El proceso inflamatorio en uno de los animales experimentales mostraba comple-
jas mezclas de tejidos con una forma pobremente delimitada, dificil de segmentar
mediante métodos convencionales [125]. La adecuacion del algoritmo propuesto
para identificar la lesion total y cuantificar los hallazgos patoldgicos se muestra
claramente en los resultados presentados en la seccion anterior. Ademas, la fiabili-
dad y validacion de la metodologia para estos datos se confirma satisfactoriamente
por comparacion tanto con las imagenes medidas manualmente como con los es-
tudios patologicos subsiguientes, indicando que podran ser de utilidad en estudios
longitudinales futuros de este modelo animal.

[a segmentacion del hipocampo es de especial interés y dificultad, puesto que
esta estructura aparece pobremente definida en las imagenes clinicas rutinarias
adquiridas por secuencias 3D rapidas. La delineacion de las subregiones en esta
estructura se hace usualmente en los planos sagital o coronal. En ambas orienta-
ciones, la separacion de la materia gris del gyrus del para-hipocampo y el nucleo
amigdalitico no es evidente, pero puede ser muy conveniente, puesto que esta es-
tructura es de importancia para el estudio de la demencia. Especificamente, las
rodajas sagitales se usan para el entrenamiento mejorado del MILP en las rodajas
centrales (en las que aparece la amigdala) obteniéndose una mejor separacion de
los tejidos circundantes. Hemos demostrado que nuestra metodologia puede ser
aplicada satisfactoriamente a este problema.

[a estructura del corpus callosum exhibe una forma caracteristicamente elon-
gada en los planos sagitales MRI. Una delineacion volumétrica completa del corpus
callosum no es inmediata usando procedimientos automaticos o semi-automaticos
sin incorporar conocimiento anatomico a priori [11]. La practica comin es medir
manualmente su longitud, forma y area en la rodaja central hemi-sagital, a pesar
de que otras caracteristicas morfologicas latentes que han sido descritas para cap-
turar caracteristicas intrinsecas del corpus callosum no son accesibles mediante
esas medidas convencionales de tamano y forma [115]. Esta falta de resultados
cuantitativos probablemente se debe a su morfologia natural y al inherente pobre
contraste entre varias rodajas obtenidas con las secuencias 3D clinicas estandar
pesadas en T1, debido a la presencia de tejidos de materia blanca adyacentes. l.a
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atrofia de esta estructura puede estar relacionada con la perdida neuronal in vivo
en el neocortex. En este sentido, las mediciones 3D de esta estructura pueden
proporcionar un criterio diagndstico efectivo, siendo de importancia particular en
pacientes con enfermedades neurodegenerativas. Hemos mostrado la adecuacion
de nuestra metodologia a este dificil problema.

El primer paso de nuestro método es la clasificacion VQ-BF de los bloques
espaciales de la imagen, usando los elementos representativos de textura gener-
ados por un procedimiento de agrupamiento, en imagen MR monoespectrales.
Los resultados muestran que la segmentacion de MRI se puede realizar en base
a la informacion espacial cuando no hay disponible informacion multiespectral.
El VQ-BF produce la suavizacion de las imagenes procesadas dependiendo del
tamano del area, preservando las fronteras de las regiones en la imagen, como
puede apreciarse en la figura 6.6B. Fsta muestra caracteristicas de preservacion
de bordes comparable a otras aproximaciones al filtrado de las imagenes, i.e.: el
filtrado anisotrdpico [43]. Kl SOM utilizado para la estimacion de los represen-
tantes de texturas tiene dos propiedades interesantes: (i) es muy robusto frente
a condiciones iniciales, y (i) los representantes resultantes tienden a estar orde-
nados, debido a las propiedades de preservacion topoldgica del algoritmo. FEsta
ordenacion es importante para los procesos subsiguientes. El papel del VQ-BF
es reducir la variabilidad de la intensidad de la senal a lo largo de conjuntos de
imagenes [93], proporcionando una clasificacion de los voxeles que potencia el
rendimiento de los posteriores analisis y procesos de reconocimiento.

El segundo paso de nuestro procedimiento es el entrenamiento supervisado del
MILP basado en la seleccion y delineacion manual de las estructuras de interés en
una de las rodajas centrales. FEste entrenamiento especifico del MI.P supera el
efecto de traslaciones y deformaciones debidas a mal posicionamiento del sujeto y
a la evolucion de la estructura en el tiempo. Por ejemplo, la localizacion y forma
de la lesion inflamatoria cambia considerablemente de una rodaja a otra a lo largo
del estudio serial del modelo animal. El uso de las desviaciones estandar, desde el
centro de masa de la estructura central como una de las entradas a la red podria
producir una fuerte sensibilidad a desviaciones de la forma elipsoidal o circular.
Sin embargo, la forma alongada y concava del corpus callosum se ha detectado
con fiabilidad muy alta.

Otros autores han realizado la clasificacion y deteccion del corpus callosum y
el hipocampo con ANN, pero las imagenes habian sido previamente registradas
a un atlas estandar [93]. En ese trabajo, el problema basico de la segmentacion
robusta contra deformaciones del objeto se evita realizando el registro y la nor-
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malizacion basada en la deteccion manual de landmarks que permiten el calculo
de la transformada de deformacion del objeto. Por otro lado, algunos estudios
de segmentacion de imagenes MR se restringen a la region objetivo y asumen
una buena alineacion de la imagen y una intensidad de senal homogénea [45].
Esto alivia el problema de las clases mal balanceadas en el entrenamiento de los
clasificadores y evita la necesidad de discriminar clases de tejidos no relacionados
con el objetivo de la segmentacion. Por el contrario, nuestro método supera esas
dificultades extra de tratar el volumen entero de datos, eludiendo la necesidad del
recorte manual de la imagen.

Hay tres consideraciones practicas a tener en cuenta en todo sistema asistido
por computador tratando con determinaciones volumétricas. La primera es la
reduccion en el tiempo méaximo de entrenamiento y procesado. la segunda es
el empleo de imagenes monoespectrales en el proceso de segmentacion, y final-
mente, la robustez del procedimiento de segmentacion contra variaciones de la
anatomia o la forma entre rodajas consecutivas. La primera consideracion puede
ser criticamente decisiva, particularmente porque estamos considerando usar es-
tos algoritmos con grandes conjuntos de datos, y en ciertas situaciones clinicas.
El tiempo tedricamente ahorrado es proporcional al nimero de rodajas menos
una( la utilizada para el entrenamiento) y al tiempo utilizado para delinear la
ROT en una rodaja, puesto que durante ese tiempo el radidlogo puede dedicarse a
otras tareas. De todas maneras, una comparacion en términos de tiempo es muy
dificil y requiere la consideracion de muchos factores, como la eficiencia del algo-
ritmo y del computador, el nimero de casos y de imagenes por caso, la estructura
anatomica, etc. Independientemente de estas y otras caracteristicas, se puede
esperar un gran ahorro de tiempo incluso para un nimero pequeno de imagenes.
Los tiempos de proceso manual en nuestro método son mucho mas cortos que
otros métodos semi-automaticos [36]. La segunda consideracion es consistente
con la practica diaria de los radidlogos que no disponen habitualmente de datos
de alta calidad o mutiespectrales. Hemos mostrado que la segmentacion y la de-
terminacion volumétrica realizada con datos MRI monoespectrales son fiables en
los casos estudiados, de todas maneras, es preferible trabajar con datos multi-
parametricos para mejorar la discriminacion de los tejidos. En nuestro caso, se
podria argumentar que al usar la distancia al punto central de la estructura como
una entrada al MLLP se puede sesgar el algoritmo hacia encontrar regiones con el
mismo tamano que la imagen de entrenamiento. Fsto es evidente de los resultados
mostrados en la figura 6.4. Sin embargo, esta claro que aunque esta opcion no es
tan flexible como los modelos globales de formas, el método proporciona, como se
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puede verificar en la figura, resultados que concuerdan satisfactoriamente con las
rodajas centrales usadas para el entrenamiento. En cualquier caso, los modelos
deformables son también muy sensibles a las condiciones iniciales y tienen difi-
cultades con los cambios topologicos. Aunque nuestra estrategia no es la solucion
optima, no es costosa computacionalmente y ayuda a minimizar la parte manual
interactiva y, lo que es mas importante, produce resultados fiables en distintas
aplicaciones en las que se necesita procesar un gran nimero de imagenes. Fn
tercer lugar, el procedimiento de segmentacion descrito aqui es suficientemente
robusto contra las variaciones entre rodajas en anatomia o forma, al menos en los
casos estudiados aqui, donde se muestra claramente que la metodologia permite
la deteccion de areas de interés con relativamente pocos voxeles mal clasificados.
Contrariamente a otros procedimientos, nuestro método no asegura una superfi-
cie globalmente suave entre rodajas. Como vemos en la reconstruccion del corpus
callosum, la superficie reconstruida contiene inconsistencias que afectan la confor-
macion final pero que son despreciables en la cuantizacion final del volumen.

En resumen las innovaciones de este trabajo residen en el uso juicioso de una
mezcla de métodos supervisados y no supervisados sobre imagenes monoespec-
trales. En principio la metodologia propuesta se puede aplicar a cualquier volu-
men de datos MRI, asi como a imagenes obtenidas con otros técnicas de imagen
médica. Mas experimentos computacionales y analisis estadisticos son necesarios
para la validacion global del método propuesto.
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7. DETERMINACION DEL NUMERO DE
CLASES MEDIANTE FILTROS DE OQCCAM

En este capitulo referimos un intento de aplicacion de un algoritmo de seleccion
del niimero de vectores codigo basado en la idea de que la pérdida producida por
un algoritmo de compresion y el ruido pueden cancelarse. En nuestro contexto,
el parametro de control de la compresion es el nimero de vectores codigo en
el libro de codigos. Ajustar este parametro para que se produzca la cancelacion
unicamente del ruido en la imagen es equivalente a tratar de determinar el numero
de clases de bloques de pixeles que realmente ocurren en la imagen.

En la seccion 7.1 se realiza una introduccion al problema y a los filtros de
Occam. Fn la seccion 7.2 se discute la aplicacion de la filosofia de los filtros
de Occam al diseno del cuantizador vectorial. FEn la seccion 7.3 se presentan
resultados experimentales. Finalmente, en la seccion 7.4 se presentan conclusiones
para este capitulo.

7.1.Introduccion

[.a aproximacion denominada de los filtros de Occam ha sido propuesta por
Natarajan en [103], [104], [105]. La formulacién original la recogemos en el
Apéndice C. Consiste en la aplicacion de un algoritmo de compresion con pérdida
como un algoritmo de filtrado para aplicaciones de eliminacion de ruido aditivo.
[La aproximacion se basa en la cancelacion del ruido por la pérdida inducida por
el algoritmo en el proceso de compresion/descompresion. Ha sido mostrado en
[105] que la aproximacion funciona para el ruido aditivo en general si el algoritmo
de compresion es admisible.

FEn este capitulo presentamos la aplicacion de la aproximacion de filtros de
Occam a la determinacion del tamano del libro de cddigos para el diseno de un
cuantizador vectorial (VQ) [42]. Oftras aproximaciones a la determinacion del
nimero de vectores codigo encontradas en la literatura consisten en la adicion de
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términos de complejidad a la funcion objetivo minimizada para realizar el diseno
del libro de codigos [12], o la formulacion de heuristicas para el crecimiento y poda
del Tibro de cddigos como en el caso del Growing Neural Gas [37]. La aproximacion
basada en filtros de Occam da una intuicion clara del significado del proceso de
seleccion del tamano del libro de codigos que se corresponde con una medida de
la. complejidad de la senal libre de ruido. Esta interpretacion es apropiada para
los procesos de segmentacion no supervisada que realizamos, en particular sobre
las imagenes de resonancia magnética. El filtro de Occam implica la estimacion
de la curva del ratio de compresion frente a la distorsion (ratio-distorsion), lo que
lleva consigo la repetida estimacion de los libros de codigo. Para esta tarea hemos
empleado, como en los capitulos anteriores, el SOM [80], en un entrenamiento que
se realiza en un paso sobre la muestra [51]. Hemos aplicado el método (Occam
filter + VQ-BF) a una imagen de resonancia magnética 31 de un embrion humano

7.2.Filtros de Occam y la cuantizacién vectorial (VQ)

Los filtros de Occam se introdujeron por Natarajan [103], [104] y [105] como un
marco general para el diseno de filtros de eliminacion de ruido usando algoritmos
de compresion con pérdida.

Resumimos las ideas principales asumiendo senales 11 y la métrica Fuclidea.
Una exposicion mas detallada se encuentra en el apéndice C. Consideramos una
fuente de senal f = {f;;t =1,2,..}, y una fuente independiente de ruido aditivo
v=AHv;t =1,2,...}. La secuencia ruidosa observada es

fHo=A{fi+tvst=1,2.}. (7.1)
Sea (' un algoritmo de compresion con pérdida que produce a través de la cod-
ificacion y decodificacion la senal reconstruida ¢ = {g;;t =1,2,..} cuando se
aplica a f. La pérdida de C (i.e. el error cuadratico medio) es ¢ = ||f —¢| =

I {(ﬂ — .(]7;)2} . El teorema fundamental de convergencia de los filtros de Occam
[105] establece que si una senal ruidosa se comprime con un algoritmo de compre-
sion cuya pérdida esta ajustada a la magnitud del ruido, el ruido residual en la
senal reconstruida es menor que en la secuencia ruidosa original. Esto es, el ruido
aditivo y la pérdida se cancelan.

[a aplicacion practica de los filtros de Occam depende de la estimacion de la
magnitud del ruido ||v]|. En [104] se propone la siguiente metodologia: Estimar
la curva de ratio-distorsion y encontrar el punto de inflexion que corresponde al
maximo de la segunda derivada. Identificar la coordenada de distorsion del punto
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de inflexion con la magnitud del ruido ||v||. Esta identificacion se sigue de la idea
de que la distorsion como funcion del ratio de compresion se puede aproximar por
dos regiones lineales dependiendo de la relacion entre la distorsion de la compresion
y la magnitud del ruido.Para ¢ > ||v]| la contribucién de la codificacion del ruido
al ratio de compresion es constante y pequena. Para ¢ < ||v]| la contribucion de
la codificacion del ruido al ratio de compresion es grande y domina la codificacion
de la senal.

Una version de la definicién convencional de la cuantizacion vectorial [42] para
imagnes 31) es como sigue: dado un proceso estocastico cuyo espacio de estados
esta en el espacio real euclidiano d x d x d-dimensional, el cuantizador vectori-
al viene dado por una coleccion de vectores codigo Y ={yy,..,y.} que forman
un libro de cédigos, donde ¢ es el tamano del libro de codigos, la operacion de
codificacion es

£ (x) = argmin {lx — yill 1 = 1.0} (7.2)

(asumiendo la distancia Fuclideana); la operacion de decodificacion

e (i) =i, (7.3)

es la que reconstruye la senal codificada usando el libro de codigos. El diseno
del cuantizador vectorial consiste en la estimacion del libro de codigos a partir de
una muestra X = {xy,..,x, }. En nuestro caso hemos utilizado el SOM presentado
en el capitulo 2 para calcularlo, dado un tamano de libro de cédigos. Para las
aplicaciones de compresion, la imagen se descompone en bloques no solapados
y cada bloque se asume como un vector independiente. En VQ-BF los vectores
codigo se consideran referenciados alrededor de su pixel central

Ly <4 (7.4)
Yi = yl,m,m,’ 9 = SRLLTR I 9 . .

Como en el caso de la operacion de convolucion, la imagen no estd descompuesta
en bloques. En lugar de ello se considera la ventana d x d x d alrededor de cada

pixel
d d
fiik = | fitijtmhns 3 <l,m,n < 7| (7.5)
El proceso de filtrado VQ-BF se define por
~ £ f” .
Jigk = yo,(o,hk)- (7.6)
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[a segmentacion VQ-BF es una clasificacion que produce
wijh =& (fijr) - (7.7)

Los vectores codigo incorporan el modelo probabilistico de los vecindarios de los
pixeles. Los procesos de filtrado y clasificacion son, respectivamente, las siguientes

decisiones MAP
p(Fiin =Yoo fiin) = 0y u(s,0) (7.8)

plwir = wlfiin) =0, () (7.9)

La aplicacion de los filtros de Occam al diseno de VQ-BF es como sigue:

—_

. Fijar la definicion del espacio de los vectores codigo.

2. Calcular la curva ratio-distorsion para la compresion VQ usando bloques no
solapados extraidos de la imagen

[UN]

Calcular el punto de inflexion en dicha curva, y

4. Aplicar el libro de codigos de tamano optimo al procesado de la imagen

mediante VQ-BF.

Hay dificultades especificas en la aplicacion de la aproximacion del filtro de
Occam al diseno del cuantizador vectorial. El parametro de control de este proceso
de diseno del VQ es la ratio de compresion, por tanto, el VQ no da una cota
de la pérdida si no una estimacion de ella. FEsta incertidumbre en la pérdida
de la compresion implica que la curva de ratio-distorsion sera muy ruidosa. l.a
estimacion de la magnitud del ruido basada en la deteccion del punto de inflexion
estara también sujeta a incertidumbre. La estimacion de la curva de la distorsion
frente al ratio de compresion se puede hacer mas precisa realizando remuestreos
a un alto costo computacional. Ademads, no existe ningiin parametro (tamano del
libro de cédigos, dimensiones de los vectores cddigo) que determine el ratio de
compresion. Por tanto, la curva distorsion-ratio no es tinica. En el proceso de
bisqueda hemos calculado distintas curvas ratio-distorsion variando el nimero de
vectores codigo para cada dimension de los vectores codigo. Finalmente, todo el
proceso esta condicionado a que el algoritmo de compresion VQ sea admisible, lo
que recoje la siguiente proposicion.
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Proposition 1. Consideremos una senal de entrada cuya distribucién de proba-
bilidad puede ser modelada por una mezcla de Gausianas. ElI V() dado por el libro
de codigos formado con las medias de las (Gausianas es un algoritmo de compresion
admisible.

Proof: 5i la entrada sigue una distribucion que es una mezcla de Gausianas,
entonces el error de codificacion es una variable aleatoria gausiana de media
cero. la esperanza del producto (f —g) - g es trivialmente cero debido
a la independencia del error y la senal recuperada tras la compresion y
descompresion VQ

E{(f—9) -9t =F{(f—9)} F{g}=0. (7.10)

7.3.Resultados experimentales

[a tarea que se trata de realizar es la segmentacion no supervisada del volu-
men 31 de MRI que contiene la imagen de un embrion humano. FEl volumen
consta de 128 rodajas que son imagenes de 128x256 pixels, que pueden repre-
sentarse por [fi g 0,7 = 1,..,128;k = 1,..,256] . Contienen algunos artefactos de
iluminacion debido al estadio experimental de la bobina de radiofrecuencia. l.a
figure ??76nfig-embrion muestra algunas de las rodajas tras una reduccion de rango
de 32 bits/pixel a 8 bits/pixel.

El proceso de segmentacion no supervisada consiste en el etiquetado de los
pixeles de cada imagen por la aplicacion de VQ-BF definido sobre vecindarios 3D,

para obtener

Wikt ] =1,.,128k =1,..,256]. (7.11)
Para visualizar los objetos identificados por cada clase, calculamos las imagenes
binarias

(e g = 1,128k = 1,..,256] , (7.12)
donde .77“:;,{ =T sl wip=w'y .77“:;,{ = 0 en otro caso para w* = 1,..,¢c. De-

terminamos ¢ por la metodologia de los filtros de Occam descrita anteriormente.
Cada imagen 31) de una clase se ha renderizado de la siguiente manera: la mi-
tad del volumen se ha considerado rotando alrededor del eje 7 . para mostrar la
estructura desde diversos puntos de vista. lLas vistas en un numero de angulos
se han renderizado y recogido en una secuencia. Para cada espacio de vectores
codigo considerado, hemos producido una secuencia con la visualizacion de todas
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Figura™7.1: Algunas de las rodajas de la imagen 3D de un embrion utilizada en
el experimento de determinacion del niimero de clases mediante la aproximacion

de los filtros de Occam. 149



28 30 34

Figura™7.2: Algunas de las vistas de algunas de las clases identificadas con bloques
de tamano HxHxH
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Figura 7.3: Curvas de ratio distorsion calculadas por SOM con un paso sobre la
muestra para distintas dimensiones de los vectores codigo.

las clases identificadas por la metodologia descrita. Algunas de estas secuencias
estan disponibles solicitandolas al autor de la memoria.

La figura 7.2 muestra algunas de las vistas obtenidas a partir de la seg-
mentacion con bloques 5x5x5 como vectores codigo. Las orientaciones se han
seleccionado arbitrariamente para que resalten las diferencias entre las clases, y
cada imagen corresponde a la clase indicada con un nimero en la propia imagen.
El primer comentario se refiere a la continuidad espacial de los objetos obtenidos
de esta manera.

La figura 7.3 muestra las curvas de ratio-distorsion y los puntos de inflexion
(marcados por pequenos cuadrados) calculados para distintas dimensiones de los
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vecindarios. En particular el punto de inflexion para la curva de ratio-distorsion de
los vectores codigo HhxhxhH corresponde a ¢ = 35. Volviendo a la figura 7.2, se puede
apreciar que las primeras clases corresponden a la solucion salina que contiene el
embrion. Las clases 3 a 11 parecen identificar las capas frontera entre el embrion y
la solucion salina. Desde la clase 12 en adelante se identifican volumes interiores
del embrion. Algunos de estos volumenes estan muy dispersos, otros muestran
clases con componentes fuertemente conectados. TLas clases 28, 29, 30 identifican
dos componentes separados en la imagen que parecen corresponder al cerebro y
regiones abdominales. La ordenacion de las clases se explica por la propiedad de
preservacion topoldgica del SOM. Los primeros vectores codigo corresponden a
las vectores con menor magnitud. La magnitud del vector cdédigo aumenta con
el indice de la clase, por lo que los tejidos con mayor respuesta de resonancia
magnética se identifican con las iltimas clases. Podemos apreciar que el método
de Occam ha ayudado a mitigar el problema de la falta de balanceado de las clases
producido por la solucidon salina que corresponde a un porcentaje muy elevado de
voxeles en la imagen. Los libros de codigos con tamano excesivo tienden a asignar
muchos vectores codigo a este fondo salino. El tamano determinado por el método
de los filtros de Occam fuerza su representacion parsimoniosa con solo 3 clases y
produce una buena identificacion para su eliminacion.

7.4.Conclusiones

Hemos trasladado la filosofia de los filtros de Occam al diseno de un libro de
codigos optimo en el sentido del nimero de vectores codigo. Fsto es, determinamos
el nimero de vectores codigo 6 ptimos como el punto de inflexion de la curva de
distorsion versus ratio de compresion. Este proceso implica la realizacion de un
nimero considerable de cuantizadores vectoriales, para acelerar el proceso se ha
realizado sobre una submuestra de la imagen. Una vez determinado el nimero
de vectores codigo, se realiza la estimacion del libro de ¢ digos sobre la imagen
completa. Como en capitulos anteriores, el SOM en un paso sobre la muestra es
el algoritmo utilizado para la estimacion del libro de codigos. Fl Tibro de codigos
se utiliza en el VQ-BF para el procesado no supervisado de las imagenes de MRI.
En este capitulo se muestran resultados sobre una imagen MRI de un embrion
humano. lLos resultados visuales muestran una gran coherencia espacial de las
clases detectadas y un nimero pequeno de clases espureas.

Pensamos que todavia se pueden realizar trabajos futuros en esta linea en la
mejora de la estimacion de la curva ratio-distorsion y de su punto de inflexion.
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Un tema de interés es la determinacion de la dimension apropiada de los vectores
codigo, que puede también considerarse en forma jerarquizada.
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8. APENDICE A: INTRODUCCION AL
METODO DEL GRADIENTE ESTOCASTICO

Dada la importancia central del gradiente estocastico en el desarrollo de las reglas
adaptativas de las redes neuronales y muchos sistemas de computacion suave (Soft
Computation), reproducimos [39] una revision de su derivacion y la prueba de
convergencia que clarifica el por qué de las condiciones impuestas a los coeficientes
de ganancia en los algoritmos de aprendizaje.

Example 1. FEstimacion incremental de la media. Sea una muestra de datos

S={x,.,x,},

donde los x; son vectores reales, el estimador consistente de la media

n
. 1
m,—— E X;
n <
=1

puede escribirse de forma incremental como

n—1
. n — 1 1
Mn= n [n — 1 2_1: X

Esta expresion recuerda fuertemente a las expresiones propuestas para las reglas

1 n—1 1

‘I’ —Xn = m,, 4 + —Xp-
n n

n

adaptativas de las redes neuronales competitivas.

8.1.Método de Robins-Monro

Sean z y # dos variables aleatorias correlacionadas. El problema a resolver consiste
en buscar la raiz de la funcion de regresion

f(0) = E[=]0]
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Esto es, dado un conjunto de muestras {(0;,z;);7 = 1,2, ...} determinar valor 6
para el que F [z ]0y] = 0.

Si On es el estimador de g a la presentacion de la muestra (On, zn) el método
de Robins-Monro consiste en calcular

Ongr = 0On —anzn
donde {an} es una secuencia de niimeros positivos que cumplen

1. Iim any =0

N =00
o0

2. > ay =
N=1
o0

3. > aj < oo
N=1

Puede demostrarse que Oy converge a 6 en el sentido de la media de los
cuadrados (mean square sense)

zszPNf%}:o
N =00

y con probabilidad 1
lim P B = 0] =1

N—co

Ejemplos de sequencias de velocidad de aprendizaje

Algunas secuencias que cumplen las condiciones anteriores:

1
N =
an % %<k<]
1
(],N:(],()ﬁ ag < 1
1
(],N:(Iom ag < 1;0 < k<1

an = ag (1 — kN) ap < 1;0 < k <1
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en ocasiones se pueden utilizar expresiones aproximadas aunque no cumplen las
condiciones de convergencia

N
aN = { o0 <] a Nmam) N < NmaT

0 SIN0

Por 1iltimo, mencionamos el decrecimiento exponencial [100] que es el que
utilizamos en muchos de los experimentos computacionales

k

6fi7701 Fmax
6 k - 6in,i,iﬂrr ( -
( ) tial 6iw,itia,l

8.2.Convergencia en probabilidad del método de Robins-
Monro

Consideremos que z es una v.a. generada a partir de la funcion de regresion
anadiendole ruido

iy = f </'§N> +IN

La aplicacion del método de Robins-Monro nos da
Ong1 =0n —anzy = O —anf <9N> +anvyn

donde vy =2y — f <§N> es una v.a de media cero (por definicién)

o ] = ] 1 () =0

y varianza acotada F [y%] < o

Ademas O son estadisticamente independientes (las esperanzas de los
YN Y p p
productos entre ellos son nulas)

Considerese la distancia entre el estimador y la raiz

<5N+1 — 90> = @N — 90) —anf @N) +anyy

y la esperanza de su cuadrado (el error cuadratico medio), el cual disminuye de
la siguiente manera con cada incremento

E [<5N+1 9(,)2] .y [@N 90>2] _

156



—axF {fz <§N>} +ax B [vy] — 2anE {(57\7 - 90) f @Nﬂ

Resolviendo recursivamente encontramos

7 (v —00) | - | (3 ) ] -
-3 ([ @]+ £ 1) -2 S (000 5)

=1

=

Asumiendo que F {fz </057>} < b en la region de interés

| (e —00) | - 2| (5 00) |-

M
N1 N1

o (b+0%) 23 ai B[ (8~ 00) £ (B)]

=1 =1

finito por (3) (P1)

(D)

encontramos que

~ 2 . 2
o (I) esta acotado por debajo porque F [(91\74-1 — 90> } >0y K [(91 — 90> }

es finito

o (D1) es siempre positivo dado que E (6 — 0g) f(0)] > 0 para todo 6, ya que
(0 —0o) v f(0) siempre tienen el mismo signo

Considerese la proposicion

i #[(0#)1(3)] -

si no se cumple entonces (D)— —oo, lo cual contradice que (I)>—oco (esta
acotado inferiormente)

Por lo tanto la proposicion se cumple

Dado que (8 — 6y) f(0) > 0 esta proposicién equivale a la convergencia en
probabilidad del estimador
lim P By = 0] =

N—co
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8.3.Aplicacién a la minimizacion: el método del gradiente
estocastico

Sea f(#,2) una funcién a minimizar en #. El minimo estard en una raiz de

W> , por lo que el método de Robins-Monro es aplicable si consideramos

r
la derivada de la esperanza en = como la funciéon de regresion.

af (O ov)
i il

/éN—H = /éN — an
/0\]\74_1 = /0\]\7 — anN Agf </é]\77.77]\7>

8.4.Método de la ecuacidén diferencial ordinaria

El método de la ecuacion diferencial ordinaria puede utilizarse para intentar de-
mostrar la convergencia de una regla adaptativa de la que no conocemos ex-
plicitamente la funcion de energia de la que se ha derivado. Sea una regla adap-
tativa de la forma

/éN-H = 5N —an-h </'9\N7XN>

[a sucesion {9;\7; N = 07]7..} converge a un minimo ( un subconjunto de

estados asintoticamente estable S) de

H(0) = lim Fx[h(0,%)]

N—co

si se cumple que
1. esta esperanza existe para todo posible 8,

2. P|lim /05;\7:90 =10 bien P | lim /05;\765 =1
N—co

N—co

3. H (0o) = 0y porlotanto fy es un minimo de la ecuacién diferencial ordinaria

dr

= = H(0)

o bien S es un conjunto asintoticamente estable de dicha ecuacion diferencial
con dominio de atraccion D {S}
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4. xn esta acotada con probabilidad 1

5. {an} es una secuencia de mimeros positivos que cumplen

1. Iim any =0
N—=oo

OO
2. > an =
N=1

3. dptgq. DD aly < oo
N=1

Fntonces Oy entra en un compacto A C D {S} infinitamente a menudo

Convergencia del Algoritmo competitivo simple

Se puede estudiar, como ejemplo bésico, la convergencia del SCI, usando el método
de la ecuacion diferencial ordinaria. Partiendo de la expresion

Am; (N)=an (x(N)— m;,

13

(N))6: (x (N) . m); i =1,..c
Identificamos para cada m;

B (Bnxw) = = (X (N) = m, (V) 8 ( % (N),m)
La funcién de regresién que consideramos es

H(m;) = lim Fy[-(x(N)—m,

N—co '

= Fx[—(x—m;)|x € R;]

(V) di (x (N}, m)]

El cero de esta funcion corresponde a
Fe[—(x—m;)|x € R;] =0,

por tanto:
Fx [x|x € R;] = m,.

Lo que significa que el algoritmo competitivo simple converge a los centros de
las clases que cuantizan la poblacion.
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[La funcion que se minimiza se obtiene integrando la ecuacion diferencial

aJ;

(()1’1’17;

= H(m;)=Fy|—(x—m;)|x € R;].
Se obtiene al realizar la integracion:

Ji = /Ex[(xmiﬂxeRi]dmi

1
- Ayl miP e R

Si consideramos todos los centros de clase, la funcion que se minimiza es la

C C ]
J = Z']’f = Z Fx [5 Ix — m;||* [x € R,;]
=1 =1

distorsion
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9. APENDICE B: CONVERGENCIA DEL SOM
EN EILL CASO ESCALAR

Fl caso escalar es el inico en el que hasta el momento se ha probado la convergencia
del SOM a una configuracion ordenada de los pesos de las unidades neuronales
que demuestra el principio de conservacion topologica. La prueba original es de
Marie Cottrell y la extraemos de [80]. Fl interés de esta prueba es mostrar el
concepto de preservacion topologica y las limitaciones formales en el analisis de
la convergencia de esta clase de redes neuronales. En su momento supuso el
primer trabajo de demostracion formal de convergencia topoldgica. los trabajos
posteriores de Fort y Pages [32], [33], [34] no hacen sino subrayar la dificultad de
estudiar la convergencia de este algoritmo en dimensiones superiores y en el caso
general. Solo algunos resultados parciales se han probado, como por ejemplo la no
convergencia a una configuracion ordenada si se mantiene constante la velociada de
aprendizaje. FEn este contexto, que pretende subrayar la demostracion siguiente, se
entiende que las afirmaciones sobre convergencia en un solo paso sobre la muestra
son dificiles de analizar y probar.

Se considera x,m; € A C R , los indices definidos en 7,k € {1,.,L}, la
distancia entre indices es la de Manhatann (valores absolutos) y la distancia en
el espacio input es tambien en valores absolutos |z — m;|. La funcién de vecindad
(invariante en 1 ) es de la forma

1 ke{max(l,i—1),e,min(i +1,1)}

0 sino

v (k1) = (9.1)
Proposition 2. Dados m; (0) aleatorios, conformet — oo, si los a; son extraidos
uniformemente en el espacio input, los representantes (my, .., my,) convergen hacia
una secuencia ordenada ascendente o descendente. Una vez que se ordenan los
representantes, permanecen ordenados para todo t. Ademas la funcion de densidad
de m; se apoxima a alguna funcién de p(x)

[.a demostracion tiene dos partes
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1. La formacion de la secuencia ordenada

2. La convergencia a puntos fijos una vez ordenada

Estudiaremos en detalle el proceso de convergencia a la ordenacion de los
pesos. Se define un indice de desorden

I
D= |mi—miy|—|my—mil, (9.2)
=2

que sera D >0, y sera D = 0 cuando los m; estan ordenados

Def 1 Un pliegue de longitud 2k + 1 en el nodo j es una secuencia (m;_g,..,mj1x)
en las que las secuencias parciales (m;_g,..,m;) y (mj,..,mjyx) son de ten-
dencia opuesta (una es creciente y la otra decreciente o viceversa)

Def 2 Un valor = cae dentro del pliegue si

x € [mjg,mi) () [mg,mipl (9.3)

sino cae fuera del pliegue

Def 3 Un pliegue-borde de longitud k en j =1 [j = 1] es una secuencia monétona
creciente o decreciente de valores (my, mq,...myg) [(my,my, .., mp_x)]

Def 4 Un valor a cae fuera de un pliegue-borde en j si hay un pliegue borde en j
y los signos de @ — my y * — my, son distintos

Def 5 Un pliegue-borde doble de longitud k+1en j =2 [j = . — 1] es una secuen-
cia de valores (mq,..,mpy1,my) [(mp,..,my_g,my)] en la que la secuencia
parcial (mao, ..,mgg1) [(Mr—1,..,m7,_)] es monotona creciente o decreciente y
ademas los signos de my—my y ma—ms3 son diferentes [my, —my_1 y my_1 — my_3]
y ademas los signos de my — mq y my — my, [my, —my_ y my, — my] son
identicos

Def 6 Un valor = cae fuera de un pligue borde doble en 7 =2 [7 = . — 1] si hay un
pliegue borde doble en j y los signos de x —mqyy x—my, [x —my 1 y @ — my]
son diferentes

Theorem 3. Se cumple
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A Sea i el nodo seleccionado al presentarse un input aleatorio x;s13 <7 < [,—2
entonces ) decrece al aplicar la regla del SOM excepto
AT D no cambia si (m;_a,..,m;42) forma una secuencia monotona

A2 D crece si x cae fuera de un pliegue de longitud mayor que 5 en 1
B Si el nodo seleccionado es 2 =1 012 = I entonces D decrece excepto

B1 D mno cambaisi (mq,..,m3,mz,) o (my,,..,my,_2,my) forman una secuen-

cla monotona

B2 D crece si x cae fuera de un pliegue borde de longitud mayor que 3 en

el nodo 1
C Si el nodo seleccionado es 2 =2 o012 = [ — 1 entonces ) decrece excepto

C1 D mno cambiasi (mq,..,m4,mz,) o (my,,..,my,_3,my) forman una secuen-

cla monotona

C2 D crece si x cae fuera de un pliegue borde doble de longitud > 4 en el

nodo 17
Corollary 4. Silos (my,..,my,) se ordenan no pueden desordenarse por A1,B1,C1

Convergencia estocastica: se sigue de la teoria de procesos markovianos

lim P[(m,..,my,) ordenados | = 1 (9.4)

1—00

LLa convergencia en distribucion se basa en calcular el intervalo S; de valores in-
put = que afectaran al nodo 7, en construir la ecuacion diferencial correspondiente

y calcular sus puntos fijos
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10. APENDICE C: FiLTROS DE OCCAM

[a idea de utilizar algoritmos de compresion como filtros pasa baja no es nueva,
pero Natarajan [103], [104], [105] la ha formulado de una manera mas precisa. La
idea de utilizar esta aproximacion para determinar el nimero dptimo de clases
se basa en la consideracion del algoritmo de cuantizacion vectorial basado en los
representantes calculados mediante un algoritmo de agrupamiento, como un pro-
ceso de compresion con pérdida. Si tratamos de ajustar el nimero de clases para
conseguir que se cancelen la pérdida y el ruido estaremos determinando el nimero
optimo de clases para el agrupamiento de los datos. En este apéndice reproduci-
mos los razonamientos originales de la formulacion de los filtros de Occam en su
version mas general.

Conjetura: Cuando un algoritmo de compresion con pérdida se aplica a una
senal con ruido, con la pérdida ajustada a la magnitud del ruido, la pérdida
y el ruido tienden a cancelarse en lugar de acumularse.

Introducimos la notacion empleada por Natarajan:
e Considera funciones de Baire en el intervalo [0, 1] sin pérdida de generalidad

e Para una funcion f y un nimero natural n, f, es la secuencia de muestras
de f uniformemente separadas 1/n. En concreto

So =4F0) f (U /n), f(2/n) s f((n = 1) [n)} (10.1)

e Una secuencia f, es un vector en rset”, por tanto, la diferencia entre dos
secuencias f, v g, es su diferencia vectorial. Una norma en este espacio se

denota || f,| . La norma I; se define || f,.||, = %Eﬁf] (f(i/n))?

2=0

e Respecto a una norma ||.|| un algoritmo de compresion con pérdida C' es
un programa que toma como input una secuencia f, y una tolerancia ¢ >
0 y produce como salida un string binario s que codifica la secuencia g,
cumpliendo || f, — gn|| < €
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e Un algoritmo de descompresion ) toma como input el string binario s =
C (fn,€) y produce la secuencia recuperada g, = D (s)

o Lapérdidade C (i.e. el error cuadratico medio)esd = ||f —g|| = F {(ﬂ — .(]7;)2} )

e v es una v.a. que representa el ruido, v, es una secuencia de n observaciones
independientes de v.

e [, = f,+ v, es la secuencia corrompida con el ruido.

o La magnitud del ruido se define como ||v]| =lim ||v, |-
n— 00

Definition 5. FEl algoritmo ' es admisible si el error de reconstruccion g— f y la
senal reconstruida g son no correlados, i.e. (f —¢g)-g=0donde f-g=F{fig}.

Definition 6. La funcion de ratio-distorsion para un codificador ', denotada por
Re (f.d), es el ratio de compresion de la codificacion (mimero promedio de bits
por muestra input) para la fuente f como una funcién de la distorsion d.

Definition 7. La funcion de ratio-distorsion para la fuente f es la minima posible
para cualquier codificador

R(f,d) :moin {Re (f,d)}. (10.2)

FEl teorema fundamental de convergencia de los filtros de Occam [105] es el
siguiente:

Theorem 5. Sea g la senal obtenida por la codificacion y decodificacion de f+ v
usando un codificador admisible C, cuya maxima pérdida esta ajustada a ||v]|. Fl
ruido residual de la senal reconstruida esta acotado por

e Re (£ + vl
=) \/R AN (10:)

donde R’ (v, ||v||) es la derivada izquierda de la funcion de ratio-distorsion R (f,d)
respecto de la distorsion d evaluada en d = ||v|]..
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La prueba del teorema se puede encontrar en [105]. Este teorema es la formal-
izacion de la intuicion que conduce a la definicion de los filtros de Occam: si una
senal ruidosa es codificada por un codificador admisible con la pérdida ajustada
a la magnitud del ruido, entonces el ruido y la pérdida tienden a cancelarse, con
la extension de la pérdida en la codificacion dependiendo de la incompresibilidad
del ruido en relacion a la senal.

Algoritmo de Filtrado
input f,
begin Sea [|v|| la magnitud del ruido

Ejecuta <]/C;, ||7)||>

Descomprime para obtener la secuencia filtrada g,

end
Una explicacion intuitiva del proceso podria ser la siguiente:

1. Supuesto que podemos acceder a la fuente de ruido, calculamos la curva de

ratio-distorsion para C (v, ¢) .

1. Para ¢ > ||o|| el ratio sera muy elevado, porque se puede aproximar el
ruido por una constante dentro de esta tolerancia.

2. Para ¢ < ||v]| los ratios de compresion seran pequenos y decrecientes al

disminuir ¢

2. Supuesto que podemos acceder a la senal original,calculamos la curva de

ratio-distortion para C (f,,¢)

1. Para valores altos de ¢ el ratio de compresion sera elevado

2. Para valores pequenos de ¢ el ratio de compresion sera pequeno

3. Cuando calculamos la curva de ratio-distorsion para la senal corrompida
€ (Jure)

1. Para ¢ > ||v]| la senal domina al ruido y la curva sigue a la de la senal

original
2. Para ¢ < ||v]| el ruido domina a la senal y la curva sigue a la del ruido.

3. Para ¢ = ||v]| la curva muestra un "codo” que puede identificarse con

el maximo de la segunda derivada
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10.1.La estimacion de la magnitud del ruido

[a aplicacion practica de los filtros de Occam depende de la estimacion de la
magnitud del ruido ||v]|. En [104] se propone la siguiente metodologia: Estimar
la curva de ratio-distorsion y encontrar el punto de inflexion que corresponde al
maximo de la segunda derivada. Identificar la coordenada de distorsion del punto
de inflexion con la magnitud del ruido ||v||. Esta identificacion se sigue de la idea
de que la funcion de ratio-distorsion se puede aproximar por dos regiones lineales

Re (f +v,d) =~ aqdyd > || (10.4)

Re (f+v,d) =~ azd;d < ||v|. (10.5)

Para d > ||v]| 1a contribucion de la codificacion del ruido al ratio de compresion es
constante y pequena y la pendiente oy es pequena. Para d < ||v]| la contribucion de
la codificacion del ruido al ratio de compresion es grande y domina la codificacion
de la senal, y la pendiente a3 es grande.

En situaciones practicas hemos encontrado que la derivada segunda es muy
sensible a la varianza de la estimacion de la curva de ratio-distorsion. Hemos
estimado las aproximaciones lineales ad y aod a partir de puntos en la curva de
ratio-distorsion que se pueden asumir con seguridad en cada una de las regiones
consideradas. Seleccionamos el punto de inflexion como el punto en la curva de
ratio-distorsion més cercano a la interseccion de ambas lineas.
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11. APENDICE D: DERIVACION DE FLVQ

FEn este apéndice damos el desarrollo formal que conduce a la formulacion de
la regla del FIVQ presentado en el capitulo 2. Proporcionamos este desarrollo
porque la expresion que proporcionamos del FIVQ difiere de la encontrada en
algunos trabajos de la literatura. Formalmente esta regla consiste en el descenso
del gradiente estocastico de la funcion objetivo .J,, que se calcula aplicando la
siguiente ecuacion en diferencias:

o.J,,
Ay; = —777;—(() ) (11.1)
Y

Vamos a introducir algunos elmentos de notacion para simplificar las ecua-
ciones. Para un j fijoen {1,...,n}, sea

ey — yill* = ws (11.2)

1

()]

s=1

(u;)" = == Fi(wr, . we) . (11.3)

Entonces la expresion de la funcion objetivo de agrupamiento borroso queda

como sigue:

T = > A )" = w4 ()" Ny el P} = (11.4)
i=1

= Z {Fi(wy,owe)wr + o+ Fao(wr, ey we) we b
j=1
Descomponemos la derivada de la siguiente forma:
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0, 0J., Ow;

_ 1.5
y B Oy, (115)
& F F :
_ Z {(7 (Wi ey we ) W1 - A, (wr, 7(.00)@0} (f)w,. (11.6)
= (f)wi (f)wi (f)yi
Sea Fy (wy,...,w.) la i-esima derivada parcial de F (w1, ...,w.) .
F
El(w17___7wc): (7 l(w17 7(4)0). (]]7)
(f)wi
Si [ # 1 entonces,
{er1)
s=1 3
El (wh'“vwc) — (]]8)
(f)wi
- 1 7(m+1) (() |:E <ﬁ "71:|
wz e s=1 “
= — — 11.9
” [Z (w ) ] — (11.9)
1 w7
S A7) i — (—I) - (11.10)
m — 1 \w, w;
= T ) <ﬂ> o (11.11)
m — 1 wm

Si [ =1 entonces,

Fi(wiy.yw) = Do, - Ow; (1
. . (() . 7777711 o

i - H ] }

N Ow; ; ) e w; v
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—m

—m —m ¢ —1
= i)™ m= 11.14
) [Z )|+ (1)
¢ —(m41) (7 |: l ((acjs)mif11
= 77:1 s=1
@) () [Z (@) ] -
= ()" m(w) T | (w >] (o, | FFI5)
m— 1lw; — m — ’
o
= ()™ ()] (11.16)
m — 1 w; : :
Esto es, en forma resumida
m Am+l fwy m—1 .
Fi(wiy . we) = o (1) +“1”]"> L#1 (11.17)
P (i)™ = (i)™ 1=
Por tanto, nos queda la siguiente expresion
OJw  OJpy Ow; (11.18)
dy:  Ow; Dy '
n R (wh...,wc)(m + ... (f)w
— Z +Fi(wyy ey we)w; + Fi (w1, ey we) + oo 5 7 (11.19)
,7:1 +R(‘ (w17“'7w(¢) w(ﬁ yi
I (7/,1,7‘)m+1 <:j—717> "y A+
& m. ' m. . a 1
=1 L -
+ ,Ti1 (uc,?‘)m_l—] <:;_7;> " We
. ()" ()7 4 ;
m ‘ Wi
— — +(“i7)m+1 . (7/77)7”' + T”T*1W§7/77)m + ay}(]].?])
2 R T
_om N = (G e |
s { [Z ™ () ] L (ug) } =



Ademas tenemos que

(f)wi

Por tanto, finalmente obtenemos la expresion

=1 =1 i
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